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Resumo

As patologias da linguagem são alterações na leitura de um texto, ocasionadas por trau-

matismos f́ısicos ou genéticos. Devido a falta de ferramentas espećıficas e ao alto custo

de uso do software proprietário, de tecnologias de processamento de sinais de áudio para

ajudar no processo de identificação de patologias genéticas, muitas pessoas ficam sem

tratamento, e, às vezes, à margem da sociedade. Foi desenvolvido uma metodologia por

especialistas, que extrai caracteŕısticas da leitura de um texto em voz alta e retorna

a hipótese de diagnóstico. Neste trabalho, descreve-se uma nova abordagem compu-

tacional com o intuito de automatizar de forma eficiente a indicação de probabilidade

da dislexia. A análise é feita em gravações (sinais de áudio) da leitura de textos pré-

definidos com crianças em idade escolar. São extráıdas caracteŕısticas diretas e indiretas

do sinal de áudio. As diretas são extráıdas por meio da metodologia de separação de

pausas e śılabas, enquanto as caracteŕısticas indiretas são extráıdas através da metodo-

logia de alinhamento de sinais de áudio, Hidden Markov Model e pelo desenvolvimento

de algumas heuŕısticas de melhoria. Após a obtenção das caracteŕısticas realiza-se a

indicação da probabilidade da dislexia por meio de duas metodologias de classificação,

a primeira análoga a de especialistas humanos, baseada em pesos; e a segunda por meio

de dois classificadores conhecidos na literatura, KNN e SVM. Os testes foram realizados

sobre uma base de dados de 40 áudios, 30 sem dislexia e 10 com dislexia, contendo a

gravação da leitura de um texto padrão por crianças, sendo comparados a classificação

realizada pelo especialista, do texto completo, obtendo 100% de acurácia sobre a in-

dicação de probabilidade de dislexia, sobre os três métodos. A diferença entre os valores

das caracteŕısticas obtidas automaticamente e os valores de teste foi abaixo de 20% para

a maioria das caracteŕısticas. Finalmente, os resultados apresentados nesta dissertação

mostram que existe um campo de atuação muito promissor do processamento de sinais

de áudio, no que diz respeito ao aux́ılio a especialistas na tomada de decisão relacionadas

a patologias da linguagem.
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Abstract

The pathologies of language are alterations in the reading of a text, caused by physical

or genetic traumas. Due to the lack of specific tools and high cost of using proprietary

software, audio signal processing technologies to aid in the process of identifying genetic

pathologies, many people go untreated, and sometimes out of society. A methodology

was developed by specialists, which extracts characteristics from reading a text aloud

and returns the diagnosis hypothesis. In this work, a new computational approach is

described in order to efficiently automate the indication of the probability of dyslexia.

Direct and indirect characteristics of the audio signal are extracted. The direct ones

are extracted by means of the pauses and syllables separation methodology, while the

indirect characteristics are extracted through the audio signal alignment methodology,

Hidden Markov Model and the development of some improvement heuristics. After ob-

taining the characteristics the risk of dyslexia is indicated by means of two classification

methodologies, the first one analogous to human specialists, based on weights; And the

second by means of two classifiers known in the literature, KNN and SVM. The tests

were performed on a database of 40 audios, 30 without dyslexia and 10 with dyslexia,

containing the recording of the reading of a default text by children, being compared

the classification performed by the specialist, of the complete text, obtaining 100% Of

accuracy on the indication of probability of dyslexia, on the three methods. The dif-

ference between the values of the automatically obtained characteristics and the test

values was small for most features, below 20% average difference. Finally, the results

presented in this dissertation show that there is a very promising field of action for the

processing of audio signals, with respect to the aid to specialists in decision making

related to language pathologies.
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e pelo valioso tempo disponibilizado, mesmo quando fora da universidade.
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À minha famı́lia que me incentivou a tentar o mestrado na UFOP sempre me apoiando

e me dando força para finalizar mais uma etapa. E a todos que estiveram presentes

durante o meu mestrado, muito obrigada.

viii



Sumário

Lista de Figuras xii

Lista de Tabelas xiii

Nomenclatura xv

1 Introdução 1

1.1 Justificativa . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 2

1.2 Objetivos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 4

1.3 Organização do Trabalho . . . . . . . . . . . . . . . . . . . . . . . . . . . 4

2 Trabalhos Relacionados 6

2.1 Patologias da Linguagem . . . . . . . . . . . . . . . . . . . . . . . . . . . 6
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4.2.2 Segmentação em Unidades Silábicas . . . . . . . . . . . . . . . . . 22

4.3 Extração de Caracteŕısticas Indiretas . . . . . . . . . . . . . . . . . . . . 23

4.3.1 Alinhamento . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 23

4.3.2 Melhoria da Segmentação em Unidades Silábicas . . . . . . . . . . 30
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5.1 Ajuste de parâmetros . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 33

5.1.1 Ajuste de Parâmetros para a separação de pausas . . . . . . . . . 34
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Referências Bibliográficas 70
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Caṕıtulo 1

Introdução

No Brasil, as dificuldades escolares são agravadas por patologias nas primeiras séries

do Ensino Fundamental, chegando a atingir aproximadamente 40% dos jovens e resul-

tando em dificuldades espećıficas de aprendizagem,(Ciasca, 2003). Tais fatores refletem

diretamente nas taxas de evasão e repetições dentro do universo escolar. Uma dessas

patologias mais comuns é a dislexia, que possui como sintomas dificuldade de leitura e

escrita, com déficit nas habilidades do processamento fonológico.

A dislexia é uma doença genética, classificada na área de neurobiologia como uma pa-

tologia onde as pessoas sentem dificuldades na leitura, soletração e cálculos matemáticos.

Os sinais mais comuns podem ser identificados em dois estágios: na pré-escola e na idade

escolar. Na pré-escola é observada a dispersão, dificuldade no aprendizado de rimas, na

montagem de quebra-cabeças e na falta de interesse em livros, enquanto na idade escolar,

além dos fatores observados na fase da pré-escola, pode-se observar também dificuldades

na leitura e escrita, pouco conhecimento de rimas, repetição de sons e palavras emitidas

sem entonação, frases interrogativas e exclamativas proferidas com mesma entonação,

conforme descrito pela Associação Brasileira de Dislexia (ABD1).

Essa patologia acarreta uma desmotivação progressiva por parte do aluno e é muitas

vezes confundida com a sua falta de interesse em aprender. Tais fatores resultam na

não identificação da patologia e no tratamento tardio, quando este acontece. De acordo

com Ciasca (2003), a não identificação da patologia é ocasionada pela demora da análise

aplicada atualmente, pela falta de recursos e pela falta de informação correta oferecida

aos professores e pais.

1www.dislexia.org.br
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2 Introdução

Quando a patologia é identificada, é necessária a interação não apenas do profissional

de fonoaudiologia, mas também do profissional de psicologia e outros especialistas. A

especialista em fonoaudiologia realiza o diagnóstico, analisando as caracteŕısticas da

linguagem através de métodos de leitura e escrita e outros testes espećıficos de cada

patologia, como explicado em Alves (2007). Onde cada especialista possui sua própria

metodologia de diagnostico, precisando da confirmação de todos os especialistas, para

diagnóstico final de dislexia e assim iniciar o tratamento.

Desse modo, a rápida identificação dessa patologia proporciona a criança uma melhor

qualidade de vida escolar e, possivelmente, melhorias na sua evolução como um todo.

Alguns especialistas buscam métodos que acelerem e facilitem a identificação dessa pato-

logia. A hipótese defendida por Alves (2007) e outros fonoaudiólogos é que as dificuldades

de decodificação do texto escrito apresentadas pelo disléxico pode refletir na sua leitura

em voz alta. Logo, foram investigados áudios de leituras em voz alta, visando delimitar

e modelar caracteŕısticas presentes em indiv́ıduos disléxicos. Alves (2007), em sua tese,

expõe a relevância de algumas caracteŕısticas espećıficas, que indicam a distinção entre

um grupo com e sem dislexia.

A metodologia desenvolvida pela fonoaudióloga ”2 permite categorizar ńıveis de dis-

lexia, mas sua principal desvantagem é a sua execução manual e individualizada. Logo

é um processo bastante custoso e que dificulta sua generalização. Assim, para tornar o

processo mais rápido e pasśıvel de ser utilizado em grande escala, pensou-se em automa-

tizar o processo de indicação e diferenciação desta patologia, através do processamento

de sinais de áudios. Destes sinais de áudios são extráıdas suas principais caracteŕısticas

(caracteŕısticas diretas e indiretas), para a realização da análise da patologia da lin-

guagem dislexia, sendo realizado automaticamente no final a hipótese de diagnóstico de

probabilidade de dislexia.

1.1 Justificativa

O mercado atual de softwares de processamento de sinais de áudios possui algumas

ferramentas, como por exemplo o VoxMetria, (Behlau, 2003), que gera gráficos de análise

de voz, com medidas de frequência fundamental, e intensidade, mas que não medem todos

os parâmetros necessários para análise das patologias da linguagem. Assim, não existem

ferramentas que realizem todos os processos de análise, alinhamento e classificação,

2Luciana Alves Mendonça, Professora da UFMG, Tese:(Alves, 2007)



Introdução 3

voltados a identificação de patologias da linguagem, analisando aspectos temporais e

prosódicos da fala durante a leitura, principalmente com o intuito de avaliar e acelerar

o processo de identificação e tratamento de pacientes com dislexia.

Além de não contemplarem todas as necessidades, as ferramentas existentes são caras

e de pouca acessibilidade. Assim, por causa dessa falta de uma tecnologia gratuita,

voltada para a ĺıngua portuguesa e para as patologias da linguagem como a dislexia,

pretende-se desenvolver uma metodologia que possa ser aplicada como uma ferramenta

completa e espećıfica para a indicação da probabilidade de patologias da voz dislexia.

A primeira abordagem é automatizar o método manual de classificação adotado pela

especialista em saúde e educação, apresentado no trabalho de (Alves, 2007), por meio

da extração de medidas dos áudios disponibilizados.

Em (Alves, 2007) é apresentada uma abordagem para a dislexia, onde tem-se um

processo de escuta e gravação do sinal de áudio de um texto lido e desse realizar a

análise dos dados. São feitas análises das frequências e outros parâmetros extráıdos dos

sinais de áudios, para identificar a patologia. Esse processo foi feito de forma manual e

individual pela profissional de fonoaudiologia, logo, é um processo muito custoso e que

inviabiliza a investigação sistemática de muitos casos.

Os dados gerados são analisados pela variação dos seus valores, pela especialista,

o que dificulta a sua expansão dentro das escolas, uma vez que normalmente não há

especialistas capazes de analisar esses dados, explica Alves (2007). Além disso, tem-se

o problema da demora da análise manual de cada áudio, considerando todos os alunos

de uma escola, tal abordagem inviabiliza o tratamento e a identificação correta.

Pensando em agilizar e tornar o processo mais acesśıvel e confiável, procura-se auto-

matizar a metodologia de identificação da patologia da linguagem, dislexia, através do

processamento de sinais acústicos da fala. Existem poucas ferramentas computacionais

voltadas para a identificação de patologias da linguagem através do processamento de

sinais de áudios. A maioria das pesquisas em processamento de sinais de áudio, está

relacionada ao método de alinhamento, buscando relacionar um texto padrão (gravado

em sinal de áudio ou escrito) a outro áudio.

Assim, as medidas obtidas do processamento de áudios possibilitam a classificação

da hipótese de diagnóstico dessas patologias, de modo que o desenvolvimento dessa

proposta vise ajudar e tornar mais confiável a identificação preliminar de pacientes com

patologias dislexia para que desde cedo esses possam ser tratados da forma adequada.



4 Introdução

1.2 Objetivos

O objetivo geral do trabalho é o desenvolvimento de uma metodologia para a identi-

ficação de evidências de dislexia a partir de caracteŕısticas extráıdas de sinais de áudio

obtidos pela gravação da leitura em voz alta, pelo indiv́ıduo, de um texto controlado.

Os objetivos espećıficos são apresentados a seguir:

• Compreender e identificar as caracteŕısticas da linguagem que devem e podem

ser extráıdas de forma automática, a partir da leitura em voz alta de um texto

controlado, de modo que o processo de identificação de evidências da patologia

dislexia, originalmente proposto como um processo manual por (Alves, 2007), possa

ser realizado por software de forma eficaz,com o mı́nimo de erro posśıvel e de forma

rápida.

• Identificar durante o processamento do sinal de áudio, outras caracteŕısticas da

linguagem que seriam importantes para a indicação de probabilidade de dislexia.

• Desenvolver métodos que indiquem a probabilidade de dislexia com acurácia, para

a extração de cada uma das caracteŕısticas levantadas, a partir do uso de técnicas

de processamento de sinais de áudios encontradas na literatura.

• Analisar as caracteŕısticas extráıdas no intuito de desenvolver propostas para iden-

tificação da patologia.

• Projetar e implementar experimentos para avaliar as propostas de metodologias e

identificar o método mais eficaz para a patologia em análise.

1.3 Organização do Trabalho

Os caṕıtulos seguintes estão organizados da seguinte maneira. No Caṕıtulo 2 são apresen-

tados os trabalhos relacionados, a quantificação e a comparação de sinais de áudios sobre

o campo de pesquisa de alinhamento de sinais de áudios e desses artigos destacam-se

também os que possuem ligação com a área da dislexia e com as tecnologias de processa-

mento de sinais de áudio. No Caṕıtulo 3, tem-se um detalhamento do método manual de

diagnóstico da patologia dislexia, desenvolvida por (Alves, 2007). São apresentados os

dados de sinais de áudio usados para testes, fornecidos pela autora do trabalho (Alves,
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2007), que são das crianças do grupo cĺınico (com dislexia) e do grupo não cĺınico (sem

dislexia) e o método de alinhamento aplicado na extração de algumas caracteŕısticas

utilizadas por (Alves, 2007). No Caṕıtulo 4, são apresentadas as abordagens para a

separação de pausas, a separação silábica, a estrutura da arquitetura computacional, o

alinhamento dos sinais de áudios, a análise de todas as caracteŕısticas geradas automa-

ticamente e o modelo de indicação da probabilidade de dislexia. No Caṕıtulo 5, são

apresentados os resultados manuais obtidos por (Alves, 2007), os resultados sobre a se-

paração de pausas e śılabas, sobre os cálculos das frequências e a acurácia do alinhamento

em cima dos áudios existentes. São apresentados os resultados obtidos através da análise

estat́ıstica de validação das caracteŕısticas e da indicação da probabilidade de dislexia.

Apresenta-se também um comparativo dos dados extráıdos com o processo manual, para

validação dos dados obtidos. No Caṕıtulo 6, são apresentados as considerações finais e

os trabalhos futuros.



Caṕıtulo 2

Trabalhos Relacionados

Este Caṕıtulo aborda alguns dos trabalhos relacionados ao assunto do projeto. A Seção

2.1 apresenta alguns trabalhos sobre a patologia da linguagem dislexia. Na Seção 2.2,

foram apresentadas algumas metodologias de processamento de sinais de áudio que são

investigadas durante o andamento do trabalho, optando pelo método que retorna melho-

res resultados e que através do alinhamento busca fornecer uma boa base comparativa

de segmentos de sinais de áudio de diversos tamanhos para extração de parâmetros

adequados.

2.1 Patologias da Linguagem

A voz pode ser definida como o sinal sonoro emitido pelas pregas vocais, pelo movimento

da laringe,(Behlau, 2001). A fala, por sua vez, é o som articulatório produzido por

diversos músculos vocais. A linguagem é a produção de som emitida baseando-se na

compreensão daquilo que foi lido, buscando representar um pensamento, uma ideia,

como Prates and Martins (2011) explica, “...a linguagem significa trocar informações

(receber e transmitir) de forma efetiva, enquanto que a fala refere-se basicamente à

maneira de articular os sons na palavra (incluindo a produção vocal e a fluência)”.

Quando o modo de emissão sobre a voz, a linguagem e a fala, encontram-se com algum

problema é considerado que este paciente possui alguma patologia, podendo ter causas

f́ısicas, como desgaste da voz e rouquidão, (Gusso and Lopes, 2012), ou neurológicas como

a dislexia e a gagueira. Estas patologias, principalmente as relacionadas à laringe, têm

aumentado recentemente, por uso excessivo de álcool ou por causa da própria profissão

6
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do individuo, como é o caso de professores e cantores que usam a voz exaustivamente e

sem o devido tratamento, (Costa et al., 2013).

Pensando nas questões voltadas a esses problemas, atualmente existem diversos tra-

balhos que analisam o sinal de áudio para aplicação de um método não invasivo de

diagnóstico e até mesmo tratamento(Marinus et al., 2013). Dentre os trabalhos na área,

pode-se citar (Marinus et al., 2009), que aplica métodos de análise de patologias da voz

baseado em coeficientes Cepstrais para representar os sinais de áudios de voz e redes

neurais multicamadas para a classificação entre voz normal, vozes afetadas por edema e

vozes afetadas por outras patologias, obtendo uma taxa de acerto de 99% para voz sem

patologias, 96% para edema e 93% para outras patologias.

O método de processamento de sinais de áudio também é aplicado a patologias de

causas neurológicas, como a gagueira, transtorno articulatório e dislexia, (Marinus et al.,

2009). Dentre os trabalhos existentes relacionados ao transtorno articulatório, que é uma

patologia da fala, pode-se citar o de (Santos, 2013), onde foi criado um aplicativo móvel

que faz a análise da voz do paciente e apresenta sua evolução com o tempo, após um

determinado tratamento, auxiliando o profissional e oferecendo medidas do ńıvel da

patologia já definida.

Já as patologias lingúısticas afetam o modo de leitura e escrita de um texto, acar-

retando dificuldades de interpretação e representação da parte sintática e morfológica

de um texto lido. No caso da patologia lingúıstica dislexia pode-se citar o trabalho

(Zavaleta et al., 2012), que propõe uma ferramenta tecnológica de apoio ao diagnóstico

da dislexia. Em seu trabalho é aplicado um questionário espećıfico relacionado a fatores

indicativos da patologia, tais como perguntas sobre como é a leitura, e doenças e pro-

blemas patológicos existentes na famı́lia. As respostas servem de entrada para uma rede

neural que leva em consideração as respostas mais prováveis, e, realiza a classificação

em grupo com e sem dislexia.

2.2 Processamento de Áudio

Atualmente existem vários trabalhos sobre processamento de sinais de áudio para di-

versas aplicações e alguns para a indicação de patologias f́ısicas como já mencionado.

Desses pode-se citar alguns trabalhos em diversos campos relacionados com as etapas

aplicadas neste trabalho para a geração da probabilidade de dislexia.
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Iniciantemente é preciso realizar a Detecção de Atividade de Voz (VAD), onde se

busca identificar em um sinal de áudio os segmentos de voz e silêncio. O trabalho de

Germain et al. (2013) desenvolve o método de identificação de sinais de voz e não-voz,

por uma matriz de fatoração não negativa. Com uma base de dados de sons em inglês TI-

MIT Acoustic-Phonetic Continuous Speech Corpus (Garofolo et al., 1993) foram obtidos

sinais de áudios sem e com rúıdo para processamento. Primeiramente, as caracteŕısticas

são extráıdas, coeficientes mel-cepstrais e short time frequência, curtas frequências de

energias, e a partir desses dados se aplica a matriz de dados, obtendo acurácia de 94,1%.

Já no trabalho (Waghela et al., 2014), é colocada a necessidade de um elevado grau

de precisão sobre o que é silêncio e voz, para um bom sistema de reconhecimento de

fala. Assim, este desenvolveu um algoritmo que detecta automaticamente o silêncio de

um sinal de fala e o remove do sinal de áudio, para que possa do sinal de fala apenas

realizar-se outros processamentos. O trabalho baseia-se em três caracteŕısticas, que

são taxa de cruzamento zero, energia do sinal e frequência fundamental. As médias e

varições são calculados estabelecendo um limiar de corte, e sobre as caracteŕısticas dos

pequenos segmentos se detecta as regiões de voz, não-voz e silêncio, por discriminação

com o limiar.

Após a separação e segmentação do sinal de áudio a próxima análise é o processa-

mento do sinal de áudio, onde realiza-se como medida o alinhamento entre dois sinais

de áudios. Nesse campo de pesquisa, tem-se trabalhos em diversas áreas como musical,

discursiva e na representação da fala. Dentre os métodos aplicados pode-se citar Hidden

Markov Models (HMM) (Leon et al., 2012) e o algoritmo de Virtebi (Cano et al., 1999),

que são os mais utilizados de acordo com a pesquisa realizada.

(Leon et al., 2012) avalia alguns métodos de śıntese de voz, com rúıdos ou não, como

o HMM e os modelos gaussians, que são análises baseadas nas distribuições normais

(média e variância). O sistema de reconhecimento de voz, primeiramente extrai as

caracteŕısticas sobe janelas de 10ms, através da Mel Frequency Cepstral Coefficients

(MFCC), que são coeficientes da representação de curto prazo do espectro de potência

do sinal. A adaptação dos dois métodos, ou seja, a melhoria através da classificação

conjunta do HMM e dos modelos gaussianos, obteve uma média de 56% à 86%, para

sinais de áudios de locutores diferentes.

Cano et al. (1999) aponta HMM como vários processos probabiĺısticos, onde a par-

tir de cada padrão de caracteŕıstica estabelecido, como variância e/ou formantes de

frequências, toma uma decisão por aproximação, sendo melhorado através do uso do
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algoritmo de Viterbi.

De acordo com Cano et al. (1999), o algoritmo de Viterbi determina a sequência

mais provável de estados ocultos (caminho de Viterbi) que resulta na sequência de sáıda

observada. É analisando cada segmento e atribúıdo um peso a cada variação gerada,

fazendo a ligação por fonemas, onde seu sistema alinha o sinal de voz com as letras

em tempo real. No final do processo, os vetores de caracteŕısticas de entrada são subs-

titúıdos pelo ı́ndice do vetor mais próximo numa tabela de codificação de probabilidades

estabelecida a priori, tendo como sáıda o valor indexado nesta.

Em um trabalho mais recente sobre alinhamento (Brognaux and Drugman, 2016),

é apresentado um modelo de alinhamento de sinais de áudios por fonemas. Este não

precisa de uma base alinhada manualmente para treinamento, assim, os modelos são

diretamente treinados sobre o sinal de áudio. O método foi aplicado para a ĺıngua

francesa e inglesa, para extração de caracteŕısticas e classificação através do HMM.

A base inicial de treinamento utilizada em (Brognaux and Drugman, 2016) é formada

por sinais de áudios de fonemas da ĺıngua falada no páıs em teste, de onde é extráıdo as

mel frequências cepstrais inicias e outras caracteŕısticas extráıdas do sinal de áudio. Estes

formam um dicionário onde cada uma é separada em classes, silêncio, vogal, semi vogal

e consoante, que serão utilizadas como estados do HMM. Ao rodar o teste, se analisa

cada janelamento, realizando a classificação, para depois realizar a representação dos

fonemas, retornando o sinal de áudio alinhado. A base de sinais de áudios é sem erros e

falada sequencialmente, sem ser rápido ou devagar demais, obtendo nos sinais de áudios

da ĺıngua inglesa, 92% de acurácia.

Assim, através desses processos de alinhamento busca-se retornar os segmentos de

frases, as leituras que se encontram dentro do padrão e as palavras erradas, que represen-

tam o problema na leitura. Podendo assim servir como base para a análise da metologia

aplicada na indicação do risco da dislexia.



Caṕıtulo 3

Referencial Teórico

Após a pesquisa sobre alguns trabalhos na área, estudou-se o método de automatização e

identificação preliminar das patologias da linguagem. Assim, na Seção 3.1, é apresentada

a metodologia manual proposta pela especialista da saúde e educação, Alves (2007), para

a indicação da probabilidade de dislexia e as caracteŕısticas extráıdas para classificação

desta. A Seção 3.2, aborda a base de dados de sinais de áudios utilizada, no trabalho

da especialista e neste trabalho. Na Seção 3.3, é apresentado o modelo de alinhamento

de dados aplicado sobre a base, o alinhamento por Hidden Markov Models.

3.1 Avaliação da dislexia pelo especialista Alves (2007)

Uma das patologias da linguagem pouco abordadas no Brasil pelos profissionais da

área é a dislexia, devido principalmente ao alto tempo necessário para sua avaliação e

análise de probabilidade, como pode ser visto na abordagem desenvolvida por (Alves,

2007). Assim, por meio de técnicas de processamento digital de sinais de áudio, como

as apresentadas na Seção 2, tenta-se propor soluções no processo de automatização de

identificações de patologias na linguagem, como a dislexia.

A dislexia, como mencionado no Caṕıtulo 1, é uma doença causada pela má formação

ou interrupção dos conectores cerebrais que ligam as zonas anteriores com as posteriores

do cérebro,(Deuschle and Cechella, 2009). Na dislexia, o indiv́ıduo sente diversas difi-

culdades no aprendizado, dificuldades de leitura, que é bastante evidenciada na leitura

oral de um texto, ou seja o individuo sente dificuldade de entender e emitir os diversos

sons de uma palavra, (Shaywitz, 2006). Outros alterações viśıveis são a fluência, a velo-

10
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cidade, a precisão articulatória e a entonação durante a leitura do texto, dificultando o

entendimento e a sua correta interpretação.

O não tratamento adequado e o meio de convivência na sociedade podem piorar

as condições do paciente com dislexia, inibindo-o por ser considerado inferior, e assim,

classificado como uma criança que não tem interesse em aprender. Consequentemente

é deixado de lado e vai sendo isolado por não conseguir acompanhar outras crianças e

acaba perdendo oportunidades de aprendizado, (Shaywitz, 2006)

Alves (2007) defende a hipótese da descoberta prévia da dislexia por meio de carac-

teŕısticas fonéticas extráıdas de uma leitura em voz alta. No seu trabalho, é feita uma

coleta de sinais de áudios de leituras em voz alta de um texto espećıfico com crianças

do grupo não cĺınico (sem dislexia) e tais medidas fonéticas permitiram a criação de um

modelo de identificação de ńıvel de significância para a dislexia.

A metodologia utilizada por (Alves, 2007) é baseada em análises de caracteŕısticas

extráıdas a partir da leitura em voz alta, para classificação dos indiv́ıduos. E através

dessas caracteŕısticas, avaliar em qual atividade o paciente tem mais dificuldade, focando

o seu tratamento na melhoria dessas atividades.

A Figura 3.1 apresenta uma representação esquemática da metodologia desenvolvida

por (Alves, 2007), onde primeiramente é feito um pré-processamento do sinal de áudio,

ou seja, a divisão manual do sinal de áudio em frases. Após essa etapa o sinal de áudio

é dividido em segmentos menores de sinal, que são silêncio, pausa e śılaba, preocupando

com seus formantes e entonações das vogais. Estes parâmetros são processados e alguns

outros cálculos paramétricos são efetuados, detalhados na Seção 3.1.1, para assim serem

utilizados na determinação da probabilidade da dislexia.
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Fonte: Adaptado de (Alves, 2007)

Figura 3.1: Arquitetura geral do método de indicação de dislexia.

Na metodologia desenvolvida por Alves (2007), os sinais de áudio são corrigidos no

pré-processamento, retirando falas fora do contexto, no ińıcio e final da gravação, depois

as frases são separadas manualmente por meio de programas de formatação de sinais

de áudios. São marcadas as posições das separações das pausas, o tempo de pausa, o

tempo de elocução do texto, a quantidade de śılabas, os erros evidentes de ortografia, as

repetições de śılabas e outras questões fonológicas abordadas na modelagem. A Figura

3.2 ilustra o texto escrito com suas marcações.

Fonte: Adaptado de (Alves, 2007)

Figura 3.2: Ilustração da metodologia manual de extração de informações do sinal de

áudio.
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São extráıdas manualmente medidas pré-definidas dos sinais de áudios, tais como o

tempo total de elocução (TTE ), o tempo de pausas entre as palavras e entre as frases.

As informações são obtidas através de um programa de processamento de sinais de

áudio, que fornece dados gerais como as formantes, usadas para o cálculo da tessitura.

Os valores são modelados para as análises da probabilidade de dislexia do paciente.

Maiores detalhes serão explicitados na Seção 3.1.1.

Alves (2007) mostrou em seu trabalho que o grupo de jovens que havia passado pelo

tratamento fonoaudiológico apresentou as caracteŕısticas temporais e prosódicas melho-

res que o grupo sem tratamento, mas ainda fora do esperado se comparados aos sujeitos

do grupo de controle(sem alterações de linguagem e aprendizagem). Assim, percebe-

se que a melhora sobre os valores obtidos nas caracteŕısticas interferem na indicação

de probabilidade diretamente e que os disléxicos podem melhorar suas dificuldades ao

serem tratados devidamente.

3.1.1 Análise Acústica do Sinal

No trabalho proposto por (Alves, 2007) observam-se e extraem-se as caracteŕısticas

acústicas do sinal de áudio, que são parâmetros de entrada definidos pela autora como es-

senciais na definição e caracterização um sinal de áudio. Dentre os parâmetros extráıdos

manualmente do sinal de entrada, tem-se a quantidade de śılabas (QS), a quantidade

de pausas (QP ) e o tempo total de pausas (TTP ).

Pausa é sinal de áudio sem fala, ou seja, o intervalo entre palavras e entre frases. As

pausas são definidas em duas etapas de análise como mencionado em (Alves, 2007), onde

é considerado como pausa não só os sinais sem som e o silêncio, mas também os sinais

que compõem interjeições, hesitações e prolongamentos.Alves (2007) determina através

de análises comparativas dos resultados entre o grupo cĺınico e não cĺınico, que TTP

muito grande indica uma certa dificuldade para leitura e que pode estar relacionada a

dislexia.

Outra questão é a falta ou repetição de śılabas aumentando ou diminuindo seus valo-

res de quantidades de śılabas emitidas durante a leitura do texto de forma significativa.

Como exemplo pode-se citar a caracteŕıstica QS, onde valores altos indica que ocorreram

muitas repetições, que pode estar associada a uma probabilidade maior de dislexia.

Após essas medidas iniciais, são realizados alguns cálculos matemáticos visando o

aprofundamento da análise ainda no segmento de tempo, como as medidas de:
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• TE= Taxa de Elocução

• TTE= Tempo de Elocução ou também definido como Tempo Total do Texto

• TA= Taxa de Articulação

• TTA= Tempo de Articulação

O tempo de elocução (TTE) é o tempo total em segundos gasto pelo leitor para a

realização da leitura em voz alta do texto. Já o tempo de articulação (TTA) é a medida

sobre o sinal de áudio falado sem as pausas, de onde se subtrai a duração total das

pausas do texto (TTP ), como pode ser visto na Equação 3.1:

TTA = TTE − TTP (3.1)

As taxas de elocução (TE) e de articulação (TA) são mostradas nas Equações 3.2 e

3.3, respectivamente. Estão relacionadas a quantidade de śılabas emitidas por segundo,

de acordo com o tempo de elocução e de articulação, respectivamente. Quanto maiores

os valores de TE e TA mais śılabas por segundo são emitidas durante a leitura e melhor

é a qualidade da sua leitura.

TE =
QS

TTE
(3.2)

TA =
QS

TTA
(3.3)

Além das medidas de tempo de leitura, Alves (2007) também propôs medidas de

frequência do sinal de áudio como essenciais para a definição de modelos de ńıveis de

dislexia. As frequências estão relacionadas à entonação e aos formantes de um segmento

e são expressas em Hertz [Hz]. São extráıdas quatro medidas, a partir da frequência

fundamental do sinal de áudio:

• Fi= Frequência fundamental inicial

• Ff= Frequência fundamental final
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• Fmax= Frequência fundamental máxima

• Fmin= Frequência fundamental mı́nima

A partir destas medidas foi calculada a Tessitura do sinal de áudio, Tess, que é a

diferença entre a frequência mais alta produzida até mais baixa, ou seja a variação da

frequência fundamental, Equação 3.4:

Tess = Fmax − Fmin (3.4)

Além desses parâmetros citados para análise, são identificadas manualmente a posição

das pausas e outras análises de comparação com o texto padrão, feito manualmente

para uma melhor indicação da probabilidade de dislexia, como a quantidade de palavras

erradas, palavras fora do contexto, que mostram o quão o paciente está entendendo

o conteúdo lido, a quantidade de palavras repetidas e puladas e erros de entonação,

medindo assim o quanto este varia do texto padrão.

De acordo com Alves (2007), essas medidas indicam o ńıvel da dificuldade de inter-

pretação prosódica na leitura de um texto, onde pacientes com alta probabilidade de

dislexia, apresentam geralmente valores mais elevados (QP , QS, TTE, TTA, TTP ) ou

mais baixos (TA, TE, Tess) do que se é esperado de acordo com o texto lido, observados

a partir do grupo não cĺınico. Por exemplo em seu trabalho o grupo cĺınico (com dis-

lexia) apresentou a QP e TTP com valores elevados, que demostram um maior tempo

para interpretação e sequência textual. O valor mais elevado da QS, deve-se à tendência

de ficar repetindo a śılaba anterior enquanto tenta ler a próxima śılaba, demonstrando

a dificuldade de visualização e interpretação como um todo.

As variáveis de tempo, TTA e TTE, tem a tendência de serem elevadas em pacientes

com a patologia, onde mesmo com a eliminação das pausas tem-se um alto valor do tempo

de articulação dos segmentos de texto, em comparação com o TTE de pacientes sem a

patologia. Em pacientes com probabilidade alta de dislexia é preciso um tempo maior

para a identificação do que está escrito e sua interpretação, levando mais tempo para

processar as unidades textuais.

As taxas TA e TE apresentam valores mais baixos para pacientes com alta probabi-

lidade de dislexia, demostrando essa menor articulação de tempo para a desenvoltura do

texto, como unidade silábica. As medidas de variação da frequência fundamental pos-
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suem valores inferiores, representando a dificuldade dos pacientes disléxicos em alcançar

frequências mais altas, como palavras e frases que exigem certa entonação. Os disléxico

não tem uma variação significativa na curva de frequência, demostrando pouca variação

de entonação, que dificulta a interpretação do texto.

Alves (2007) analisa todos esses dados, padronizando os valores através da verificação

realizada em relação a um grupo controle, sem nenhuma metodologia sistemática de

análise final, verificando qual está acima ou abaixo do valor esperado, buscando carac-

terizar a patologia dislexia sobre um aspecto ainda não descrito na literatura.

3.2 Base de Dados

A base de dados usada pela fonoaudióloga Luciana (Alves et al., 2009), é mesma utilizada

neste trabalho, baseando-se no texto base O Tatu Encabulado, que segue abaixo:

“Vocês conhecem a história do tatu?

Era uma vez um tatu que morava numa toca.

Ele era muito encabulado e ficava escondido na toca.

O sapo e o macaco, que moravam perto, resolveram convidar o tatu, porque queriam

ser amigos.

-Tatu, porque você não vem brincar com a gente? O dia está lindo! Nós vamos brincar

de bolinha de gude. Você quer?

-Ah! Mas os meus dedos são muito pequenos? Disse o tatu.

-Não faz mal! Você também pode jogar com o rabo.

E lá foram os três jogar bolinha de gude.

Assim o tatu saiu da toca e ficaram amigos.”

Este texto é utilizado para caracterizar a leitura do sujeitos pesquisados, onde são grava-

dos a leitura do texto. Destas gravações 10 são de crianças diagnosticadas com dislexia,

grupo cĺınico (GC) e 30 sem dislexia e sem alterações na linguagem, grupo não cĺınico

(GNC), variando entre os graus escolares, 3o ao 6o ano, entre 9 e 14 anos e do sexo

masculino e feminino. Através do processamento e da análise desses sinais de áudios, a

especialista obteve os dados expostos em sua tese de doutorado (Alves, 2007), também

fornecidos juntos com o sinal de áudio para formar a base de dados trabalhada nesta

metodologia e de comparação dos resultados.
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3.3 Alinhamento por Hidden Markov Models

Algumas caracteŕısticas podem ser extráıdas diretamente dos sinais de áudio, sendo

que para outras, como a frequência fundamental (F0), é necessário o alinhamento. Um

dos métodos que pode ser utilizado para alinhamento entre dois sinais de áudios, como

apresentado no Caṕıtulo 2 é o HMM (Hidden Markov Models), a metodologia obteve

bons resultados em algumas aplicações e vem sendo bastante utilizada em processamento

de sinais de áudios, como é relatado em (Chou and Juang, 2003).

O modelo HMM é um método probabiĺıstico de tomada de decisão, que acontece

quando seus estados podem ser enumerados em espaços de estados discretos, represen-

tando uma matriz de transição de estados. Um modelo de estrutura de HMM pode ser

visto na Figura 3.3, onde tem-se dois estados alcançáveis e como sáıda um valor proba-

biĺıstico daquele estado acontecer (p00, p01, p11 e p10), como é explicado em (Chou and

Juang, 2003).

Assim, cada estado representa um parâmetro aleatório no qual pode-se assumir qual-

quer tipo de valor x(t), sendo as setas, os valores de probabilidades de transição entre

estes estados, p(t), ou seja, uma condição que leva de um estado a outro. Tendo como

final o melhor caminho de estados percorridos durante um peŕıodo de tempo.

Fonte: (Dimuro et al., 2002)

Figura 3.3: HMM

Assim, um modelo de Markov possui um conjunto de estados S = {s1, s2, s3...sn} e

um conjunto de observações O = {o1, o2, o3...on} e um conjunto de probabilidades defi-

nidas por uma tripla, θ = {π,A,B}, explica (Fellow, 1989). O parâmetro π representa a

probabilidade inicial dos estados de aconteceram. O parâmetro A, corresponde a matriz

de transição, que é composta por valores probabiĺısticos de se estar em certo estado(i)

e se deslocar para outro estado(j).

O último parâmetro, B, é a matriz de emissão, que representa a probabilidade de se
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observar a sáıda j dado que se está no estado(i). Onde dado uma sequência, busca-se

encontrar aquela que é a melhor, ou seja a que possui maior probabilidade cumulativa.

Esses caminhos podem ser encontrados por dois algoritmos que são Viterbi e Forward

Backward.

O algoritmo de Viterb, (Fellow, 1989), encontra a sequência mais provável de estados

ocultos que resulta na sequência de sáıda observada. Ele retorna as melhores respostas a

partir de um processo cumulativo de probabilidade e vai calculando a melhor rota, com

melhor probabilidade de solução, ou seja, do conjunto de soluções posśıveis qual o mais

provável.O algoritmo Forwar Backward,(Fellow, 1989), analisa e calcula as probabilida-

des anteriores e posteriores de todos os estados ocultos do modelo de Markov, a partir

de um conjunto de observações, retornando o valor de sáıda mais provável sobre cada

momento.

Outro algoritmo citado por Andreão and Meloni (2001) que é utilizado dentro do

HMM para o reconhecimento de padrões em sinais de áudios é o One Step, que é um

método de busca de palavras mais prováveis, onde a partir de tamanhos de palavras pré

estabelecidos de entrada, busca-se a sequência de palavras mais provável.

A partir da base de dados apresentada buscou-se a adaptação ao problema em si,

desenvolvendo algumas heuŕısticas de melhorias que abordassem os problemas sobre

palavras não definidas e posśıveis palavras erradas, que não se encontram no dicionário

de treino. Essa adaptação para a automatização do método de análise da fonoaudióloga

é explicado em detalhes na Seção 4.3.1.



Caṕıtulo 4

Metodologia de Processamento do

Sinal de Áudio

A metodologia foi desenvolvida através de uma ferramenta de programação e análises

matemáticas, com funções pré-definidas de processamento de sinais de áudio, Matlab2.

Assim, visando superar as dificuldades apresentadas em (Alves, 2007), (muito tempo

para a análise de um paciente, a quantidade de ferramentas diferentes e o desgaste da

coleta das caracteŕısticas de forma manual) apresenta-se na Figura 4.1 um fluxograma

da metodologia automática proposta para a resolução do problema. A partir do sinal

de áudio de entrada é realizado um pré-processamento, ou seja a filtragem do sinal de

áudio. Desse sinal de áudio gerado são extráıdas as caracteŕısticas diretas, que são ob-

tidas diretamente do sinal de áudio, e as caracteŕısticas indiretas, onde é realizado o

alinhamento, e depois são extráıdas as caracteŕısticas. Essas caracteŕısticas são agru-

padas e analisadas, através do método de análise da patologia dislexia, apresentada na

Seção anterior 3.1, resultando na hipótese de dislexia.

Figura 4.1: Fluxograma da Metodologia de Processamento do sinal de áudio

2http://www.mathworks.com/products/matlab/
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Nas seções seguintes, são detalhadas as etapas de análises automáticas dos sinais de

áudios, envolvendo o pré-processamento dos sinais de áudios, extração das caracteŕısticas

diretas, e extração de caracteŕısticas indiretas. Na seção 4.1 é apresentado o processo de

filtragem e preparação dos sinais de áudios para extração de caracteŕısticas. Na seção

4.2, são detalhadas quais são as caracteŕısticas diretas e os métodos utilizados para

sua extração. Na seção 4.3, são apresentados os métodos aplicados para extração das

caracteŕısticas indiretas e a melhoria no método de separação silábica.

4.1 Pré-processamento

Considerando os sinais de áudios da base de dados apresentada na Seção 3.2,gravados

sobre o formato ‘.wav’, com entrada de 16 bits de quantização e taxa de amostragem de

22050Hz, são necessárias filtragens de rúıdo devido ao ambiente em que foram gravados,

tendo o valor de SNR (Signal-to-noise ratio) negativo. Aplicou-se o filtro rejeita faixa,

onde são aplicados dois tipos de filtros sobre a base de dados, o passa alta e o passa

baixa, ficando o valor de SNR entre a faixa de 5dB e 15dB.

A Figura 4.2 apresenta um fluxograma do processo de filtragem aplicado sobre os

sinais de áudios, onde os dados de entrada e sáıda são representados pelos ćırculos e

os processos pelos retângulos. O sinal de entrada é transformado para o espaço de

frequências através da FFT (Transformada rápida de Fourier). Após esse calculo é

aplicado o filtro passa baixa, que deixa passar as frequências inferiores a 8000Hz, filtrando

o sinal de áudio e gerando um novo sinal.

Sobre este novo sinal é passado o filtro passa alta. Como o próprio nome diz, deixa

passar os valores de frequência superiores a um limiar 200Hz. Sobre esse novo sinal é

aplicado a IFFT (Transformada inversa rápida de Fourier), obtendo o sinal de áudio

final pré-processado, que é salvo como um conjunto de amostras quantizadas, para que

possa ser usado como entrada nas etapas de extração de caracteŕısticas.

Figura 4.2: Fluxograma do processo de filtragem
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4.2 Extração de Caracteŕısticas Diretas

Uma vez que o sinal de áudio já sofreu um pré-processamento para a eliminação dos

rúıdos, o próximo passo é a extração das caracteŕısticas diretas por meio da segmentação

de pausas e śılabas.

4.2.1 Segmentação de Pausas

Primeiramente estabeleceu-se medir a quantidade de pausas (QP ) e o tempo total gasto

na execução destas pausas (TTP ), sem considerar a pausa de inicio e fim do sinal de

áudio, como a análise acústica citada na Seção 3.1.1.

A Figura 4.3 apresenta um fluxograma do algoritmo, baseando-se no trabalho de

(Barbedo et al., 2007), onde dado o sinal de áudio filtrado realiza-se a segmentação por

janelamento de Hamming fixo de 10ms, extraindo as duas dimensões de caracteŕısticas

que são a Energia do sinal e o Spectral Centroid, medido pela Discret Fourier Transform

(DFT), (Barbedo et al., 2007). O método Spectral Centroid, centroide espectral, realiza

uma média central sobre as frequências de sinal de áudio em cada janela de Hamming,

realizando uma localização dos picos máximos e mı́nimos da frequência. Já a energia

do sinal é calculado através de uma formula integral da energia. As duas caracteŕısticas

são mais detalhadas em (Barbedo et al., 2007).

Figura 4.3: Fluxograma do processo de extração de caracteŕısticas diretas
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A partir desses dados é gerado um histograma das duas caracteŕısticas, extraindo

seus máximos locais e calculando um valor médio total. Esses valores são multiplicados

por valores fixos, sendo, 0,02 para a caracteŕıstica Spectral Centroid e 1,4 para a energia

do sinal, tornando-se os limiares de corte.

A identificação das pausas é baseada na janela de Hamming, onde a partir de um

tamanho fixo de 120ms e salto de 40ms, o sinal de áudio é percorrido, extraindo as duas

caracteŕısticas sobre essa janela. Cada valor encontrada por janela é comparado com os

valores de limiares, encontrados através da média de variação e o valor fixo estabelecido,

onde sinais com fala atingem valores superiores ao de corte, sendo classificados como 1

e pausas os valores inferiores ao de corte, classificados como 0.

O resultado da identificação das pausas permite retornar a quantidade de pausas

(QP ), pela contagem de zeros obtidos, o tempo total das pausas (TTP ), pela soma da

duração de cada pausa identificada e o sinal de áudio sem pausas que será utilizado

posteriormente. Essa função é executada mais de uma vez, para que a média de corte

varie, onde se calcula a variação a partir do histograma sobre todo o sinal, devido a

redução das pausas com valores de amplitude inferiores calculado, alterando o tempo de

pausas e melhorando o sinal áudio para o processamento final.

4.2.2 Segmentação em Unidades Silábicas

Dado um sinal de áudio sem pausas a segmentação em śılabas é representada não ape-

nas pela separação gramatical, mas considerando a emissão dos fonemas. Baseando-se

em trabalhos já existentes, como o de (Silva and Oliveira, 2012), foram feitas algumas

adaptações obtendo-se o valor para o separador silábico, que gera a medida de quanti-

dade de śılabas (QS).

A Figura 4.4 apresenta o fluxograma da metodologia, onde o sinal de entrada, sinal

de áudio sem pausas, é transformado através da função de retificação de sinal de meia

onda, que converte o sinal de áudio em um sinal positivo, como exemplificado em (Silva

and Oliveira, 2012). Este sinal de áudio é segmentado em janelas de 200ms, onde sobre

cada segmento é encontrado o limiar do sinal do áudio (lm), que é estabelecido para

cada áudio, tirando uma média da variação mı́nima das caracteŕısticas extráıdas de

cada janela.
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Figura 4.4: Fluxograma da separação silábica

Assim, o sinal de áudio é percorrido, comparando cada valor de envoltório(Env),

onde, se é encontrado algum valor abaixo deste limiar de corte, é classificado como zero

na amostra e um caso contrário, formando um vetor binário de dados. Destes é realizado

um agrupamento sobre valores iguais a 1, que simbolizam parte de uma śılaba, onde a

cada 0 se considera o fim de uma unidade silábica. Deste agrupamento é retornado um

vetor com a sua posição e a quantidade de amostras, que contém cada śılaba. Se a

quantidade de amostras for muito grande, este é reanalisado, e divido em mais śılabas,

contabilizado a quantidade de śılabas (QS).

func =

0, se lm ≤ Env,

1, se lm > Env.

Os resultados apresentados, como pode ser visto no próximo caṕıtulo, não foram

muito concordantes com o apresentado no trabalho de (Alves, 2007), assim optou por

uma melhoria dessa contagem de śılabas através do alinhamento do sinal de áudio.

4.3 Extração de Caracteŕısticas Indiretas

Após os sinais de áudios serem filtrados e se retirar o silêncio, iniciou-se o processo

de extração de caracteŕısticas indiretas, ou seja, caracteŕısticas que para serem obtidas

precisam da aplicação da metodologia de alinhamento, que correlaciona uma parte do

sinal de áudio a outro padrão, realizada aplicando o HMM.

4.3.1 Alinhamento

No alinhamento, o sinal recebido, é o sinal de áudio de entrada sem as pausas e o sinal

de áudio padrão, que é o sinal de áudio escolhido como base da análise, sem erro e

devidamente rotulado, que são as informações já existente no sistema. Estes sinais de

áudios são usados no final para comparação e rotulação. De acordo com as caracteŕısticas
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faz-se a comparação com o segmento do sinal de áudio de entrada verificando se este

pertence ou não a aquela parte. Assim, o que se busca através desse método, de acordo

com (Fellow, 1989), é encontrar a sequência de palavras ideal que melhor corresponda a

uma cadeia de palavras conectadas desconhecidas.

Assim, primeiramente foram definidos os estados que compõem o HMM, aplicando-

se o processamento de sinais de áudios, onde o conjunto de estados foi definido como

a unidade palavra, ou seja cada segmento da palavra é um estado interno. O texto

padrão possibilita ao HMM o treinamento das probabilidades do sinal de áudio ir de

um estado s(i) para um estado s(i+1). A partir do texto de análise padrão, cada palavra

desse texto se tornou um estado a ser alcançado, representado por S = (s1, s2...., s68),

sendo s1 = Era, s2 = Uma e assim por diante, formando um conjunto de 68 estados.

As palavras que não se encontram entre estas são definidas como palavras que foram

lidas de forma incorreta, devido a limitação da base de dados utilizada, pois ela não

possui todas as palavras ou fonemas em português. Por outro lado, a adição de mais

informações e palavras gera uma sobrecarga de informação.

A Figura 4.5 representa uma ilustração das passagens dos 4 (quatro) primeiros

estágios. Nela, as probabilidades são definidas como probabilidades iniciais, representa-

das pelo conjunto π = {pi1, pi2, .., pin}, através das setas do estado inicial ao próximo

estado. O HMM também determina uma matriz de probabilidades de ir de um estado

(palavra) para outro estado (outra palavra) no sinal de áudio padrão. As probabilida-

des de transição, setas de um estado ao outro, representadas por A = {pt1, pt2, ...ptn},
vão sendo acumuladas, assim, quando o sinal de áudio é carregado no sistema para ser

analisado, o alinhamento prevê as escolhas de palavras com maiores probabilidades.
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Figura 4.5: Ilustração do HMM e da probabilidade total de quatro palavras

Na Figura 4.6, é mostrado um esquema do código de alinhamento a cada etapa de

execução. Os sinais de áudios são divididos em dois conjuntos, sinais de áudios de

treinamento e os sinais de áudios de teste. Esses sinais de áudios passam pelo processo

de filtragem e remoção de silêncio explicado na Seção 4.2.1, retornando apenas o sinal

da linguagem, que é enviado a próxima etapa, a extração de caracteŕısticas.

Figura 4.6: Esquema utilizado no alinhamento

A caracteŕıstica a ser extráıda é a Mel Frequency Cepstral Coefficients (MFCCs),
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que é uma representação de curto prazo do espectro de potência de um sinal de áudio.

Essa extração das caracteŕısticas ocorrem sobre o janelamento de hamming de 10ms,

formando um vetor de caracteŕısticas, ou seja, cada vetor de caracteŕısticas representa

uma observação. Onde cada janelamento representa um peŕıodo de tempo, como pode

ser visualizado na Figura 4.7.

Figura 4.7: Observações

Assim, cada estado é representado por um conjunto de observações que variam de-

pendendo do tamanho da palavra, que é a quantidade de janelas de 10ms (observações)

necessária para conter a palavra falada, como pode ser visualizado na fórmula Tam =

(DurP/10ms). Foram executadas 15 interações, com 3 estados ocultos e um vetor de

39 caracteŕısticas finais.

A fase de treinamento foi dividida em duas etapas. A primeira etapa calcula a matriz

de probabilidades das observações e a segunda etapa as probabilidades de transição entre

as palavras. Na primeira etapa do treinamento, as entradas são as caracteŕısticas das

palavras cortadas manualmente. Deste se calcula a média e log gaussianas sobre as

caracteŕısticas, utilizadas para inicializar a matriz de probabilidades de observações, ou

seja, a chance daquelas observações acontecerem naquele instante, B = {po1, po2...pon}.

Na segunda etapa do treinamento, se realiza alterações na matriz de probabilidade de

observação e se estabelece a matriz de transição, través do algoritmo Forward Backward,

onde, com tamanhos já fixos das palavras para cada sinal de áudio, busca-se a palavra

mais provável de acontecer naquele instante, formando as matrizes de probabilidades

baseadas nos sinais de áudios treinados. Também são definidos os tamanhos das palavras,

sendo treinado e ajustado o tamanho máximo e mı́nimo que cada palavra poderia conter.

Após o treinamento, como mostrado na sequência da Figura 4.6, são aplicados os

testes nos sinais de áudios. A partir das matrizes de probabilidades das observações
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e transições calcula-se as sáıdas com maior probabilidade de ser a resposta daquele

segmento. Nestes são aplicados o modelo de Viterb, que vai analisar a resposta mais

provável, como um todo, retornando o melhor caminho encontrado para cada segmento

de 10ms, e por final, para o conjunto de palavras que estes representam, baseando-se

nos tamanhos obtidos no treinamento.

Para a primeira validação é aplicada o método de ”LeaveMOut”, testando-se um

com todos, ou seja, um áudio foi usado para teste e todos os outros áudios para treino,

sendo intercalo os áudios de teste, sendo todo testados. Os resultados obtidos pelo

alinhamento utilizando o HMM tradicional não foram considerados satisfatórios para

os sinais de áudios de teste, uma vez que suas taxas de acerto (por palavra) ficaram

inferiores a 53%. Um das causas desse resultado são os tamanhos das palavras, que

como nos casos de dislexia, podem variar muito. Além disso os sinais de áudios podem

ter palavras diferentes da base de treinamento, que são classificadas incorretamente.

Desse modo, busca-se melhorar os resultados por meio de modificações no processo

de alinhamento, buscando a correção de posśıveis palavras erradas e a confirmação

das encontradas corretamente. A proposta de melhoria foi abordada por meio de

duas heuŕısticas, a heuŕıstica de análise do valor nominal das probabilidades avaliando

posśıveis variações de acordo com a palavra esperada e palavras fora do contexto, e a

heuŕıstica de erro, que propõe uma nova análise na parte do texto que está muito fora

do padrão e reajusta seus valores.

(a) Heuŕıstica de análise de probabilidades

A proposta de melhoria da heuŕıstica do valor nominal das probabilidades é baseada

em dois intervalos distintos definidos como CE, corte de erro, e CD, corte da diferença,

podendo ser visto o código no Algoritmo 1. CE representa o valor máximo e mı́nimo que

a palavra atinge de probabilidade de ser o resultado naquele segmento, ou seja, se as pro-

babilidades forem muito diferentes da média padrão para a palavra que foi classificada,

passando a ser considerada um erro. O intervalo CD representa o valor médio entre a

diferença de duas palavras consecutivas. Não ultrapassando este limiar, a heuŕıstica con-

tinua analisando, até as quatro palavras mais próximas que podem representar aquele

segmento, que é a palavra esperada, sendo assim substitúıda e contornando problemas
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de palavras muito parecidas como as palavras ’um’ e ’uma’.

Algorithm 4.1: Heuŕıstica de análise de probabilidades

Entrada: esperada, CE1, CE2, CD, Probabilidade

Sáıda: Texto alinhado

ińıcio1

[valor1, palavra]← maior(Probabilidade);2

ContEsperada← 1;3

int V R[j]4

para cada j ∈ V RF faça5

se CE1 < valor1 < CE2 então6

se palavra = Esperada(ContEsperada) então7

V RF (j) = palavra;8

senão9

para ide1a4 faça10

Probabilidade[palavra]← 0;11

[valor2, palavra2]← maior(Probabilidade);12

se (|valor1− valor2|) < CD1 então13

se palavra2 = Esperada(ContEsperada) então14

V RF (j) = palavra2;15

senão16

V RF (j) = palavra;17

senão18

V RF (j) = erro;19

fim20

retorna V RF21

(b) Heuŕıstica de análise de erro

A última análise é sobre a heuŕıstica de erro, visto no Algoritmo 2, onde ao se encon-

trar cinco sequências de palavras que não correspondem a palavra esperada e não sendo

considerada uma palavra repetida ou pulada, passa por uma nova análise. A primeira

palavra do seguimento é considerada uma palavra errada, e esta passa a uma reanálise

dentro deste seguimento, reajustando o valor da palavra esperada. Seus limiares de corte

são reduzidos pelo valor de seu desvio, calculado no treino, realizando a reclassificação
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e ajustando os valores finais obtidos.

Algorithm 4.2: Heuŕıstica de análise de erro

Entrada: V R,Esperada, Tamanho

Sáıda: Texto alinhado

ińıcio1

Contador ← 0;2

ContEsperada← 1;3

j ← 1;4

enquanto j < que o tamanho de V R faça5

se V R[j] = erro então6

Contador ← contador + 1;7

senão8

se V R[j] 6= Esperado[ContEsperada] e V R[j] 6=9

Esperado[ContEsperada− 1] e V R[j] 6= Esperado[ContEsperada+ 1]

então

Contador ← contador + 1;10

senão11

ContEsperada← ContEsperada+ 1;12

Contador ← 0;13

V RF [j]← V R[j];14

j ← j + 1;15

se Contador = 5 então16

V RF [j − 5]← erro;17

ContEsperada← ContEsperada− 5);18

Tamanho[j − 5]← 1;19

j ← j − 4;20

senão21

j ← j + 1;22

fim23

retorna V RF24
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4.3.2 Melhoria da Segmentação em Unidades Silábicas

Como explicado na Seção 4.2.2, os valores obtidos na extração das caracteŕısticas diretas

tem um alto valor de diferença média, comparados com os valores padrão obtidos em

Alves (2007). Assim buscou-se uma melhoria através do alinhamento do sinal de áudio.

Após o alinhamento, é contabilizado para cada palavra encontrada no texto obtido a

quantidade de śılabas, através do texto alinhado, se obtém uma sequencia de palavras

geradas, e destas é calculado a sua quantidade de śılabas sendo somado no final e tendo

fixado para a palavra erro, a quantidade de uma śılaba.

Destes resultados, observou-se certa distância do valor de teste de comparação. Assim

como melhoria do resultado de QS, é aplicado a média entre o resultado anterior (QS1)

e a quantidade de śılabas obtidas do alinhamento (QS2). A Figura 4.8 apresenta o

fluxograma da metodologia. Nele tem-se como entrada o sinal de áudio sem pausas,

onde é obtido (QS1) através do método de extração das caracteŕısticas diretas e de

(QS2) através do alinhamento. Destes valores é realizado a média, obtendo o valor final

de QS, sendo necessário para se conseguir um resultado melhor e mais concordante com

os dados apresentados no áudio padrão.

Figura 4.8: Fluxograma da separação silábica

Desses dados se obtém outras análises acústicas citadas na Seção 3.1.1, que são

as medidas de TA e TE. Os valores destas variáveis são utilizados na definição da

probabilidade de dislexia. Essas taxas sugerem o domı́nio sobre a linguagem e a dicção

geral- como explica (Alves, 2007), assim valores muito pequenos sugerem uma maior

probabilidade de dislexia. Desse modo, a classificação dos resultados se dá como baixa

e alta probabilidade da criança ter dislexia, sendo representado por uma função escalar

e medidas de aproximação de limiares a serem estabelecidos dos dados gerados pela

fonoaudióloga, como explicado.
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4.3.3 Extração de frequências do sinal de áudio

Além das medidas extráıdas da amplitude do sinal de áudio, suas frequências também

são importantes para a construção do vetor de caracteŕısticas, como é visualizado na

Figura do Fluxograma 4.9. Mas, ao invés do sinal de áudio total, são considerados os

segmentos de sinal de áudio em frases, obtidas de forma automática, através da busca

pelas palavras que compõem as frases.

Na segmentação em frases, é analisado o tamanho médio das frases padrão, e as pala-

vras inicias e finais, dividindo o texto obtido do alinhamento, em um conjunto de frases

mais prováveis. Sobre cada uma dessas frases, é medida sua frequência fundamental

F0, calculado através do método Cesptrum, que determina o logaritmo da magnitude do

sinal. O sinal de áudio é analisado sobre janelamentos de 200ms, onde de cada amostra

de sinal de áudio, se extrai a energia do sinal. Deste se calcula o pico máximo e sua loca-

lização, convertendo no final para Hertz e formando o vetor correspondente a frequência

fundamental do sinal de áudio.

Figura 4.9: Fluxograma da extração sobre as frequências

Em cada segmento de F0 são desconsideradas as três primeiras frequências, no ińıcio

e no final da frase, para remoção de efeitos micro melódicos, que são flutuações invo-

luntárias da F0, como explica Alves (2007). Dessa curva de frequência são buscados mais

quatro valores, que no final servem para demonstrar a variação de entonação do sinal de

áudio. São eles: frequência fundamental inicial (Fi), frequência fundamental final (Ff ),

frequência fundamental máxima (Fmax) e frequência fundamental mı́nima (Fmin), repre-

sentadas na Equação 4.1. A última medida é a de tessitura (Tess), como mencionado

na Seção3.1.1, que, segundo Alves (2007), é um dos parâmetros mais importantes para

a determinação da probabilidade de dislexia.
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Fi = F0[1]

Ff = F0[n]

Fmax = max(F0[n])

Fmin = min(F0[n])

Tes = Fmax − Fmin (4.1)



Caṕıtulo 5

Resultados

Neste Caṕıtulo, são apresentados os resultados obtidos da metodologia aplicada. Na

Seção 5.1, são realizados os testes com quatro sinais de áudios, para o ajuste dos

parâmetros para separação de pausa e śılabas. Na Seção 5.2, são apresentados os resul-

tados experimentais sobre toda a base, para a separação de pausas e śılabas. Na Seção

5.3, são mostrados os dados sobre o alinhamento de dois sinais de áudios através do

HMM, a análise da quantidade de śılabas e a análise acústica do sinal de áudio através

do método de indicação de dislexia. Na Seção 5.4, são apresentados as métricas utili-

zadas para classificação dos dados, os resultados do classificador sobre a indicação das

probabilidades de dislexia, e a análise estat́ıstica sobre os dados gerados.

5.1 Ajuste de parâmetros

Esta Seção apresenta o ajuste de parâmetros usando quatro sinais de áudios da base

visando a separação de pausas e śılabas. Para atingir tal objetivo, foi realizada a extração

de silêncio nos sinais de áudios e a posterior análise das seguintes métricas: tempo total

de pausas (TTP ), e quantidade de pausas (QP ), contagem de śılabas (QS), tempo

total de articulação (TTA), tempo total de elocução (TTE), taxa de articulação (TA)

e taxa de elocução (TE). Como o algoritmo de ajuste de pausas e śılabas depende

de alguns parâmetros, realizou-se um treinamento usando 4 sinais de áudios da base,

para diminuir as faixas de valores de variações. Assim, procura-se os valores destes

parâmetros que maximizam a concordância entre os resultados obtidos automaticamente

e os provenientes da anotação manual.

33
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5.1.1 Ajuste de Parâmetros para a separação de pausas

Na separação de pausas tem-se como retorno trechos do sinal de áudio que representam

a ausência de som. O separador de pausas necessita quatro parâmetros que são o tama-

nho do janelamento (p1), o tamanho do salto entre os janelamentos (p2) e dois limiares

de corte ( l1 e l2 ). Foram utilizados quatro sinais de áudios da base de dados selecio-

nados aleatoriamente, sendo dois do grupo GC e dois do GNC. Primeiramente busca-se

definir os valores de (p1) e (p2) que retornavam maior coincidência entre o algoritmo

proposto e os valores obtidos pela fonoaudióloga, considerando as métricas de duração

e a quantidade de pausas.

Para o ajuste dos parâmetros calculou-se a média da diferença absoluta entre os valo-

res extráıdos pelo algoritmo e os dados padrões, considerando a variação dos parâmetros

de p1 e p2, de modo que os valores de diferença média mais próximos de zero represen-

tam resultados mais similares. Os parâmetros foram variados de 0,01 à 0,018 para p1,

que representa o tamanho da janela em segundos e de 0,02 à 0,1 para p2, que representa

o salto entre estas janelas.

A Tabela 5.1 apresenta a média da diferença absoluta entre os valores de QP entre

os dois sinais de áudios do GC e a média entre os dois sinais de áudios do GNC. Os

resultados apresentados na Tabela 5.1 mostram médias entre números inteiros obtidas

para QP , sendo os melhores resultados com diferença inferior a 2,0, mostrando bons

resultados. Para o valor de p2 igual a 0,04 se obteve a menor diferença para GC mas

para o valor de 0,03 os resultados foram mais distantes, assim como os valores de 0,02 e

os valores entre 0,09 e 0,1, que possuem média de diferença maior que 20. Para p1 igual

a 0,1 e 0,14 a menor diferença é apenas para o GC, assim percebe-se que p1 entre 0,11

e 0,13 e p2 entre 0,04 e 0,06, possuem as menores diferenças absolutas para QP e não

possuem os piores resultados para os dois grupos, GC e GNC.

A Tabela 5.2 apresenta a média da diferença absoluta entre os valores de TTP obtido

da primeira filtragem entre os dois sinais de áudios do GC e a média entre os dois sinais

de áudios do GNC. Os resultados apresentados na Tabela 5.2 mostram que se obteve

os menores valores para o GNC, quando p1 está entre 0,1 e 0,15 e p2 entre 0,02 e 0,09,

possuem as menores diferenças absolutas para TTP . Os valores de p2 igual a 0,03 e 0,09

e p1 igual a 0,15 possuem mais de um valor elevado de diferença absoluta. Assim, os

menores valores de diferenças absolutas para TTP variam para p1 entre 0,1 e 0,14 e p2

entre 0,03 e 0,08.
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Como definido na Seção 4.2.1, foi passada a segunda filtragem do separador de pau-

sas, que altera os valores de TTP . Também foi feito a terceira passada, mas teve-se

uma grande perda de dados, onde os sinais de voz falados em tons mais baixos eram

descartados como pausa, o que fugia da metodologia estabelecida, por perder-se palavras

e partes do áudio para as próximas avaliações.

A Tabela 5.3 apresenta a média da diferença absoluta entre os valores de TTP ex-

tráıdos pela segunda filtragem do algoritmo. Os resultados apresentados na Tabela 5.3

mostram uma melhora em comparação com os áudios do grupo não cĺınico da Tabela

5.2. Para p1 igual a 0,1 tem-se as menores diferenças para o GNC mas também as mai-

ores para o GC. Onde p1 entre 0,11 e 0,16 e p2 entre 0,04 e 0,01, possuem as menores

diferenças absolutas para TTP .

Analisando todos os resultados buscou-se a faixa de valores que abrange ao mesmo

tempo QP e TTP , para assim ter menores valores de média de diferença absoluta pra

todos. Definiu-se assim p1 entre 0,11 e 0,13 e p2 entre 0,04 e 0,06, para aplicar em toda

a base de dados nos próximos experimentos.



38 Resultados
T

a
b

e
la

5
.3

:
T

ab
el

a
d
a

d
if

er
en

ça
m

éd
ia

d
os

áu
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Analisando todos os resultados buscou-se a faixa de valores que abrange ao mesmo

tempo QP e TTP , para assim ter menores valores de média de diferença absoluta pra

todos. Definiu-se assim p1 entre 0,11 e 0,13 e p2 entre 0,04 e 0,06, para aplicar nos

próximos experimentos, que é a definição dos valores de (l1) e (l2). Os parâmetros

foram variados de 0,014 à 0,022 para l1, e de 1,2 à 2,0 para l2.

A Tabela 5.4 apresenta a média da diferença absoluta entre os dois sinais de áudios

do GC e a média entre os dois sinais de áudios do GNC. Os resultados apresentados

na Tabela 5.4 mostram médias entre números inteiros,para todas as variações de corte

de limiares, sendo os melhores resultados para o GNC. Para o valor de p2 igual a 0,04

percebeu-se os menores valores de diferença média para os dois grupos. Para p1 igual a

0,13 percebe-se o melhor valor para GNC e um dos valores de maior diferença para o GC.

Assim percebe-se que p1 igual a 0,12 e p2 igual a 0,04, possuem as menores diferenças

absolutas para QP e TTP e não possuem os piores resultados para os dois grupos, GC

e GNC.

Tabela 5.4: Tabela da diferença média dos sinais áudios para definição de p1 e
p2

Limiares GNC GC Total

p1 p2 QP TTP QP TTP QP TTP

0,11

0,04 1,7 2,3 41,2 27,6 21,5 14,9

0,05 4,0 2,6 28,0 24,9 16,0 13,8

0,06 7,8 4,0 34,2 24,4 21,0 14,2

0,12

0,04 2,6 2,8 24,8 24,8 13,7 13,8

0,05 4,4 2,9 37,7 25,8 21,0 14,4

0,06 4,4 3,5 30,3 25,1 17,3 14,3

0,13

0,04 1,1 2,9 42,2 28,6 21,7 15,7

0,05 2,3 3,1 42,2 26,8 22,2 14,9

0,06 6,9 4,3 35,1 26,0 21,0 15,1

Para o ajuste dos parâmetros finais, calculou-se a média da diferença absoluta entre

os valores extráıdos pelo algoritmo e os dados padrões, considerando a variação dos

parâmetros de l1 e l2, de modo que os valores de diferença média mais próximos de zero

representam resultados mais similares.

Os resultados apresentados na Tabela 5.5 mostram médias da diferença entre números

inteiros sendo os melhores resultados para o GNC. Para o valor de l1 igual a 0,02

percebeu-se os menores valores de diferença média para os dois grupos, sendo as maiores
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variações percebidas no GC. Para l2 igual a 0,14 percebe-se o melhor valor para GC,

com diferença de 12,5 para QP . Analisando todos os resultados buscou-se a faixa de

valores que abrange ao mesmo tempo QP e TTP , para assim ter menores valores de

média de diferença absoluta pra todos. Definiu-se assim l1 entre 0,016 e 0,02 e l2 entre

1,4 e 1,8, para aplicar nos próximos experimentos, sobre toda a base de dados.

Tabela 5.5: Tabela da diferença média dos sinais áudios considerando os limi-
ares

Média da Diferença Absoluta

Limiares GNC GC

l1 l2 QP TTP QP TTP

0,014

1,4 2,5 3,4 28,5 26,5

1,6 3,0 3,0 34,5 27,4

1,8 3,0 3,1 37,5 26,9

2,0 3,0 3,5 38,0 28,0

2,2 3,0 3,7 42,0 28,8

0,016

1,4 2,0 2,4 20,0 24,8

1,6 2,0 2,6 23,0 25,7

1,8 2,0 3,0 28,5 26,5

2,0 2,5 3,7 33,0 27,2

2,2 3,0 3,1 35,5 28,8

0,018

1,4 3,0 2,8 18,0 23,3

1,6 2,0 2,4 18,5 24,4

1,8 2,0 2,5 21,5 24,8

2,0 2,0 2,5 24,0 25,6

2,2 2,0 3,1 29,0 26,7

0,02

1,4 3,0 2,5 12,5 22,1

1,6 3,0 2,7 18,5 23,5

1,8 3,0 2,9 18,0 23,7

2,0 2,0 2,4 19,5 20,0

2,2 2,0 2,5 21,0 25,0

5.1.2 Ajuste de Parâmetros para a quantidade de śılabas

Nesta Seção é apresentado um procedimento análogo ao da Seção anterior, mas consi-

derando a métrica de retirada de śılabas. Na separação silábica é considerado um único

parâmetro o janelamento, denominado (s1), variando entre 14 à 30ms. Para o ajuste
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dos parâmetros se mediu a média da diferença absoluta entre os valores extráıdos pelo

algoritmo e o valor padrão, considerando a variação do parâmetro de s1, de modo que

os valores mais próximos de zero representam resultados mais similares.

A Tabela 5.6 mostra que para os resultados do GC, quanto menor o valor de s1,

menor o valor de diferença média. Nos resultados do GNC, percebe-se que quanto maior

o valor de s1, menor o valor de diferença média. Assim considerando o GC e o GNC,

a Tabela 5.6 mostra que entre 0,02 e 0,024, possuem as menores diferenças absolutas

totais para QS.

Tabela 5.6: Análise da diferença sobre o parâmetro QS

Parâmetro Média

s1 GC GNC

0,014 24,5 37,5

0,015 23,5 31

0,016 24 26,5

0,017 25 24

0,018 25 24

0,019 28,5 22

0,02 29,5 20,5

0,021 30,5 17,5

0,022 31 15,5

0,023 34,5 14,5

0,024 33,5 15

0,025 35,5 15

0,026 39 12

0,027 39 11,5

0,028 42 11,5

0,029 45 11,5

0,03 46 12

Pode-se observar que os áudios das crianças do GNC possuem uma menor diferença

entre o valor manual e o automático, pois possuem menos erros durante a leitura e

facilitam a detecção e a segmentação das śılabas. No caso do GC a diferença entre

os valores obtidos pelo método manual e as medidas absolutas de número de pausas

e śılabas são bem superiores aos do GNC. Logo, pode-se observar que a metodologia

proposta para a medida de QS é insatisfatória no caso do GC devido principalmente

a repetição excessiva de śılabas durante a leitura. A solução adotada foi o método
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comparativo de śılabas por frequência cujos resultados são apresentados na Seção 5.3.3.

5.2 Caracteŕısticas diretas

Uma vez que foi definida uma faixa de valores para p1, p2 e s1, foram calculadas as

medidas de QP , TTP , QS, TTE, TTA, TA, e TE para o restante dos sinais de áudios

da base de dados, comparando com os valores obtidos pela fonoaudióloga. Os respectivos

resultados manuais, disponibilizados por Alves (2007), podem ser visualizados na Tabela

A.1.

Foram utilizados os 40 sinais de áudios da base de dados, sendo trinta do grupo GNC

e dez do GC. A Tabela 5.7 apresenta a média da diferença absoluta entre os valores de

TTP com uma e duas filtragens e de QP . Os resultados apresentados na Tabela 5.3

mostram que o GC obteve-se o menor valor para TTP com l2 = 1, 4 e l2 = 0, 02, com

24,6 e para TTP2 para o GNC de 2,4. Na faixa de l1 = 0, 02 e l2 = 1, 4 observou-se que

um dos menores valores de diferença absoluta, definindo assim como limiares de corte.

Tabela 5.7: Diferença média sobre os 40 áudios da base

Limiares GC GNC Total

L2 L1 QP TTP TTP 2 QP TTP TTP 2 QP TTP TTP 2

1,4

0,016 28,5 28,7 22,7 2,8 2,9 2,7 9,2 9,3 7,7

0,018 27,0 26,2 21,3 2,7 2,7 2,5 8,8 8,6 7,2

0,02 25,4 24,3 18,7 2,6 2,6 2,4 8,3 8,0 6,5

1,6

0,016 27,4 29,9 23,2 2,6 2,9 2,8 8,8 9,7 7,9

0,018 28,1 27,9 20,1 2,7 2,8 2,6 9,1 9,1 7,0

0,02 26,5 25,9 18,3 2,7 2,6 2,5 8,7 8,5 6,4

1,8

0,016 27,6 31,2 22,0 2,8 3,0 2,8 9,0 10,1 7,6

0,018 27,9 29,0 23,2 2,7 2,9 2,7 9,0 9,4 7,8

0,02 27,1 27,0 24,5 2,6 2,7 2,5 8,8 8,8 8,0

Os valores de QP desses parâmetros podem ser observados na Tabela B.1, onde

comparando-se com o método manual, percebe-se que os resultados obtidos automati-

camente, são valores não tão distantes do padrão.
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A Tabela B.1, mostra os dados sobre toda a base de dados com uma filtragem e com

as duas filtragens de pausas. Como apresentado na Seção anterior, a partir da segunda

filtragem, percebe-se uma melhora nos resultados de diferença absoluta média.

Após obter o sinal de linguagem das duas filtragens, p1 = 0, 12 e p2 = 0, 04, foram

realizados os testes sobre a separação silábica, de toda a base de dados. A Tabela 5.8

apresenta os valores de diferença absoluta média sobre o parâmetro QS, na faixa de

valores de s1 entre 20ms e 24ms, menores valores da diferença absoluta média, encontra-

dos anteriormente. A Tabela 5.8, mostra que o GC obteve menor valor para s1 = 20ms

e para o GNC o menor valor foi para s1 = 22ms. Assim definiu-se s1 = 20ms, por

apresentar menor valor de diferença absoluta entre os dois grupos .

Tabela 5.8: Diferença média de toda a base

Śılabas

s1 GC GNC

0,02 35,57 14,80

0,022 37,40 14,10

0,024 40,03 14,80

0,026 42,70 16,10

0,028 45,43 17,20

0,03 48,80 18,70

Considerando a faixa de valores escolhidos para p1, p2 e s1, a Tabela C.1 apresenta

todos os resultados obtidos inicialmente para QP , QS, TTP , TTE, TTA, TA e TE,

sobre toda a base de dados. Os resultados de pausa mostraram-se próximos aos valores

de pausa obtidos no trabalho de (Alves, 2007). Entretanto, nota-se que os resultados de

QS, ainda possuem valores médios de diferença absoluta maiores, o que influencia sobre

TA e TE.

A Figura 5.1, mostra o gráfico significância das medias e intervalos de confiança entre

os dados, sobre TTE, TTA, TA e TE, onde quanto mais linear melhor a concordância

final.As medidas dependentes do tempo são TTE, TTA; já as medidas de taxas, TA e

TE são dependentes além do tempo do valor obtido na quantidade de śılabas. Buscando

assim testar a concordância dos valores obtidos para TTP e QS, comparando com o

padrão ouro.
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Assim a Figura 5.1, mostra que para cada parâmetro tem se uma faixa de variação

de valores para os 40 áudios, onde a primeira linha em cada são correspondentes ao

valor padrão e a segunda ao valores obtidos. Percebe-se que os valores de TA e TE,

possuem uma baixa concordância dos dados, por ser menos linear, ao contrário de TTA,

que é mais linear, e depende do valor de TTP . “O gráfico mostra que TA, TE não

parecem apresentar médias similares, considerando o coeficiente de confiança de 95%.”3,

suas faixas de valores como em TE, não se encontram mostrando a discordância destes

dados.

Figura 5.1: Gráfico de Linearidade de TTE, TTA, TA e TE

Como melhoria aplicou-se o processo de alinhamento, onde pode-se visualizar melhor

os segmentos do sinal de áudio e assim extrair novos valores de caracteŕısticas. A partir

da base de dados e parâmetros estabelecidos de silêncio e śılaba iniciou-se os próximos

testes, sobre a etapa de alinhamento.

5.3 Caracteŕısticas Indiretas

Nesta Seção, são abordados os resultados da aplicação do método de alinhamento, uti-

lizando o HMM e heuŕısticas de melhoria apresentadas na Seção 4.3.1. Através desse

método, busca-se obter a estrutura do texto falado e do texto padrão, extraindo a quan-

tidade de palavras erradas, o inicio e fim das frases para extração de frequências e a

3Análise estat́ıstica realizada pelo professor de estat́ıstica da UFOP, Ivair Ramos Silva
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melhoria do parâmetro quantidade de śılabas.

O método de alinhamento proposto na Seção 4.3.1 foi primeiramente aplicado a

uma frase (Era uma vez um tatu que morava numa toca.), por ter palavras parecidas

como “uma/um”e “tatu/toca”e ser uma frase com palavras mais simples, onde o GNC

consegue pronunciar sem erros ortográficos. Após essa primeira análise dos resultados,

foram definidos os valores para os parâmetros e aplicou-se sobre todo o texto, levando

em consideração algumas mudanças, como um vocabulário maior.

5.3.1 Alinhamento: Testes sobre Uma frase

Primeiramente dividiu-se a base de sinais de áudios em duas partes, os 20 primeiros

sinais de áudios do GNC para a primeira etapa de testes e os outros 20 para a segunda.

Na primeira etapa é aplicado o método de validação cruzada, “LeaveMOut”, testando-se

um com todos, 19 para treino e 1 para teste. A acurácia é medida por quantidade de

palavras que são identificadas corretamente.

As métricas dos testes foram baseados primeiramente na quantidades de ciclos dos

estados ocultos para cada palavra, variando entre quatro (2, 3, 4 e 6 ciclos interno, esta-

dos ocultos). A segunda avaliação baseou-se no tamanho das palavras, sendo definidos 3

métodos. O primeiro utiliza o tamanho médio das palavras obtidas do treinamento, no

segundo método, usa-se o tamanho máximo e mı́nimo obtida também do treinamento e

no terceiro método, usa-se o tamanho médio, aumentado e diminúıdo de dois.

As heuŕısticas são uma reavaliação dos dados gerados, tentando melhorar os resulta-

dos, devido a inclusão do erro que é uma palavra não dita no vocabulário de treino. Os

parâmetros variáveis nas heuŕısticas são o tamanho do corte do erro e a distância entre

a probabilidade de ser a primeira ou a segunda palavra de maior probabilidade.

Na primeira heuŕıstica, proposta na Seção 4.3.1, o valor de corte é fixo. Se a pro-

babilidade da palavra escolhida for superior a do limiar de corte está é alinhada como

palavra “erro”. Os limiares médios de diferenças são o valor mı́nimo de distância entre

as palavras, todas extráıdas do treinamento. Na segunda heuŕıstica, proposta na Seção

4.3.1, tem-se um limiar de corte de erro, sobre um valor máximo e mı́nimo para cada

palavra e o de distância variando entre as médias obtidas sobre cada probabilidade da

palavra. E, finalmente na terceira heuŕıstica, proposta na Seção 4.3.1, valores de corte

são aumentados em três vezes para o máximo e diminui em três vezes para o mı́nimo.

No limiar de distância é atribúıdo uma soma da média com o desvio padrão, sobre a
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probabilidade de cada palavra acontecer naquele instante.

A Tabela 5.9 mostra os testes para os três métodos e a variação de estados ocultos por

palavras, onde tem-se a acurácia média, máxima e mı́nima para os 20 sinais de áudios

do GNC. Primeiramente, aplicou-se o método HMM, tendo como maior resultado a

acurácia média de 92% para os 20 sinais de áudios, como pode ser visto na Tabela 5.9,

o problema desses dados é a distância entre acurácia mı́nima 56% e a máxima 100%.

Tais resultados motivaram a criação das heuŕısticas, assim aplicaram-se as heuŕısticas,

melhorando para 99%, com o mı́nimo em 89% e o máximo em 100%.

Tabela 5.9: Acurácia Alinhamento LeaveMOut para uma frase

Acurácia (%)

Testes Média Máxima Mı́nima

HMM sem heuŕıstica

Metodo 1

2 52 67 33

3 53 67 33

4 49 67 33

6 49 67 22

Metodo 2

2 31 56 22

3 36 56 22

4 38 56 22

6 37 56 22

Metodo 3

2 88 100 56

3 92 100 56

4 92 100 56

6 90 100 56

HMM com heuŕıstica

Metodo 1

2 95 100 67

3 96 100 67

4 96 100 67

6 96 100 78

Metodo 2

2 96 100 67

3 95 100 67

4 97 100 78

6 96 100 78

Metodo 3

2 98 100 78

3 99 100 78

4 99 100 89

6 98 100 89

Após essa primeira análise para seleção dos melhores métodos e variáveis, se aplicou

os métodos no restante dos sinais de áudios, analisando apenas uma das frases do texto,
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sendo 20 sinais de áudios do GNC para treinamento, frases faladas sem erros, e os outros

20 sinais de áudios para testes, 10 do GC e 10 do GNC. A Tabela 5.10 apresenta o

teste estat́ıstico para avaliar qual o melhor método, mostrando os valores de acurácia do

alinhamento médio sobre todos os sinais de áudios. A acurácia foi medida na quantidade

de palavras definidas corretamente sobre cada áudio, ou seja, quantas palavras o sistema

encontra e alinha corretamente em seu momento de ser falada.

Na Tabela 5.10 percebe-se que ao se aplicar as heuŕısticas o resultado anterior tem

uma grande melhora, com média de 54% no total. Como resultado maior, tem-se a

heuŕıstica 2 e o método 2, com três estados ocultos, com valor médio de 90%, sendo o

valor máximo, 100% e o mı́nimo, 33%. Essa distância é devido a sinais áudios do GC,

onde tem-se um sinais de áudio com 33% de acurácia. A mudança do melhor resultado

do método 3 para o método 2, é devido a variação do tamanho das palavras, maior no

3. Como nesse teste são analisadas sinais de áudios do GC, esse tamanho possui uma

distorção maior, em que apenas o tamanho médio não consegue alcançar os melhores

resultados.
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Tabela 5.10: Acurácia final para uma frase sobre as heuŕısticas

Acurácia Total (%)

Testes Média Máx Mı́n

Heuŕıstica

1

Método

1

2 60 88 14

3 60 88 7

4 72 89 44

6 57 88 7

Método

2

2 78 100 8

3 79 100 8

4 79 100 8

6 79 100 8

Método

3

2 60 88 14

3 60 88 7

4 60 88 7

6 57 88 7

Heuŕıstica

2

Método

1

2 52 88 14

3 54 88 7

4 54 88 7

6 44 71 7

Método

2

2 86 100 25

3 90 100 33

4 87 100 33

6 81 100 22

Método

3

2 57 88 7

3 52 88 14

4 44 71 7

6 44 71 7

Heuŕıstica

3

Método

1

2 62 88 14

3 62 88 7

4 62 88 7

6 62 88 7

Método

2

2 78 100 8

3 79 100 8

4 78 100 8

6 78 100 8

Método

3

2 62 88 14

3 62 88 7

4 62 88 7

6 62 88 7
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A partir desses resultados, ampliou-se o escopo de teste, que é o texto todo com 14

frases e 113 palavras. Aplicando-se essa metodologia de alinhamento sobre os métodos

com melhor valor de acurácia encontrados.

5.3.2 Alinhamento: Teste sobre Todo o Texto

Após a análise e validação dos dados pelos testes da frase se aplicou o processo de

alinhamento sobre todo o texto. Dos sinais de áudios foram separados 14 com um texto

sem nenhum erro, tendo-se que retirar palavras repetidas e as pausas manualmente, para

que não houvesse um treinamento com palavras incompletas e texto errado. ca

O primeiro teste foi realizado sobre a base dos 14 sinais de áudios do grupo não

cĺınico que foram editados, sendo também aplicado o método de validação cruzada,

“LeaveMOut”, testando-se um com todos. A Tabela 5.11 apresenta a acurácia dos

testes, que é medida pela quantidade de palavras que são identificadas corretamente. A

Tabela 5.11 mostra bons resultados variando entre 3 e 4 estados ocultos, sobre o método

três, com 51% de acurácia sem as heuŕısticas.

Tabela 5.11: Acurácia texto todo sem heuŕıstica

Acurácia Total (%)

Testes Média Máxima Mı́nima

Sem heuŕıstica

Método 1

2 47 58 19

3 50 64 21

4 51 67 20

6 49 70 22

Método 2

2 47 58 19

3 50 64 21

4 51 67 20

6 49 70 22

Método 3

2 47 58 19

3 50 64 21

4 51 67 20

6 49 69 22

A Tabela 5.12 apresenta a acurácia dos testes sobre todo o texto através dos métodos

das heuŕısticas. A Tabela 5.12, mostra uma acurácia de 89% com quatro estados ocultos,

através do método três e da heuŕıstica três.



50 Resultados

Tabela 5.12: Acurácia texto todo

Acurácia Total (%)

Testes Média Máxima Mı́nima

Heuŕıstica 1

Método 1

2 69 83 29

3 70 87 34

4 71 87 37

6 69 84 32

Método 2

2 69 83 29

3 70 87 34

4 71 87 37

6 69 84 32

Método 3

2 69 83 29

3 70 87 34

4 71 87 37

6 69 84 32

Heuŕıstica 2

Método 1

2 47 58 19

3 53 78 21

4 51 69 20

6 52 78 22

Método 2

2 47 58 19

3 52 78 21

4 51 69 20

6 50 62 22

Método 3

2 47 58 19

3 52 78 21

4 51 69 22

6 51 69 22

Heuŕıstica 3

Método 1

2 83 100 20

3 83 100 21

4 86 100 21

6 88 100 44

Método 2

2 83 100 20

3 87 100 39

4 89 100 44

6 89 100 44

Método 3

2 83 100 20

3 87 100 39

4 89 100 44

6 89 100 44
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Dessas análises se estabeleceu como valores de alinhamento a métrica de três estados

ocultos e o uso do método 3. Assim se aplicou os testes para o restante dos sinais de

áudios, tendo os 14 sinais de áudios como base de treinamento, e os outros 10 do grupo

cĺınico e 30 do grupo não cĺınico, para teste, já que no treinamento estes sinais de áudios

foram processados manualmente.

A Tabela 5.13 apresenta a acurácia do alinhamento de todo o texto sobre os 40 sinais

de áudios de teste, com maior média de 43% no total. Sobre esses dados foram aplicados

a heuŕıstica de erro e o ajuste da janela, não perdendo assim segmentos de sinais de

áudios de janelas. Após esse processamento tem-se uma acurácia de 60%, sendo o valor

máximo 100% e o mı́nimo 14%. A distância entre a diferença dos valores de acurácia

máximo e mı́nimo é devido a acurácia dos sinais de áudios do GC, com valores mais

baixos.

Tabela 5.13: Acurácia Alinhamento Final -Texto Todo

Total

Testes Média Máx Mı́n

Tamanho

fixo

Heuŕıstica 43 96 4

Heuŕıstica erro 43 90 5

Tamanho

ajustável

Heuŕıstica 51 100 3

Heuŕıstica erro 60 100 14

Deve-se ressaltar que o limiar obtido para todo o texto é menor que o de uma única

frase, pois a base não contém todas as palavras do vocabulário em português e nos erros

ortográficos de palavras pronunciadas pelo paciente, que ainda interferem na acurácia

final.

5.3.3 Caracteŕısticas do alinhamento

O alinhamento do sinal de áudio permitiu um novo cálculo deQS para os sinais de áudios.

Do resultado inicial de QS realizou-se a média com a quantidade de śılabas obtida do

alinhamento do sinal de áudio, melhorando significativamente o resultado, como pode

ser visto na Tabela C.1. A Tabela 5.14 apresenta a diferença absoluta entre os valores

de QS e o valor padrão, de modo que os valores mais próximos de zero representam

resultados mais similares. Destaca-se que a tabela mostra as médias entre todos os

sinais de áudios e para cada método aplicado, que são a extração de QS diretamente,
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através do alinhamento e a média entre os dois. A Tabela 5.14 mostra que a média entre

os dois métodos gerou dados mais próximos aos dos dados manuais, possuindo a menor

diferença absoluta para QS.

Tabela 5.14: Tabela da diferença média dos sinais de áudios sobre o parâmetro
QS

Diferença Automático Alinhamento Média

GNC 33,6 30,3 9,12

GC 23,3 47,4 27,55

Total 31,1 34,6 13,7

Do alinhamento obteve-se a frequência fundamental por frase, de onde são extráıdas

as outras medidas de frequências. A Tabela 5.15 apresenta a média da diferença (em

porcentagem) dos resultados encontrados comparados ao da fonoaudióloga (Alves, 2007),

sendo o primeiro método sem a retirada de outliers e o segundo método com a retirada.

A Tabela 5.15 mostra uma melhora significativa dos resultados, reduzindo a porcentagem

de erro em 78% no valor de tessitura.

Tabela 5.15: Tabela da diferença dos sinais de áudios sobre as Frequências

Testes Fi Ff Fmin Fmax Tess

1o método 54% 69% 63% 36% 108%

2o método 35% 29% 36% 21% 30%

A Tabela 5.16, mostra o resultado final de todos os dados da base após todo o pro-

cesso, mostrando valores bem próximos aos dados originais para algumas caracteŕısticas.

Dos dados da Tabela 5.16 percebe-se que o alinhamento com o sinal de áudio base é pior

para o GC, o que conta como métrica de indicação da probabilidade de dislexia. A

quantidade de palavras erradas, PE, também mostram uma diferença maior entre os

dados analisados, demostrando uma sequência menos alinhada ao texto padrão e mais

discordante do que se espera.
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Tabela 5.16: Medidas extráıdas de todos os sinais de áudios utilizando a me-
todologia

Áudios QP TTP QS TTE TTA TE TA Fi Ff Fmin Fmax Tess PE

1 28 13,2 175 53,6 40,5 3,3 4,3 160 196 122 296 174 0

2 40 17,9 196 73,6 55,8 2,7 3,5 176 180 125 272 147 0

3 20 10,9 172 52,1 41,2 3,3 4,2 152 130 115 231 116 0

4 32 16,4 151 67,6 51,2 2,2 3,0 131 141 115 236 121 1

5 13 4,5 180 47,8 43,3 3,8 4,2 179 121 116 256 140 0

6 25 11,0 133 47,7 36,7 2,8 3,6 158 164 116 277 161 0

7 25 16,8 161 51,7 35,0 3,1 4,6 139 140 116 251 136 2

8 24 7,8 160 39,8 32,0 4,0 5,0 161 186 116 257 141 0

9 19 8,6 183 50,3 41,7 3,6 4,4 161 174 131 256 126 5

10 30 14,7 174 54,1 39,3 3,2 4,4 162 171 115 253 138 2

11 17 8,2 174 46,3 38,0 3,8 4,6 143 129 115 168 53 3

12 22 8,0 165 49,4 41,4 3,3 4,0 134 141 116 216 101 0

13 16 6,0 164 43,3 37,3 3,8 4,4 127 124 115 227 111 2

14 15 5,6 176 48,0 42,3 3,7 4,2 172 146 120 255 135 4

15 10 4,0 176 51,3 47,3 3,4 3,7 147 142 115 230 115 1

16 19 7,9 166 49,7 41,8 3,3 4,0 147 150 116 259 143 1

17 19 8,1 151 36,5 28,4 4,1 5,3 137 142 115 218 103 2

18 22 11,7 165 46,8 35,1 3,5 4,7 134 154 115 220 105 2

19 24 10,9 161 46,7 35,8 3,4 4,5 142 142 116 213 97 2

20 17 7,0 159 48,0 41,0 3,3 3,9 155 135 116 258 142 5

21 24 10,4 178 47,2 36,7 3,8 4,8 146 145 116 220 103 3

22 14 6,6 160 40,2 33,6 4,0 4,8 150 136 115 260 145 0

23 26 9,0 172 49,4 40,4 3,5 4,3 146 151 115 248 132 2

24 25 8,9 148 43,7 34,8 3,4 4,3 163 127 115 251 135 2

25 15 5,9 160 34,0 28,1 4,7 5,7 147 136 115 272 157 1

26 28 14,1 164 51,8 37,7 3,2 4,4 151 122 115 215 100 7

27 19 7,4 155 40,5 33,2 3,8 4,7 142 153 116 272 157 6

28 24 13,0 177 54,1 41,1 3,3 4,3 139 157 116 217 101 3

29 20 7,6 156 40,7 33,1 3,8 4,7 159 140 115 222 107 3

30 15 5,8 152 36,0 30,2 4,2 5,0 122 123 115 217 102 3

31 279 253,7 492 512,7 259,0 1,0 1,9 117 136 115 155 40 0

32 59 28,9 205 91,1 62,3 2,2 3,3 130 165 115 230 115 13

33 79 40,9 204 130,4 89,5 1,6 2,3 123 124 115 173 57 15

34 131 85,5 228 159,1 73,6 1,4 3,1 156 148 115 222 107 20

35 163 138,8 210 229,9 91,1 0,9 2,3 129 149 115 211 96 33

36 97 61,0 227 160,9 99,9 1,4 2,3 163 131 116 296 180 37

37 27 15,1 168 71,1 56,0 2,4 3,0 136 153 116 260 144 6

38 29 9,3 187 79,1 69,8 2,4 2,7 143 129 115 187 72 5

39 22 8,5 165 52,7 44,1 3,1 3,7 135 136 115 152 37 0

40 241 188,2 304 374,2 186,0 0,8 1,6 139 155 115 211 95 62
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A Tabela 5.16, também apresenta os resultados das medidas de frequência extráıdas

a partir do alinhamento (Fi, Ff , Fmin, Fmax, Tess), onde são mostrados resultados

similares e outros mais diferentes dos dados padrões, como Fi, Ff e Tess, ocasionados

pelo ajuste exato do ińıcio e fim do tempo da frase no alinhamento.

5.3.4 Avaliação estat́ıstica

A última análise feita é a de mensuramento e teste da concordância entre os dados

dos métodos manual e automático. A Tabela 5.17 mostra essa análise, onde primei-

ramente apresenta-se o teste kappa, utilizado em vários trabalhos para comparação de

significância entre duas amostras. De acordo com Landis and Koch (1977), teste kappa

representa o grau de concordância de dois grupos de avaliações qualitativas sobre as

mesmas amostras, onde os resultados são avaliados de acordo com a faixa de valores

encontrado. No teste kappa quanto maior o valor de kappa, mais forte a concordância.

O coeficiente kappa para os dados foi de 0,87, onde entre a faixa de 0,81 e 1 tem-se uma

concordância perfeita. O teste Manova verifica cada uma das caracteŕısticas principais.

As concordâncias individuais foram maiores que 0,78 no caso do TTE, TTA e TA e

ficam abaixo de 0,55 para TE e Tess. A alta discordância deve-se ao fato que tais

medidas não tiveram valores automáticos próximos aos valores manuais considerados o

padrão.

Tabela 5.17: Valores de concordância entre os dados obtidos automaticamente
e os manuais.

Concordância das Caracteŕısticas Principais

Testes Caracteŕısticas

Kappa TTE TTA TE TA Tess

0,87 0,92 0,80 0,54 0,78 0,55

A Figura 5.2 mostra o gráfico da significância das medias e intervalos de confiança

entre os dados, obtidos através do teste Manova de concordância por caracteŕıstica,

sobre TTE, TTA, TE, TA e Tess, onde quanto mais linear melhor a concordância final.

Na Figura 5.2 pode-se observar que os dados obtidos mostram uma boa concordância

entre si, influenciando positivamente na indicação da probabilidade de dislexia, apesar

de algumas caracteŕısticas como a Tess, ainda não estar tão concordante. O gráfico

mostra que as caracteŕısticas apresentam médias similares, considerando seu coeficiente



Resultados 55

de confiança de 0,95.”

Figura 5.2: Concordância das variáveis

5.4 Resultados Finais

Os dados gerados a partir do sinal de áudio são utilizados como parâmetros de decisão

da probabilidade de dislexia de cada indiv́ıduo, sendo nivelado em probabilidade alta ou

probabilidade baixa de ser disléxico De acordo com os dados das hipóteses sugeridas por

Alves et al. (2009), tem-se nove caracteŕısticas que são fundamentais para diferenciação,

que são: quantidade de pausas (QP ) e tempo total de pausas (TTP ), quantidade de

śılabas (QS), tempo de elocução (TTE) e articulação (TTA), taxa de elocução (TE) e

articulação (TA), tessitura (Tess) e quantidade de palavras erradas (Erro).

Primeiramente, realizou-se uma análise emṕırica para depois se aplicar métodos de

classificação, onde dos vinte primeiros sinais de áudios do grupo não cĺınico do método

manual, calculando a média para cada caracteŕıstica e atribuindo um ńıvel de diferença

entre estes, como proposto por (Alves, 2007). A Tabela 5.18 mostra os limiares de cada

ńıvel, sendo atribúıdo a estes um peso (P ), variando entre 1 e 7. Se o valor obtido for

menor ou igual que 10% do valor médio desta, é atribúıdo o peso, P = 1. Se o valor for

entre 11% e 20%, P = 2, entre 21% e 50%, P = 3, entre 51% e 100%, P = 4, entre 100%

e 150%, P = 5 e entre 100% e 200%, P = 6. Se os valores se elevarem a mais de 200%



56 Resultados

tem-se o valor de P = 7. Quando a indicação da probabilidade da patologia dislexia

são representadas por valores menores das caracteŕısticas, a porcentagem dos valores é

diminúıda, como pode se ver na Tabela 5.18, que são os casos das taxas de articulação,

taxa de elocução e a tessitura.

Tabela 5.18: Valores de Pesos de nivelamento

Dados Pesos

Valores Média 1 2 3 4 5 6 7

QP 24 <=26 27 à 29 30 à 36 37 à 48 49 à 60 61 à 72 >72

TTP 13,0 <=14,3 14,4 à 15,6 15,7 à 19,5 19,6 à 26,0 26,1 à 32,5 32,6 à 39,0 >39

QS 138 <=152 153 à 166 167 à 207 208 à 276 277 à 345 346 à 414 >414

TTE 49,0 <=53,9 54,0 à 58,8 58,9 à 73,5 73,6 à 98,0 98,1 à 122,5 122,6 à 147,0 >147

TTA 37,0 <=40,7 40,8 à 44,4 44,5 à 55,5 55,6 à 74,0 74,1 à 92,5 92,6 à 111,0 >111

TE 3,5 >=3,2 2,8 à 3,1 2,5 à 2,7 2,1 à 2,4 1,8 à 2,0 1,1 à 1,7 <1,05

TA 4,7 >=4,2 3,8 à 4,1 3,3 à 3,7 2,8 à 3,2 2,4 à 2,7 1,4 à 2,3 <1,4

Tess 138 >=124 110 à 123 97 à 109 83 à 96 69 à 82 41 à 68 <41,4

Erro 0 <=5 6 à 10 11 à 15 16 à 20 21 à 25 26 à 30 >30

Na classificação entre grupo cĺınico ou não cĺınico, que foi realizada para comparação

e avaliação dos resultados obtidos, foram investigadas duas abordagens. Primeiramente

é verificado se ao menos uma caracteŕıstica obteve peso 7, se sim, este é classificado

como grupo cĺınico, caso contrario, realiza-se a segunda análise, que é baseada na com-

paração da soma de todos os pesos obtidos para as caracteŕısticas analisadas e o limiar

de classificação. A Tabela 5.19 apresenta a faixa de limiar de classificação, que vai de

9 a 63, calculada com base no máximo obtido no treinamento, que são os vinte sinais

de áudios do GNC. Assim, como pode ser visto na Tabela 5.19, se a soma de pesos está

entre 9 e 26, o sinal de áudio é classificado como do GNC e se está entre 27 e 63, do GC.

Tabela 5.19: Limiares de Risco de Dislexia

Dislexia Faixa de Limiares

GNC 9 a 26

GC 27 a 63

Os dados extráıdos sobre os 40 sinais de áudios foram comparados com os dados
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de classificação da fonoaudióloga, entre os indiv́ıduos do GC e do GNC. Os resultados

foram analisados também por meio de classificadores conhecidos da literatura, KNN (k-

nearest neighbors) e SVM (Support vector machine), para validação dos dados, avaliando

se as caracteŕısticas são representativas de diferença e comprovar a eficácia do método

de classificação por pesos.

A Tabela5.20 apresenta a acurácia de classificação dos três métodos, a partir da

classificação correta do grupo cĺınico e do grupo não cĺınico. Na Tabela 5.20 percebe-se

que os três métodos resultaram em acurácias totais. Através do método de KNN, SVM

e o de pesos obteve-se uma acurácia de 100% sobre os 40 sinais de áudios da base.

Tabela 5.20: Acurácias da Classificação

Classificação Acurácia

Pesos Valores de Pesos 100%

KNN

Dados Brutos 100%

Valores de Pesos 95%

Aumento nos Valores de Pesos 95%

SVM

Dados Brutos 97,50%

Valores de Pesos 97,50%

Aumento nos Valores de Pesos 100%

Para os métodos KNN e SVM foi realizado uma seleção de caracteŕısticas para

avaliar qual tem maior influencia na classificação dos dados. Essa seleção realizou-se

comparando a diferença linear dos resultados de Alves (2007), realizando a comparação

entre os dados do GC e GNC. As caracteŕısticas selecionadas são as que possuem maior

diferença absoluta da média dos dados, que são: QS, TTE, TTA, TE, TA, Fi e Tess

O KNN foi rodado com os dados brutos, que são os valores obtidos do sistema sem

nenhum processamento de análise, ou seja os valores em si, obtendo 100% de acurácia

para o conjunto de caracteŕısticas QS, TTA, TE, TA e Fi. Com os dados de pesos,

que são os valores processados através da faixa de valores, onde se considera apenas a

soma final dos pesos para todas as caracteŕısticas, alcançou-se uma acurácia de 95%.

No SVM, para os dados brutos e pesos obteve-se uma acurácia de 97,5%. Assim foi

realizado o aumento do valor de pesos para as principais caracteŕısticas selecionadas,

dobrando o valor dos pesos, obtendo assim 100% de acurácia.

Os resultados mostram que para algumas caracteŕısticas o fator de ser um leitor

médio interfere sobre a caracterização e classificação final motivo de algumas acurácias
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não serem máximas, acertando 100%. Assim, as classificações incorretas, devem-se as

utilizações de todas as caracteŕısticas, quando utiliza-se a seleção de caracteŕısticas, o

método de classificação obtém melhores resultados e aumenta a acurácia dos resultados.

A partir desses dados se tem uma boa nivelação da probabilidade de ter dislexia,

alçando resultados promissores, para outras melhorias incluindo metodologias de outras

áreas para a identificação da probabilidade de dislexia e ampliação da pesquisa para

outras patologias.



Caṕıtulo 6

Conclusões e Trabalhos Futuros

Apesar de existirem algumas ferramentas computacionais de processamento de sinal de

áudio para identificação de patologias, estas não atendem a todas as necessidades dos

especialistas no que diz respeito às patologias da linguagem, logo, a análise da patologia

e a classificação ainda são feitas, em grande parte, de forma manual. A patologia da

linguagem dislexia, requer cuidado e atenção, onde quanto mais cedo se inicia o trata-

mento, maior será o desenvolvimento do jovem na escola e na sociedade, logo, a rapidez e

a identificação correta muito importantes. Alves (2007) propôs uma metodologia manual

de identificação da dislexia, que serviu como base para esse trabalho, onde focado-se na

automatização de medidas do sinal de áudio infantil e na rapidez ao encaminhamento

de pacientes aos especialistas.

Inicialmente foram automatizadas medidas básicas do processo manual, realizando

métodos comparativos para se obter os erros e as principais caracteŕısticas que também

são consideradas importantes como parâmetros de classificação. Para cada caracteŕıstica,

foi realizado um método de extração, sendo a indicação da probabilidade de dislexia

realizada através do método de pesos e analisando as caracteŕısticas que obtiverem maior

diferença entre si.

As caracteŕısticas TTP , DP e QP atingiram valores bem próximos quando compa-

radas às medidas manuais. A quantidade de śılabas QS, retirada diretamente, obteve

maior diferença absoluta, melhorando após a aplicação do método de alinhamento. A

partir da extração das caracteŕısticas de forma indireta, conseguiu-se uma diferença

média de 13,7 para QS, melhorando a concordância entre os valores manuais e au-

tomáticos, juntamente com os valores de aproximação de suas caracteŕısticas dependen-

59
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tes, que são TA, TE e TA.

No alinhamento para o GNC, foi alcançada uma acurácia de 100%, tendo 14% para o

GC, o que já mostra a distinção e a importância de acrescentar a quantidade de palavras

erradas. Após o alinhamento do sinal de áudio conseguiu-se definir o ińıcio e o fim de

cada frase, obtendo valores de frequência mais alinhados, apesar da diferença ainda ser

maior quando comparados aos valores obtidos manualmente, onde a maior diferença foi

de 36% para Fmin.

A partir do alinhamento, a análise é feita de forma mais rápida e algumas carac-

teŕısticas passam a ter um peso maior, sendo atribúıdo um limiar de classificação das

caracteŕısticas, onde quanto maior a diferença entre os valores, maior a possibilidade de

ser indicado como probabilidade de ser disléxico.

Os resultados inicias mostraram-se promissores, pois já apresentavam a distinção en-

tre os GC e GNC para cada caracteŕıstica, ou seja, os valores do GC, eram maiores

ou menores que os valores obtidos para o GNC, mostrando uma distancia maior entre

cada grupo. Entretanto, a utilização de métodos mais abrangentes como o alinhamento

mostrou-se eficaz para a melhoria da predição dos valores. Após o alinhamento, os re-

sultados do método automático passaram a ter uma melhor concordância com os valores

manuais.

Inicialmente, realizou-se a classificação da probabilidade de dislexia considerando

apenas a automatização do modelo proposto por (Alves, 2007), que considera atribuição

de pesos às diferentes caracteŕısticas. A classificação foi realizada por 3 métodos: análise

de pesos, KNN e SVM. Na análise de pesos são usados limiares. Valores muito acima ou

muito abaixo da média são atribúıdos valores de pesos de classificação, quando maior a

diferença maior o peso, ou seja maior a probabilidade de dislexia. A partir dessa métrica

obteve-se uma acurácia de 100% sendo estes limiares estabelecidos sobre os valores das

caracteŕısticas obtidas manualmente pela especialista.

No método KNN foram selecionadas algumas caracteŕısticas com maior diferenciação

entre cada medida (QS, TTA, TE, TA e Fi), obtendo acurácia de 100%. No método

SVM, obteve-se uma acurácia de 95% sobre os dados brutos. Como melhoria aplicou-se

o método sobre os valores de pesos obtidos, com seu valor dobrado para algumas carac-

teŕısticas selecionadas automaticamente. Através dessa alteração, conseguiu-se acurácia

máxima na classificação, novamente. Portanto, para todos os métodos obteve-se acurácia

de 100%, ou seja, todos os indiv́ıduos foram classificados corretamente.
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Dentre as principais contribuições deste trabalho, pode-se destacar a automatização

do processo de extração de medidas do sinal de áudio, tais como tempo total de pausas

(TTP ), quantidade de pausas (QP ), contagem de śılabas (QS), tempo total de arti-

culação (TTA), tempo total de elocução (TTE), taxa de articulação (TA) e taxa de

elocução (TE), além das medidas de frequência e das medidas de palavras erradas, que

são métricas úteis para a avaliação da probabilidade de dislexia em sinais de áudios.

No que diz respeito aos trabalhos futuros, acredita-se que as metodologias apresen-

tadas precisam ser testadas em uma base de dados mais ampla, com um maior número

de indiv́ıduos e maior diversidade no que diz respeito aos grupos cĺınico e não cĺınico.

Outra sugestão de trabalho futuro é adaptar a metodologia para outras patologias da

linguagem. Pode-se também implementar alternativas diferenciadas para a identificação

e solução do problema, como por exemplo jogos de aprendizado para disléxicos, que além

de identificar o fator em que o paciente menos tem controle, foca no problema espećıfico.

Outra alternativa é ampliar as métricas a partir do processamento do sinal de áudio,

visando a indicação da probabilidade de dislexia a partir de outras metodologias. Por

exemplo, a intensidade das frequências de cada palavra,poderia ser uma caracteŕıstica

a ser avaliada, de tal forma que ampliaria-se o leque de caracteŕısticas extráıdas do

alinhamento.

Outra melhoria na modelagem seria a utilização de outras métricas de análise das

patologias da linguagem, abordando metodologias de outras especialistas na área, de

tal modo que a indicação da probabilidade fosse melhor validada, sob o ponto de vista

cĺınico.
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Tabelas dos dados manuais
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Tabela A.1: Medidas manuais obtidas em (Alves, 2007), para cada sinal de
áudio.

Áudio QP TTP QS TTE TTA TE TA Fi Ff Fmin Fmax Tess

1 27 15,6 169 52,29 36,68 3,2 4,6 277 228 185 371 213

2 39 19,5 165 72,81 53,32 2,3 3,1 287 324 247 414 259

3 19 12,9 161 49,41 36,55 3,3 4,4 232 193 208 267 102

4 31 19,9 168 65,81 45,95 2,6 3,7 259 249 200 346 146

5 20 8,4 164 45,62 37,20 3,6 4,4 239 215 201 311 110

6 24 13,9 167 46,86 33,00 3,6 5,1 288 262 222 350 154

7 24 17,2 169 50,12 32,95 3,4 5,1 273 201 184 350 167

8 23 8,1 164 38,80 30,73 4,2 5,3 251 223 205 292 85

9 18 9,6 176 49,23 39,61 3,6 4,4 285 205 208 347 167

10 28 17,4 182 52,73 35,34 3,5 5,2 278 228 218 348 131

11 20 8,7 160 45,12 36,43 3,5 4,4 258 213 182 307 125

12 23 11,5 165 48,60 37,09 3,4 4,4 203 208 178 273 122

13 22 10,0 164 42,12 32,13 3,9 5,1 232 205 196 297 108

14 23 10,9 177 46,76 35,90 3,8 4,9 195 187 171 274 118

15 24 11,0 178 48,69 37,72 3,7 4,7 254 218 203 301 98

16 20 11,2 162 48,74 37,53 3,3 4,3 251 223 205 292 85

17 16 6,6 166 34,75 28,18 4,8 5,9 225 188 164 261 106

18 23 13,8 168 44,12 30,33 3,8 5,5 303 235 205 386 178

19 21 9,5 166 47,35 37,83 3,5 4,4 283 249 215 340 125

20 24 13,8 163 45,42 31,61 3,6 5,2 152 177 96 259 163

21 26 11,6 173 46,28 34,66 3,7 5,0 288 186 191 372 203

22 17 7,8 161 37,72 29,90 4,3 5,4 224 190 175 287 114

23 26 12,4 167 47,86 35,47 3,5 4,7 216 194 152 282 131

24 26 10,7 168 42,30 31,63 4,0 5,3 191 160 154 253 124

25 13 5,0 160 33,23 28,27 4,8 5,7 251 210 190 319 129

26 27 12,0 185 49,95 37,97 3,7 4,9 190 170 152 228 76

27 16 7,9 167 39,45 31,56 4,2 5,3 225 188 164 261 106

28 26 13,6 174 52,87 39,25 3,3 4,4 247 215 200 340 140

29 20 8,0 161 37,95 29,99 4,2 5,4 211 193 176 247 71

30 19 7,8 160 35,18 27,35 4,5 5,8 197 168 165 238 73

31 166 267,9 361 510,20 242,31 0,7 1,5 148 160 79 217 163

32 55 31,2 191 61,74 59,53 3,1 3,2 203 188 169 254 85

33 80 46,2 186 130,42 84,31 1,4 2,2 117 117 95 132 37

34 121 61,6 212 159,01 97,36 1,3 2,2 218 237 178 294 116

35 169 132,1 181 224,35 92,26 0,8 2,0 184 183 135 288 153

36 91 59,6 207 159,47 99,84 1,3 2,1 237 219 179 289 109

37 30 23,3 178 69,52 46,23 2,6 3,9 252 221 212 286 87

38 37 21,9 167 77,67 55,81 2,2 3,0 235 213 186 276 91

39 24 10,6 166 52,66 42,10 3,2 3,9 98 89 85 112 27

40 205 205,9 287 373,10 167,20 0,8 1,7 222 216 176 281 105



Apêndice B

Tabela dos dados da separação de

pausas

64



Tabela dos dados da separação de pausas 65

Tabela B.1: Pausa Com Duas Filtragens

Base de Dados Completa

Manual Automático

Áudio QP TTP QP TTP1o TTP2o

1 28 15,6 36 11,9 13,2

2 40 19,5 42 17,9 17,9

3 20 12,9 27 11,2 10,9

4 32 19,9 69 17,0 16,4

5 13 8,4 24 4,7 4,5

6 25 13,9 27 11,7 11,0

7 25 17,2 24 17,0 16,8

8 24 8,1 28 7,3 7,8

9 19 9,6 23 7,2 8,6

10 30 17,4 33 15,2 14,7

11 17 8,7 42 6,6 8,2

12 22 11,5 26 7,6 8,0

13 16 10,0 21 6,4 6,0

14 15 10,9 26 5,6 5,6

15 10 11,0 52 4,2 4,0

16 19 11,2 22 8,0 7,9

17 19 6,6 23 8,1 8,1

18 22 13,8 53 11,5 11,7

19 24 9,5 27 11,6 10,9

20 17 13,8 57 6,5 7,0

21 24 11,6 24 9,3 10,4

22 14 7,8 16 5,0 6,6

23 26 12,4 28 9,2 9,0

24 25 10,7 38 8,9 8,9

25 15 5,0 16 5,4 5,9

26 28 12,0 48 11,6 14,1

27 19 7,9 36 7,5 7,4

28 24 13,6 31 13,3 13,0

29 20 8,0 23 7,8 7,6

30 15 7,8 37 6,0 5,8

31 279 267,9 265 209,8 253,7

32 59 31,2 89 29,8 28,9

33 79 46,2 94 3,2 40,9

34 131 61,6 137 80,7 85,5

35 163 132,1 175 126,3 138,8

36 97 59,6 103 47,0 61,0

37 27 23,3 37 15,4 15,1

38 29 21,9 40 12,6 9,3

39 22 10,6 26 8,6 8,5

40 241 205,9 247 176,3 188,2
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Tabela C.1: Tabela de Dados Inicial

Áudio QP TTP QS TTE TTA TE TA

1 28 13,2 145 53,6 40,5 2,7 3,6

2 40 17,9 173 73,6 55,8 2,3 3,1

3 20 10,9 127 52,1 41,2 2,4 3,1

4 32 16,4 126 67,6 51,2 1,9 2,5

5 13 4,5 161 47,8 43,3 3,4 3,7

6 25 11,0 132 47,7 36,7 2,8 3,6

7 25 16,8 126 51,7 35,0 2,4 3,6

8 24 7,8 128 39,8 32,0 3,2 4,0

9 19 8,6 155 50,3 41,7 3,1 3,7

10 30 14,7 146 54,1 39,3 2,7 3,7

11 17 8,2 153 46,3 38,0 3,3 4,0

12 22 8,0 138 49,4 41,4 2,8 3,3

13 16 6,0 137 43,3 37,3 3,2 3,7

14 15 5,6 159 48,0 42,3 3,3 3,8

15 10 4,0 144 51,3 47,3 2,8 3,0

16 19 7,9 139 49,7 41,8 2,8 3,3

17 19 8,1 107 36,5 28,4 2,9 3,8

18 22 11,7 133 46,8 35,1 2,8 3,8

19 24 10,9 127 46,7 35,8 2,7 3,5

20 17 7,0 124 48,0 41,0 2,6 3,0

21 24 10,4 148 47,2 36,7 3,1 4,0

22 14 6,6 129 40,2 33,6 3,2 3,8

23 26 9,0 142 49,4 40,4 2,9 3,5

24 25 8,9 101 43,7 34,8 2,3 2,9

25 15 5,9 127 34,0 28,1 3,7 4,5

26 28 14,1 113 51,8 37,7 2,2 3,0

27 19 7,4 118 40,5 33,2 2,9 3,6

28 24 13,0 147 54,1 41,1 2,7 3,6

29 20 7,6 118 40,7 33,1 2,9 3,6

30 15 5,8 114 36,0 30,2 3,2 3,8

31 279 253,7 415 512,7 259,0 0,8 1,6

32 59 28,9 184 91,1 62,3 2,0 3,0

33 79 40,9 191 130,4 89,5 1,5 2,1

34 131 85,5 214 159,1 73,6 1,3 2,9

35 163 138,8 222 229,9 91,1 1,0 2,4

36 97 61,0 213 160,9 99,9 1,3 2,1

37 27 15,1 134 71,1 56,0 1,9 2,4

38 29 9,3 167 79,1 69,8 2,1 2,4

39 22 8,5 116 52,7 44,1 2,2 2,6

40 241 188,2 311 374,2 186,0 0,8 1,7
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Tabela D.1: Tabela de Quantidade de Śılabas

Base de Dados Completa (QS)

Filtro Quantidade

Áudio Parâmetro Manual Automática Alinhamento Média

1 0,02 169 145 204 175

2 0,02 165 173 219 196

3 0,02 161 127 216 172

4 0,02 168 126 175 151

5 0,02 164 161 199 180

6 0,02 167 132 133 133

7 0,02 169 126 195 161

8 0,02 164 128 192 160

9 0,02 176 155 210 183

10 0,02 182 146 201 174

11 0,02 160 153 194 174

12 0,02 165 138 191 165

13 0,02 164 137 191 164

14 0,02 177 159 193 176

15 0,02 178 144 207 176

16 0,02 162 139 193 166

17 0,02 166 107 194 151

18 0,02 168 133 196 165

19 0,02 166 127 194 161

20 0,02 163 124 194 159

21 0,02 173 148 208 178

22 0,02 161 129 190 160

23 0,02 167 142 201 172

24 0,02 168 101 194 148

25 0,02 160 127 192 160

26 0,02 185 113 215 164

27 0,02 167 118 192 155

28 0,02 174 147 206 177

29 0,02 161 118 194 156

30 0,02 160 114 189 152

31 0,02 361 415 569 492

32 0,02 191 184 226 205

33 0,02 186 191 216 204

34 0,02 212 214 242 228

35 0,02 181 222 198 210

36 0,02 207 213 241 227

37 0,02 178 134 202 168

38 0,02 167 167 207 187

39 0,02 166 116 213 165

40 0,02 287 311 296 304
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REFERÊNCIAS BIBLIOGRÁFICAS 71
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com a dislexia: diagnóstico e intervenção. Rev CEFAC, 11(Supl 2):194 – 200.

Dimuro, G. P., Reiser, R. H. S., Costa, A. C. R., and Sousa, P. L. R. (2002). Modelos

de markov e aplicações. VI Oficina de Inteligência Artificial Pelotas: Educat, pages

37–59.

Fellow, L. R. R. (1989). A tutorial on hidden markov models and selected applications

in speech recognition. IEEE, 77(2):257 – 286.

Garofolo, J. S., Lamel, L. F., Fisher, W. M., Fiscus, J. G., Pallett, D. S., and Dahlgren,

N. L. (1993). Darpa timit acoustic phonetic continuous speech corpus cdrom.

Germain, F. G., Sun, D. L., and Mysore, G. J. (2013). Speaker and noise independent

voice activity detection. INTERSPEECH 2013, pages 732 – 736.

Gusso, G. and Lopes, J. M. C. (2012). Tratado de Medicina de Famı́lia e Comunidade:
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