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Estratégias de Otimização Contínua

Caixa-Cinza para Problemas de Larga Escala

Resumo

A otimização caixa-cinza tem emergido como uma alternativa pro-
missora aos tradicionais métodos de otimização caixa-preta, uma vez
que esses métodos tradicionais deterioram seu desempenho ao lidar
com problemas de larga escala. Embora trabalhos relacionados à
otimização caixa-cinza tenham sido introduzidos na literatura nos
últimos anos, há uma carência de estudos sobre essa abordagem no
contexto de otimização contínua. Os problemas de otimização con-
tínua representam uma importante subclasse de problemas práticos
de otimização. Em particular, estudos sobre otimização contínua de
problemas de larga escala vem recebendo especial atenção na última
década. Nesse contexto, este trabalho se propõe a estudar e desenvol-
ver diferentes abordagens caixa-cinza para lidar com essa subclasse
de problemas. Para isso, definições matemáticas de separabilidade de
problemas de otimização que são a base teórica para implementação
das abordagens caixa-cinza são apresentadas e discutidas. Baseados
nessas definições, diferentes algoritmos caixa-cinza foram propostos
neste estudo. Um estudo experimental utilizando um conjunto de
problemas de otimização contínua de larga escala foi proposto para
investigar o desempenho das abordagens introduzidas. Os resultados
demonstram um desempenho promissor das abordagens caixa-cinza
em comparação com as versões caixa-preta. Em resumo, esses resulta-
dos demonstram a capacidade das estratégias caixa-cinza de melhorar
as soluções encontradas e economizar tempo de processamento, ex-
plorando a estrutura do problema e avaliações parciais.
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Gray-Box Continuous Optimization Strategies

for Large-Scale Problems

Abstract

Gray-box optimization has been emerging as a promissory alternative
to black-box optimization since black-box algorithms deteriorate their
performance to tackle large-scale problems. Even though gray-box
optimization-related works have been proposed in the literature over
the last few years, there is a lack of studies about gray-box methods
to solve continuous optimization problems. Continuous optimization
problems represent an important subclass of real-world optimization
problems. In particular, the large-scale continuous optimization pro-
blem has been getting special attention in optimization researches over
the past decade. Thus, this work proposes studying and developing
different gray-box approaches to deal with large-scale continuous
optimization problems. This study discussed the mathematical con-
cepts of separability definitions for continuous optimization problems
that are the theoretical foundation for implementing gray-box opti-
mization approaches. Thus, this study proposes different gray-box
algorithms for local and global optimization, considering the separa-
bility definitions studied. An experimental study with a well-known
benchmark for large-scale continuous optimization problems has been
proposed to investigate the performance of the introduced gray-box
algorithms. The results show a promissory performance of gray-box
approaches compared to traditional black-box versions. In summary,
results show that the gray-box approaches can achieve better soluti-
ons and save time processing by exploring the problem structure and
partial evaluations.
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Capítulo 1

Introdução

Otimização é um processo sistemático amplamente conhecido que tem como objetivo
encontrar a solução ótima para um problema de otimização [26]. De forma simplificada,
um problema de otimização é representado por um conjunto de variáveis de decisão,
função objetivo e restrições. Dessa forma, o processo de otimização consiste em
pesquisar uma solução que satisfaça todas as restrições e produza o melhor valor da
função objetivo. O melhor valor da função objetivo pode ser valor mínimo ou máximo
dependendo do problema de otimização.

Problemas de otimização contínua representam um relevante subconjunto de pro-
blemas práticos. Nessa subclasse de problemas de otimização, as variáveis de decisão
assumem valores dentro do domínio dos números reais. Problemas de otimização
contínua surgem das mais diversas áreas de aplicações do cotidiano, como por exem-
plo, projeto de motores elétricos [18, 42], motores para aviação [50], planejamento de
tratamento de braquiterapia [39] e aprendizado de máquina [35].

Em diversas situações práticas, a otimização contínua precisa lidar com problemas
que não se conhecem ou não se tem acesso às expressões matemáticas que os represen-
tem. A falta da expressão matemática do problema impossibilita conhecer a estrutura
exata de interação entre as variáveis de decisão. Além disso, esse desconhecimento
da expressão matemática que representa o problema de otimização contínua torna
infactível a decomposição da função objetivo e restrições em subfunções. Usualmente,
problemas cuja expressão matemática não é conhecida, utilizam-se de softwares de
simulação para avaliação da qualidade das possíveis soluções [3, 42].

Esse contexto de otimização contínua para problemas onde as expressões matemáti-
cas não são conhecidas é chamado otimização contínua caixa-preta. Assim, Algoritmos
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Evolutivos (AEs) têm sido importantes meta-heurísticas aplicadas a essa classe de
problemas. Historicamente, o surgimento dos primeiros AEs está relacionado à estu-
dos iniciados nas décadas de 1960 e 1970. Ao longo do tempo, os AEs se mostraram
otimizadores muito flexíveis e com boa capacidade de lidar com uma variedade de
problemas práticos de otimização.

Contudo, apesar do grande sucesso e aplicabilidade demonstrados ao longo das
últimas décadas, os tradicionais AEs deterioram seu desempenho ao lidar com pro-
blemas de otimização com elevado número de variáveis de decisão [40, 43]. Esses
problemas de otimização contínua com muitas variáveis de decisão são usualmente
chamados de problemas de larga escala. Estudos relacionados encontrados na lite-
ratura têm reafirmado a relevância de pesquisas para problemas de larga escala e as
limitações dos tradicionais AEs neste cenário [29, 40, 43].

Por outro lado, os métodos mais inovadores em otimização dependem de opera-
dores sensíveis a contexto. Os operadores sensíveis a contexto buscam tirar proveito
do conhecimento prévio da estrutura dos problemas. Esses operadores mais recentes
fazem parte de uma classe de métodos de otimização, conhecida como otimização
caixa-cinza. Operadores do contexto de otimização caixa-cinza são capazes de melho-
rar o desempenho dos tradicionais métodos de otimização visto que eles tendem a ser
mais eficientes na geração de soluções para o problema. Essa eficiência dos operadores
caixa-cinza tem maior destaque ao lidar com problemas de larga escala, visto que, os
tradicionais métodos caixa-preta podem ser inadequados ou insatisfatórios para se
determinar soluções aceitáveis em tempo razoável.

1.1 Motivação

Diante desse cenário de otimização global para problemas contínuos de larga escala,
AEs têm se demonstrado insatisfatórios devido ao tempo proibitivo para se alcançar
boas soluções. As dificuldades de lidar com problemas de larga escala podem ser
relacionadas ao aumento exponencial do espaço de soluções e o custo computacional
na sua resolução [40]. Assim, diversas novas abordagens e técnicas para os AEs
foram propostas ao longo das últimas décadas com o intuito de melhorar o seu
desempenho [2, 21, 37, 44, 59, 65].
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Cientes das limitações dos AEs tradicionais e suas versões melhoradas para lidar
com problemas de larga escala, pesquisas relacionadas têm proposto abordagens que
dependem de uma análise prévia do problema. Essas abordagens são consideradas o
atual estado da arte sendo conhecidas como abordagens de otimização caixa-cinza.

Desta forma, os mais recentes otimizadores baseados em AEs têm como pré-
requisito o acesso a possíveis decomposições da função matemática que descreve
problema de otimização, bem como, as interações entre as variáveis de decisão. Os
estudos relacionados a otimização caixa-cinza demonstram que conhecer a estrutura
do problema de otimização pode trazer benefícios em relação à eficiência na geração de
soluções para o problema. Além disso, em abordagens caixa-cinza a possibilidade de
avaliação parcial das soluções candidatas pode ser capaz de economizar significante
tempo de processamento. Para problemas de otimização de larga escala totalmente
separável, onde todas as variáveis de decisão podem ser otimizadas separadamente,
essa economia pode representar expressivas taxas.

Em contrapartida, embora abordagens que exploram as informações provenientes
da decomposição e identificação das interações entre as variáveis de decisão possam
ser encontradas na literatura [11, 13, 14, 64, 69], problemas de otimização contínua não
têm sido comumente foco de estudo destas pesquisas. Além disso, as abordagens
caixa-cinza propostas na literatura têm sido desenvolvidas sob medida ao problema
de otimização. Nesse sentido, estratégias de otimização caixa-cinza para resolução de
problemas de otimização contínua de larga escala são uma importante lacuna a ser
preenchida.

1.2 Objetivos

Diante deste contexto, o principal objetivo deste trabalho é estudar e desenvolver
estratégias para aplicação de otimização caixa-cinza no âmbito de problemas de
otimização contínua, em especial, problemas de larga escala. Este trabalho busca
investigar o contexto de otimização caixa-cinza para problemas contínuos a partir
diferentes perspectivas. Assim, o contexto de otimização contínua caixa-cinza é
estudado através das seguintes facetas:

1. Definições de separabilidade para problemas de otimização contínua;
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2. Automatização da identificação de separabilidade e interação das variáveis de
decisão (problemas com e sem formulação matemática conhecida);

3. Algoritmos de busca local, e;

4. Algoritmos Evolutivos combinados com operadores caixa-cinza.

No sentido de alcançar a meta principal traçada para este trabalho, os seguintes
objetivos específicos foram delineados:

• Estudar as definições de separabilidade de problemas de otimização contínua e
suas limitações;

• Propor uma forma automática de identificação de separabilidade e interação entre
variáveis de decisão quando a expressão matemática do problema é conhecida;

• Estudar métodos de identificação das interações entre variáveis de decisão
quando a expressão matemática do problema não é conhecida;

• Propor um método de busca local caixa-cinza que explore a separabilidade dos
problemas de otimização contínua;

• Propor versões caixa-cinza dos principais algoritmos evolutivos para otimização
contínua, combinando-os com o operador de recombinação caixa-cinza, conhe-
cido como Partition Crossover (PX);

• Disponibilização e livre distribuição dos métodos propostos e estudados.

1.3 Contribuições

As principais contribuições dessa tese são:

• Provas de compatibilidade entre as definições de separabilidade aditiva da função
e separabilidade de problemas de otimização;

• Uma arquitetura computacional que possibilite a decomposição da função obje-
tivo e identificação das interações entre variáveis de decisão, para problemas cuja
expressão matemática seja conhecida;

• Uma biblioteca com os principais métodos de decomposição de problemas contí-
nuos onde as expressões matemáticas não são conhecidas;
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• Uma biblioteca com os principais métodos de busca local e algoritmos evolutivos
para otimização contínua;

• Algoritmo de busca local capaz de explorar os subproblemas de um problema de
otimização;

• Diferentes versões dos principais algoritmos evolutivos para otimização contínua
combinados com o operador Partition Crossover.

Como resultado deste estudo os seguintes artigos foram produzidos:

1. Uma Análise do Trade-Off de Desempenho das Diferentes Configurações do
Modelo em Ilhas usando Evolução Diferencial – Publicado no Simpósio Brasileiro
de Pesquisa Operacional em 2016;

2. Island-Cellular Model Differential Evolution for Large-Scale Global Optimization
– Publicado na conferência internacional Genetic and Evolutionary Computation
Conference em 2017;

3. Um Modelo Híbrido de Distribuição Populacional para o Algoritmo de Evolução
Diferencial – Publicado no Simpósio Brasileiro de Pesquisa Operacional em 2017;

4. A Symbolic Evolutionary Algorithm Software Platform - Publicado na conferência
internacional Genetic and Evolutionary Computation Conference em 2019;

5. Multi-Heap Constraint Handling in Gray Box Evolutionary Algorithms - Publi-
cado na conferência internacional Genetic and Evolutionary Computation Conference
em 2019;

6. Local Search with Groups of Step Sizes – Publicado no periódico Operations
Research Letters em 2021;

7. An Abstract Interface for Large-Scale Continuous Optimization Decomposition
Methods - Publicado na conferência internacional Genetic and Evolutionary Compu-
tation Conference em 2021;

Sendo o trabalho denominado Multi-Heap Constraint Handling in Gray Box Evolutio-
nary Algorithms vencedor do prêmio de melhor artigo da trilha de Algoritmos Genéticos
da conferência Genetic and Evolutionary Computation Conference em 2019 [56].
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1.4 Organização do Trabalho

O restante deste trabalho segue a organização descrita a seguir.

O Capítulo 2 apresenta uma revisão da literatura sobre os principais estudos relaci-
onados a otimização caixa-cinza e suas lacunas. Uma breve revisão sobre os problemas
de otimização contínua também é introduzida. Além disso, são apresentadas as princi-
pais estratégias para resolução dessa subclasse de problemas de larga escala, ou seja,
problemas com elevado número de variáveis de decisão.

O Capítulo 3 introduz conceitos de separabilidade para problemas de otimização
contínua encontrados na literatura e uma prova matemática de compatibilidade entre
esses conceitos. De posse desses conceitos de separabilidade, formas de extração de
informações sobre a estrutura dos problemas de otimização contínua são apresentadas
no âmbito de problemas cuja expressão matemática é conhecida ou não.

No Capítulo 4, diferentes algoritmos caixa-cinza são propostos para resolução de
problemas de otimização contínua, em especial, problemas de larga escala. Métodos
de busca local e global são introduzidos visando preencher uma importante lacuna
em aberto relativo à otimização contínua caixa-cinza.

O Capítulo 5 apresenta detalhes do estudo experimental conduzido para avaliar as
abordagens propostas neste trabalho. Em sequência, são apresentados os resultados
do estudo experimental e as considerações finais, respectivamente, nos Capítulos 6 e 7.



Capítulo 2

Revisão da Literatura

2.1 Otimização Contínua

Um problema de otimização contínua mono-objetivo pode ser matematicamente
definido como:

minimize f (x)

sujeito à: x ∈ F
(2.1)

onde x = ⟨x1, . . . , xn⟩ é um vetor n-dimensional, f (·) : X → R é a função objetivo e F
é a região factível, definida como:

F = x ∈ X :

gi(x) ≤ 0, i = 1, . . . , m

hj(x) = 0, j = 1, . . . , q
(2.2)

As funções gi(·) representam restrições de desigualdade e hj(·) restrições de igualdade
definidas pelos seguintes conjuntos:

G = { gi(x) ≤ 0; i = 1, . . . , m } (2.3)

H = { hj(x) = 0; j = 1, . . . , q } (2.4)

A notação X ⊂ R
n representa as restrições de valores, limites máximo e mínimo,

que as variáveis de decisão da solução (x) podem assumir. Sendo assim, X pode ser
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matematicamente definido como:

X = {x : lk ≤ xk ≤ uk, k = 1, . . . , n} (2.5)

O processo de otimização visa minimizar a função objetivo dentro do conjunto viável
(F ) de soluções candidatas. Dois conceitos importantes na otimização mono-objetivo
de problemas contínuos são os conceitos de Solução Ótima Local e Solução Ótima Global.
A definição de ótimos locais pode ser formalmente descrita da seguinte forma:

Definição 1 (Solução Ótima Local) Dado uma função objetivo f : F ⊆ R
n → R, uma

solução x⋆ ∈ F é dita ser um ótimo local se existe um ϵ > 0 que para todo x ∈ F satisfaça∥∥x− x⋆
∥∥ ≤ ϵ, f (x⋆) ≤ f (x)

Em outras palavras, a Definição 1 expressa que não é possível encontrar uma
solução melhor do que x⋆ na vizinhança definida por ϵ. Se ϵ for escolhido de forma
que a vizinhança de x⋆ englobe todo o espaço viável de soluções e x⋆ permaneça sendo
uma solução ótima, pode-se dizer que, x⋆ é uma solução globalmente ótima (Definição
2).

Definição 2 (Solução Ótima Global) Dado uma função objetivo f : F ⊆ R
n → R, para

x ∈ F , o valor f ⋆ ≜ f (x⋆) > −∞ é dito um mínimo global se e somente se:

∀x ∈ F : f (x∗) ≤ f (x) (2.6)

x⋆ é por definição uma solução ótima global.

Naturalmente, quando se deseja minimizar um problema de otimização contínua
(Equação 2.1), deseja-se encontrar o mínimo global do problema. Entretanto, encontrar
ótimos globais nem sempre é uma tarefa trivial, sendo assim, soluções ótimas locais
podem ser bastante úteis.

2.1.1 Problemas de Larga Escala e Abordagens Estado da Arte

Um problema de otimização contínua (Equação 2.1) com muitas variáveis de decisão
(n ≥ 1000) é também conhecido como um problema de otimização contínua de larga
escala. Diversos problemas práticos de otimização podem ser formulados como um
problema de otimização contínua de larga escala, como por exemplo, problemas
práticos de engenharias [15, 32, 68], computação [28, 35], biologia [67], entre outras
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áreas. A dimensionalidade não é a única característica de um problema de otimização
contínua de larga escala que dificulta a sua resolução. Algumas características comuns
a essa subclasse de problemas que impactam diretamente a qualidade das soluções
encontradas pelos mais diversos métodos são:

1. não-linearidade;

2. não-convexidade;

3. não-diferenciabilidade;

4. múltiplos mínimos locais;

5. transformações/rotações de eixos;

6. desbalanceamento de subproblemas.

Devido à relevância do tema, a conferência internacional IEEE Conference of
Evolutionary Computation (CEC) [48] vem ao longo dos últimos anos estimulando
estudos relacionados a otimização contínua de larga escala. Neste sentido, uma trilha
especial da conferência CEC propõe uma competição de métodos para resolução
de problemas de otimização contínua de larga escala. Usualmente, problemas de
teste são utilizados como referência no estudo e pesquisa de métodos de otimização.
Introduzido em [34], um conjunto composto por quinze funções de referência com
diferentes graus de dificuldade vem sendo utilizado em pesquisas relacionadas, bem
como, na competição da trilha especial de otimização contínua da conferência CEC.

Neste contexto de resolução de problemas de larga escala, Algoritmos Evolutivos
(AEs) emergiram como uma importante estratégia de otimização global. Os AEs
têm sido extensamente aplicados como uma alternativa mais genérica de métodos
para resolução de um amplo conjunto de problemas de otimização de larga escala.
Dentre os diversos AEs, a Estratégia Evolutiva de Adaptação da Matriz de Covariância
(CMA-ES - acrônimo do termo em inglês Covariance Matrix Adaptation - Evolution
Strategy) [23] e o algoritmo de Evolução Diferencial (DE - acrônimo do termo em
inglês Differential Evolution) [55] são algumas das abordagens com maior relevância
para a resolução dessa subclasse de problemas.

Contudo, trabalhos relacionados descrevem o deterioramento do desempenho
dos tradicionais AEs quando estão lidando com problema de larga escala [29, 40, 43].
Em contraste a essa perda de desempenho, diferentes estratégias têm sido propostas
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para melhorar os tradicionais AEs. De uma forma resumida, algumas das principais
estratégias são listadas a seguir:

• Métodos Alternativos para Inicialização da População [16, 20, 63, 66];

• Aprimoramento de Operadores e Parâmetros de Controle [4, 7, 71, 72];

• Aproximação e Metamodelos [8, 22, 30, 51];

• Algoritmos Meméticos e Métodos de Busca Local [21, 36, 44, 65];

• Hibridização [25, 62, 70];

• Computação e Modelos de Paralelismo [2, 9, 37, 53];

• Estratégias Coevolutivas (Decomposição e Divisão e Conquista) [27, 49, 59, 60].

Dentre as diversas estratégias citadas acima, métodos de busca local, algoritmos
meméticos e estratégias coevolutivas são algumas das abordagens que se destacaram
ao longo dos últimos anos, no contexto de otimização para problemas de larga escala.

Busca Local

Métodos de busca local, também conhecidos como métodos de pesquisa em vizinhança,
podem ser classificados em: (i) métodos livres de derivadas e (ii) métodos baseados
em derivadas. Os métodos livres de derivadas utilizam-se apenas de informações
relativas aos valores da função objetivo e restrições. Por outro lado, métodos baseados
em derivadas requerem derivadas de primeira ordem e/ou segunda ordem.

Na resolução de problemas de otimização contínua de larga escala, os métodos
livres de derivadas têm se destacado em relação aos métodos baseados em derivadas.
Uma das maiores desvantagens dos métodos baseados em derivadas é o alto consumo
para estimar o gradiente ou a matriz Hessiana por meio de métodos numéricos, como
por exemplo, métodos de diferenças finitas. Outra característica importante em relação
aos métodos de busca local é que métodos livres de derivadas tendem se adaptar
melhor as irregularidades do espaço de soluções [36].

O método de Busca de Múltiplas Trajetórias [65] (MTS - acrônimo do termo em
inglês Multiple Trajectory Search) é considerando um dos estados da arte no contexto
de otimização contínua de larga escala. Outro importante algoritmo é chamado de
Busca Local Baseada em Grupos de Tamanhos de Passos (BLBGTP). O BLBGTP é um
algoritmo resultado também deste estudo cujo o mesmo foi publicado em [36]. Em
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comum, os algoritmos MTS e BLBGTP são métodos de busca local de coordenadas,
livres de derivadas, que ao longo das iterações diminuem o tamanho do passo dado
em cada direção de busca. Entretanto, o BLBGTP propõe atualizar o tamanho dos
passos de forma reativa, diferentemente do método MTS. Os resultados experimentais
publicados em [36] demonstraram um desempenho superior do método BLBGTP
sobre os mais tradicionais métodos de busca local, inclusive comparado ao MTS.

Algoritmos Meméticos

AEs são conhecidos por sua boa capacidade de exploração global do espaço de soluções.
Em contrapartida, métodos de busca local têm como principal objetivo o refinamento
de soluções em uma exploração de vizinhança da solução atual. A combinação dessas
duas estratégias é comumente conhecida como algoritmos meméticos.

A combinação proposta pelos algoritmos meméticos tem como principal objetivo
acelerar a convergência dos métodos de exploração global, como os AEs. Os algoritmos
meméticos reforçam a importância dos métodos de busca local, dado que a utilização
apenas de métodos de exploração global pode levar a tempos de processamento
insatisfatórios ao lidar com problemas de larga escala. Por outro lado, os métodos de
busca local nem sempre conseguem encontrar soluções ótimas globais.

Os algoritmos SHADE [44] e MLSHADE-SPA [21] são alguns dos principais desta-
ques dentre os algoritmos meméticos para otimização global de problemas contínuos
de larga escala. Em comum, ambos algoritmos implementam o DE como o método de
otimização global. O algoritmo SHADE acopla ao DE múltiplos métodos de busca lo-
cal, MTS e L-BFGS-B [45], onde uma estratégia de aprendizado é utilizada para seleção
do método de busca local a ser aplicado. Por outro lado, o algoritmo MLSHADE-
SPA combina os métodos LSHADE-SPA, EADE, ANDE e uma versão modificada do
método de busca local MTS.

Estratégias Coevolutivas

Meta-heurísticas baseadas em decomposição são reconhecidamente abordagens bem-
sucedidas aplicadas a otimização global de problemas contínuos de larga escala [29,40,
41, 58, 59]. Essas meta-heurísticas baseadas em decomposição são também conhecidas
como estratégias de divisão e conquista. Basicamente, esse tipo de estratégia considera
que problemas menores são de mais fácil resolução ao invés de resolver o problema de
otimização como um todo.
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Neste contexto, AEs coevolutivos são importantes meta-heurísticas populacionais
baseadas no paradigma de divisão e conquista. Atualmente, o estado da arte em
otimização global para resolução de problemas contínuos de larga escala proposto em
[59] é uma meta-heurística coevolutiva baseada no método CMA-ES. Esse algoritmo
estado da arte, sendo declarado vencedor da competição proposta pelo IEEE CEC do
ano 2019, é ainda o atual campeão da competição. Esse resultado reforça as evidências
de que os métodos baseados em decomposição tendem a melhorar o desempenho
dos AEs para resolução de problemas contínuos de larga escala, conforme também
mencionado em [41, 58].

Considerando que em problemas de otimização cuja estrutura do problema não é
conhecida, problemas caixa-preta, as abordagens de divisão e conquista requerem a
investigação das interações entre as variáveis de decisão do problema. Assim, métodos
de decomposição são procedimentos cujo objetivo principal é investigar as interações
entre as variáveis de decisão. O resultado da análise da interação entre as variáveis de
decisão é utilizado como guia para possíveis divisões do problema de otimização em
um conjunto de subproblemas menores e independentes.

Métodos de decomposição de problemas caixa-preta podem diretamente influ-
enciar a qualidade das soluções encontradas pelas meta-heurísticas de divisão e
conquista [40]. Essa influência na qualidade das soluções encontradas pelas meta-
heurísticas de divisão e conquista pode ser relacionada aos níveis de acurácia encontra-
dos pela decomposição e o custo computacional dos métodos (número de avaliações
da função objetivo). Embora abordagens de divisão e conquista desejem altos níveis
de acurácia na decomposição do problema, altos níveis de acurácia não necessari-
amente produzirão meta-heurísticas mais eficientes visto que o próprio projeto da
meta-heurística pode influenciar no processo evolutivo. Além disso, métodos de
decomposição são baseados em definições matemáticas de separabilidade que podem
também influenciar os tipos de interações detectadas por estes procedimentos.

2.2 Otimização Caixa-Cinza

No contexto de otimização, operadores caixa-cinza representam algumas das aborda-
gens mais inovadoras introduzidas na literatura nos últimos anos [11,13,14,64,69]. De
uma forma geral, operadores caixa-cinza são desenvolvidos com o intuito de explorar a
estrutura do problema, como, por exemplo, subfunções e interações entre as variáveis
de decisão, visando projetar operadores mais eficientes e eficazes.
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Por outro lado, as tradicionais meta-heurísticas evolutivas corriqueiramente fazem
o uso de operadores “cegos” baseados geralmente apenas na qualidade das soluções,
também conhecidos como operadores caixa-preta. Entretanto, diversos estudos sobre
meta-heurísticas que aplicam operadores caixa-preta vêm demonstrando que essas
abordagens têm seu desempenho deteriorado ao lidar com problemas de otimização
de larga escala [40, 43, 64, 69].

Desta forma, a otimização caixa-cinza tem surgido como uma alternativa para o
desafio de se lidar com problemas de otimização com elevado número de variáveis
de decisão. Consequentemente, ao longo dos últimos anos, operadores caixa-cinza
têm sido propostos na literatura. Esses estudos relacionados têm demonstrado que as
abordagens caixa-cinza podem aliviar de forma significativa a perda de desempenho
das tradicionais meta-heurísticas evolutivas. Portanto, abordagens caixa-cinza podem
ser especialmente proveitosas no contexto de resolução de problemas de larga escala
devido a seu alto custo computacional [6, 12].

Resumidamente, os estudos relacionados a otimização caixa-cinza encontrados na
literatura podem ser sumarizados em três grupos principais, conforme apresentado
na Figura 2.1. Esses três grupos são: busca local, operadores de cruzamento e parale-
lização. Embora agrupados dessa maneira, a otimização caixa-cinza não se limita a
esses pontos focais de pesquisa.

Otimização
Caixa-Cinza

Paralelização

Busca
Local

Operador de
Cruzamento

Figura 2.1: Tópicos Recentes sobre Otimização Caixa-Cinza

2.2.1 Busca Local

Métodos de busca local são algumas das melhorias mais valiosas propostas recente-
mente no contexto de otimização caixa-cinza [13, 14, 69]. Essas recentes versões de
métodos de busca local utilizam-se de uma estratégia de antecipação para identificar
movimentos de melhora em tempo constante ou log-linear.
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Neste contexto, os primeiros estudos introduzidos na literatura foram propostos
para a resolução de problemas pseudo-booleanos [13, 69]. Como um pilar conceitual
desses métodos caixa-cinza aplicados a problemas pseudo-booleanos, tem-se a utili-
zação da decomposição de Walsh da função objetivo do problema. A aplicação da
decomposição de Walsh permite identificar as interações entre as variáveis de decisão e
subfunções de um problema pseudo-booleano. Outro pilar importante desses métodos
de busca local é o conceito de “pontuação” que classifica os possíveis movimentos
a serem realizados a partir de uma solução atual. Assim, o método de busca local
baseia-se pela maior pontuação para definir o movimento a ser aplicado. Por con-
sequência, sempre que um movimento é aplicado a uma variável de decisão, apenas as
pontuações das variáveis que interagem com a variável alterada requerem atualização.

Os estudos experimentais desses trabalhos relacionados demonstraram promisso-
res resultados e indicam que estes métodos podem impactar diretamente no projeto
de meta-heurísticas populacionais. De acordo com Chicano et al. [11], a mutação alea-
tória tradicional aplicada em meta-heurísticas evolutivas pode se tornar irrelevante
à medida que operadores de busca local caixa-cinza são desenvolvidos, isto porque,
esses métodos podem sempre encontrar soluções candidatas de melhor qualidade.

O sucesso dos métodos de busca local caixa-cinza tem incentivado a sua aplicação
para outras subclasses de problemas de otimização. Como consequência, as atuais
abordagens encontradas na literatura têm sido estendidas para lidar com problemas
compostos por variáveis inteiras [19] e problemas com funções de restrição [14, 19].

2.2.2 Operador de Cruzamento

Na otimização caixa-cinza, a introdução do operador de cruzamento conhecido como
Partition Crossover (PX) [64] é também outro relevante estudo introduzido recente-
mente na literatura. O PX é um operador determinístico inicialmente proposto para
problemas de otimização pseudo-booleanos. O sucesso do PX pode ser relacionado a
sua capacidade de explorar um número exponencial de soluções candidatas em tempo
linear ou quadrático [11].

Semelhante aos métodos de busca local caixa-cinza mencionados na seção anterior,
a versão original do operador PX também se baseia na decomposição de Walsh. No
PX, a decomposição de Walsh é um conceito muito importante para a decomposição
da função objetivo e identificação do Grafo de Interação de Variáveis (GIV). O GIV é
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x1
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x7

x8

x9

x10

(a) Grafo de Interação de Variáveis

x1

x3

x4

x6

x7

x9

x10

(b) Grafo de Recombinação

Figura 2.2: Recombinação das soluções x′ = ⟨1, 1, 0, 1, 0, 0, 1, 0, 1, 0⟩ e x′′ = ⟨0, 1, 1, 0, 0, 1, 0,
0, 0, 1⟩

uma representação em forma de grafos das interações entre as variáveis de decisão de
um problema de otimização. Sendo assim, o GIV é um grafo não direcionado definido
por G = (V, A), onde V representa o conjunto de variáveis de decisão e A representa
todos os pares de variáveis de decisão (xi, xj) que interagem entre si.

Resumidamente, o PX funciona partindo-se de duas soluções candidatas para
o qual é gerado um grafo de recombinação que elimina os vértices cujas variáveis
de decisão sejam iguais. Dado o grafo de recombinação, o PX explora-o buscando
encontrar a melhor solução dentre 2q possíveis soluções, onde q representa o número
de subgrupos de variáveis não separáveis. Além disso, segundo Tinós et al. [64], caso
duas soluções consideradas no cruzamento sejam ótimos locais, o PX sempre gerará
descendentes que são também ótimos locais em relação a um subespaço do hiperplano.

A Figura 2.2 apresenta uma ilustração do grafo de recombinação dado as soluções
x′ = ⟨1, 1, 0, 1, 0, 0, 1, 0, 1, 0⟩ e x′′ = ⟨0, 1, 1, 0, 0, 1, 0, 0, 0, 1⟩. Na Figura 2.2a é apresentada
o GIV para um problema de otimização fictício. Em seguida, a Figura 2.2b apresenta
o grafo de recombinação produzido pelo PX dado as soluções x′ e x′′ referentes ao
mesmo problema de otimização fictício. Observando o grafo de recombinação, Figura
2.2b, nota-se que o total de grafos desconexos contidos no grafo de recombinação é
igual a três, ou seja, q = 3.

Anos depois da introdução do operador PX, uma evolução do operador [11] foi
proposta com o intuito de obter um número maior de grafos desconexos durante o
processo de cruzamento entre duas soluções candidatas. Para isso, essa nova versão
analisa o grafo de recombinação buscando por pontos de articulação que serão manipu-
lados para gerar um número maior de subgrupos independentes de variáveis. Sendo
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assim, conforme ilustrado na Figura 2.3, os vértices x1, x2, x5, x8 e x9 são exemplos de
possíveis vértices do GIV que poderiam ser manipulados.

x1

x2 x3

x4

x5

x6 x7

x8

x9 x10

x11

x12

Pontos de Articulação

Figura 2.3: Exemplos de Pontos de Articulação de um Grafo de Interação de Variáveis

Diante do sucesso desse operador caixa-cinza de cruzamento, estudos relacionados
propuseram sua aplicação para outras categorias de problemas, como, por exemplo,
problemas com variáveis inteiras e funções de restrição [19]. Neste contexto, algumas
das principais contribuições apresentadas por Gomes et al. [19] foram: (i) conceito de
grafo de união para representar as interações encontradas na função objetivo e nas
restrições; e (ii) uso de uma estrutura de dados, conhecida como Fibonacci Heap, para
armazenamento eficiente das pontuações dos melhores movimentos.

Até então aplicados isoladamente, os operadores de cruzamento e busca local
caixa-cinza, foram combinados em um estudo relacionado proposto por Chicano et
al. [12]. Nesse trabalhado relacionado, um estudo experimental demonstrou o bom
desempenho dessa combinação de operadores caixa-cinza na resolução de problemas
de otimização pseudo-booleano composto por milhões de variáveis de decisão [12].

2.2.3 Paralelismo

Sabendo-se que grande parte do tempo de processamento utilizado pelos algoritmos de
otimização é dedicado a avaliação de soluções candidatas, estratégias de paralelização
são abordagens frequentemente estudadas. No contexto de otimização caixa-cinza,
a avaliação de soluções candidatas possui o benefício do cálculo parcial quando
subfunções do problema estão disponíveis. Nesse sentido, Bouter et al. [6] propôs um
relevante estudo explorando essa nova possibilidade de paralelismo de avaliações
parciais.
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Esse estudo relacionado proposto por Bouter et al. [6] apresentou uma abordagem
de paralelização de avaliações parciais no contexto de meta-heurísticas aplicadas a
problemas de otimização de larga escala. Foram avaliadas estratégias de paralelização
por meio de unidades de processamento gráfico e múltiplas unidades de processa-
mento central. Os promissores resultados obtidos nesse trabalho relacionado foram
também estendidos com sucesso para resolução de um problema real de otimização
contínua, conhecido como planejamento de tratamento de braquiterapia.

2.3 Conclusão

A flexibilidade e simplicidade dos AEs promoveram o seu amplo emprego na resolução
de uma variedade de problemas de otimização. Entretanto, trabalhos relacionados
têm demonstrado que os tradicionais AEs deterioram seu desempenho quando lidam
com problemas de larga escala. Nesse sentido, a flexibilidade e generalidade dos
tradicionais AEs podem ser inadequados ou ineficientes para a resolução de problemas
de larga escala em razoável tempo de processamento.

Em contraste aos tradicionais AEs e suas versões melhoradas, recentemente, os
AEs mais modernos dependem de operadores sensíveis a contexto. Nesse sentido,
os recentes estudos apresentam operadores de otimização caixa-cinza que requerem
o conhecimento prévio da estrutura do problema, bem como, acesso às subfunções
decompostas do problema de otimização. Essas informações prévias podem permitir o
desenvolvimento de operadores mais espertos que explorem a estrutura do problema
melhorando a qualidade das soluções produzidas.

Em conclusão, os estudos relacionados a otimização de caixa-cinza demonstraram
evidências de como se pode explorar a estrutura do problema para melhorar o desem-
penho dos AEs, especialmente para resolução de problemas de larga escala [6, 12, 64].
Em contraste, em sua maioria, esses estudos relacionados até o momento não focam
em problemas de otimização contínua de larga escala. Assim, visando começar a
contornar este cenário atual, este trabalho estuda e apresenta estratégias para abordar
os problemas de otimização contínua.
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Capítulo 3

Separabilidade e Estratégias de
Decomposição

Otimizadores caixa-cinza vem se destacando como uma das novas tendências e desa-
fios para à comunidade de pesquisa em otimização. Entretanto, diferentemente das
abordagens de otimização caixa-preta, as abordagens caixa-cinza requerem o conheci-
mento e acesso a informações adicionais relacionadas ao problema de otimização. Em
otimização caixa-cinza, conhecer a estrutura de interação entre as variáveis de decisão
e subfunções do problema são algumas das características comumente exploradas.

Neste contexto, para que seja possível a extração dessas informações adicionais
sobre os problemas de otimização é essencial o entendimento de conceitos relacionados
a separabilidade de problemas de otimização. Desta forma, ao longo deste capítulo
são discutidas formas de extração e/ou inferência dessas informações adicionais
requeridas pelas abordagens caixa-cinza de otimização. No contexto de problemas de
otimização contínua, a extração da estrutura de interação entre variáveis de decisão
e subfunções são baseadas em conceitos de separabilidade apresentados na Seção
3.1. Esses conceitos de separabilidade descritos na Seção 3.1 são fundamentais para
os procedimentos de extração discutidos nas Seções 3.2 e 3.3, para problemas de
otimização contínua cuja expressão matemática que os representem são conhecidas ou
não, respectivamente.

19



20 Separabilidade e Estratégias de Decomposição

3.1 Definições de Separabilidade

Um problema de otimização é dito separável se ele pode ser dividido em dois ou mais
subproblemas e esses subcomponentes podem ser resolvidos independentemente.
Desta forma, a Definição 3 descreve formalmente essa ideia.

Definição 3 Um problema de otimização definido pela função objetivo f (x) é parcialmente
separável em m subcomponentes independentes se:

arg min
x∈F

f (x) =

〈
arg min

s1∈F1

f _sub1(s1), . . . , arg min
sm∈Fm

f _subm(sm)

〉
(3.1)

onde m representa o número de subcomponentes independentes, x = ⟨x1, ..., xn⟩ ∈ R
n é um

vector de n dimensões, s1 ∈ R
n1 , ..., sm ∈ R

nm são sub-vetores disjuntos de x, 2 ≤ m ≤ n, e
n1 + .... + nm = n. Fi ⊂ R

ni representam as regiões factíveis para os subproblemas si de tal
modo que F1, ...,Fm são também disjuntos e F1 ∪ ...∪ Fm = F .

A Definição 3 é comumente apresentada na literatura relacionada e pode ser en-
contrada em diversos estudos [10, 34, 46, 47, 49]. No contexto de otimização contínua,
outra notória definição de separabilidade é a definição de separabilidade aditiva de
funções (Definição 4).

Definição 4 Uma função f (x) é aditivamente separável se:

f (x) =
m

∑
i=1

f _subi(si) (3.2)

onde x = ⟨x1, ..., xn⟩ ∈ R
n é o vetor global das variáveis de decisão do problema n-dimensional,

si são sub-vetores disjuntos de x, e m é o número de subcomponentes independentes.

De acordo com as Definições 3 e 4, se o número de subfunções independentes (m)
é igual a n, o problema de otimização é chamado de problema totalmente separável.
Por outro lado, se m = 1, tem-se um problema não separável.

Embora a Definição 4 não cubra os casos mais gerais de separabilidade da função
objetivo, essa definição é comumente empregada por diversos trabalhos relacionados
[27, 34, 38, 41, 60]. Sendo assim, visando compreender a compatibilidade e limitações
entre a definição alternativa (Definição 4) e a definição mais genérica de separabilidade
de problemas de otimização contínua (Definição 3), na Seção 3.1.1 são apresentadas
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provas matemáticas sobre suas compatibilidades. Em seguida, um detalhamento da
estrutura de um problema de otimização fictício é apresentado (Seção 3.1.2).

3.1.1 Compatibilidade das Definições de Separabilidade

Em termos gerais, a definição alternativa de separabilidade, Definição 4, apenas
formaliza a decomposição de uma função através de um somatório de subfunções.
Entretanto, essa definição não relaciona a solução ótima (x⋆) com a solução dos sub-
problemas f _subi(si) que é a fundamentação usada pelos métodos de otimização
baseados na estratégia de divisão e conquista.

Sendo assim, a seguir, apresenta-se uma prova matemática que a separabilidade
aditiva, dada pela Definição 4, implica na separabilidade do problema de otimização,
conforme descrito na Definição 3.

Prova 1 Se,

f (x) =
m

∑
i=1

f _subi(si) (3.3)

Então,

arg min
x∈F

f (x) =

〈
arg min

s1∈F1

f _sub1(s1), . . . , arg min
sm∈Fm

f _subm(sm)

〉
. (3.4)

Desta forma, dado

f (x) =
m

∑
i=1

f _subi(si) (3.5)

e

x⋆ = [s⋆1 , s⋆2 , . . . , s⋆m] ≜ arg min
x∈F

f (x). (3.6)

Suponha por contradição que:

arg min
x∈F

f (x) ̸=
〈

arg min
s1∈F1

f _sub1(s1), . . . , arg min
sm∈Fm

f _subm(sm)

〉
(3.7)
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então temos,

x⋆ ̸=
〈

arg min
s1∈F1

f _sub1(s1), . . . , arg min
sm∈Fm

f _subm(sm)

〉
(3.8)

o que implica em

∃ s′k , f _subk(s
′
k) < f _subk(s

⋆
k) (3.9)

e〈
arg min

s1∈F1

f _sub1(s1), ..., arg min
sk∈Fk

f _subk(sk), ..., arg min
sm∈Fm

f _subm(sm)

〉
= [s⋆1 , ..., s′k, ...s⋆m]

(3.10)

o que implica em

f (x) = ∑m
i=1 f _subi(si) = f _sub1(s1) + ... + f _subk(sk) + ... + f _subm(sm)

f (x⋆) = f _sub1(s
⋆
1) + ... + f _subk(s

⋆
k) + ... + f _subm(s

⋆
m)

> f _sub1(s
⋆
1) + ... + f _subk(s

′
k) + ... + f _subm(s

⋆
m)

(3.11)

implicando em

x⋆ ̸= arg min
x∈F

f (x) (3.12)

Portanto, se f (x) = ∑m
i=1 f _subi(si), a suposição deve ser falsa, então arg min

x∈F
f (x) tem que

ser

〈
arg min

s1∈F1

f _sub1(s1), . . . , arg min
sm∈Fm

f _subm(sm)

〉
.

Em termos gerais, a Prova 1 revela que um problema descrito por uma função
objetivo aditivamente separável é, de fato, um problema de otimização separável.

Com o intuito de demonstrar a compatibilidade para o sentido contrário da prova
apresentada, ou seja, que a Definição 3 implica na Definição 4, essa prova não é
necessária pois por meio de um contraexemplo pode-se provar que este sentido nem
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sempre poderá ser compatível. Confira o exemplo apresentado na Equação 3.13:

arg min
x∈F

f (x) f (x) = x1x2

F = {x : 1 ≤ xk ≤ 10, k = 1, 2}
(3.13)

Desta forma, identifica-se uma limitação da Definição 4 quando ela é usada para
decompor certos problemas de otimização. Observe que, essa definição poderá falhar
em reconhecer oportunidades de decomposição que não se enquadrem na Equação
3.2. A partir dessa análise teórica das definições de separabilidade, pode-se concluir
que a separabilidade aditiva (Definição 4) é parcialmente compatível com a definição
de separabilidade do problema de otimização (Definição 3). Entretanto, apesar da limi-
tação da Definição 4, ela continua muito útil e frequentemente utilizada em trabalhos
relacionados [27, 34, 38, 41, 60].

3.1.2 Problema de Otimização - Exemplo

De modo a ilustrar o conceito de separabilidade e como ele pode ser empregado neste
contexto de abordagens caixa-cinza para problemas contínuos, considere o problema
de otimização descrito na Equação 3.14. Suponha a dimensionalidade desse problema
seja igual a n = 7, este problema descrito na Equação 3.14 poderia ser reescrito de
acordo com a Equação 3.15.

arg min
x∈F

f (x) =
n

∑
k=1

w(x, k)

w(x, k) =

xkxmod(k+1,n), se mod(k− 1, 3) = 0

x2
k , caso contrário

F = {x : −10.0 ≤ xk ≤ 10.0, k = 1, ..., n}

(3.14)

f (x) = x1x2 + x2
2 + x2

3 + x4x5 + x2
5 + x2

6 + x7x1 (3.15)

Explorando o conceito de separabilidade aditiva de funções descrito na Definição
4, o problema de otimização definido na Equação 3.15 pode ser separado em m = 4
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subfunções f _sub1, f _sub2, f _sub3, e f _sub4 como descrito na Equação 3.16.

f _sub1(s1) = x1x2 + x2
2 + x7x1

f _sub2(s2) = x2
3

f _sub3(s3) = x4x5 + x2
5

f _sub4(s4) = x2
6

(3.16)

Desta forma, o problema de otimização descrito na Equação 3.15 pode ser dividido
em 4 subproblemas compostos pelas seguintes variáveis de decisão: s1 = ⟨x1, x2, x7⟩,
s2 = ⟨x3⟩, s3 = ⟨x4, x5⟩ e s4 = ⟨x6⟩. Além disso, a Figura 3.1 ilustra a representação
do Grafo de Interação de Variáveis (GIV) para o problema de otimização apresentado.
Conforme introduzido anteriormente, a definição formal de GIV pode ser revisitada
na Seção 2.2.2.

De forma simplificada, ao relacionar os conceitos de separabilidade e as estratégias
de otimização, é plausível dizer que o problema de otimização original (Equação 3.15)
pode ter os quatro subproblemas separadamente otimizados. Além disso, para este
exemplo, a função objetivo original pode ser calculada através do somatório de todas
as subfunções da Equação 3.16.

Portanto, partindo destes conceitos de separabilidade, subfunções, subproblemas,
grafo de interação de variáveis, necessários para tratar problemas de otimização
contínua no âmbito de estratégias caixa-cinza, as próximas seções deste capítulo apre-
sentam formas de extrair essas informações para problemas cuja expressão matemática
é conhecida ou não.

x1

x7

x2

s1

x3

s2

x4 x5

s3

x6

s4

Figura 3.1: Grafo de Interação de Variáveis do Problema Definido pela Equação 3.15
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3.2 Decomposição de Problemas com Formulação

Matemática Conhecida

De uma forma geral, as atuais abordagens de otimização caixa-cinza têm utilizado um
desenvolvimento ad hoc (sob medida) ao problema de otimização a ser tratado. Isso
significa que mesmo de posse da expressão matemática que representa o problema de
otimização, o desenvolvimento dos algoritmos, operadores e problemas de otimização
não são tratados de forma independente. Essa característica segue a contramão da
ideia de independência entre o problema de otimização e otimizador.

Essa característica traz como inconveniente a dificuldade de replicação dos opera-
dores sensíveis ao contexto à medida que a complexidade dos métodos aumentam.
Outro inconveniente é que para o funcionamento das abordagens caixa-cinza a iden-
tificação da estrutura do problema de otimização é comumente realizada de forma
manual.

Assim, embora a extração de informações seja viável nesses cenários, essa tarefa a
ser realizada pelos usuários pode ser muito dispendiosa e complicada, principalmente
no contexto de problemas de otimização contínua de larga escala. Sendo assim, visando
fornecer um procedimento de análise da estrutura dos problemas cuja expressão
matemática é conhecida, uma arquitetura computacional que possibilite essa extração
é proposta neste trabalho. Essa arquitetura propõe oferecer: (i) independência entre a
descrição dos problemas de otimização e os métodos de otimização; (ii) representação
numéricas e algébricas do problema de otimização; (iii) decomposição das funções
objetivo e restrições; e (iv) identificação do GIV.

3.2.1 Arquitetura Computacional

Basicamente, a arquitetura computacional proposta pode ser visualizada em qua-
tro componentes principais: modelagem do problema, interpretação, computação
simbólica e o otimizador independente. O diagrama apresentado na Figura 3.2 des-
creve a organização desses componentes e seus vínculos. Partindo da modelagem
do problema de otimização até o otimizador, um tratamento especial separado em
quatro estágios é proposto por essa arquitetura. Assim, para que fosse possível uma
análise prévia do problema de otimização que extraísse as informações necessárias da
estrutura do problema foi proposta a utilização de computação simbólica.
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Modelagem
do Problema

Interpretação
do Problema

Computação
Simbólica

f (x)
simbólico e númerico

f (x)
somente númerico

Otimizador

Figura 3.2: Visão Geral da Arquitetura Computacional Proposta para Extração de Informações
dos Problemas de Otimização

O primeiro estágio dessa arquitetura é a modelagem do problema de otimização.
Para garantir a independência do otimizador e a modelagem do problema foi pro-
posto uma linguagem de modelagem própria, chamada de Linguagem Procedural de
Modelagem (LPM). Detalhes da linguagem LPM são apresentados na Seção 3.2.2.

No segundo estágio da arquitetura, um algoritmo de análise sintática gera uma
árvore sintática abstrata a partir do modelo do problema de otimização representado
usando a LPM. Este analisador extrai todas as informações sobre parâmetros, variáveis
de decisão, funções objetivo e restrições definidas conforme a gramática da LPM.

Por sua vez, o terceiro estágio é composto por um componente capaz de realizar
a computação simbólica da representação do problema usando a árvore sintática
abstrata gerada no estágio anterior. Nesse estágio uma computação simbólica do
problema analisa-o no intuito de identificar a estrutura de interações das variáveis,
consequentemente, a identificação dos subproblemas e suas subfunções relacionadas.
Detalhes do processamento que descreve o componente de computação simbólica da
arquitetura proposta são apresentados na Seção 3.2.3.

Por fim, o último estágio representa o processo de otimização em si que pode
explorar as informações extraídas do problema. Conforme mencionado anteriormente,
existe uma independência nessa extração de informação do problema com os métodos
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de otimização. Portanto, os métodos de otimização não se limitam aos apresentados
nos próximos capítulos deste estudo.

3.2.2 Linguagem de Modelagem

A linguagem de modelagem de problemas de otimização proposta neste estudo é
denominada Linguagem Procedural de Modelagem (LPM). A LPM segue uma organi-
zação similar a outras linguagens de modelagem encontradas na literatura, como por
exemplo: AIMMS [5], AMPL [17], CMPL [54], MPL [33] e dentre outras linguagens.
Entretanto, a falta de conexão entre as diversas linguagens de modelagens encontradas
na literatura com o desenvolvimento de Algoritmos Evolutivos (AEs) foi um dos
principais fatores que estimularam a proposição de uma linguagem de modelagem
nova. Além disso, limitações são comumente encontradas em relação à licença das
linguagens que possibilitem uma descrição mais ampla dos problemas, como, por
exemplo, as linguagens AIMMS e AMPL.

De forma similar as demais linguagens de modelagem, a LPM sugere que um
modelo representando o problema de otimização seja descrito pelos seguintes compo-
nentes: parâmetros do modelo, variáveis de decisão, funções objetivo e restrições. No
entanto, a LPM é baseada em linguagens de programação. Deste modo, a principal
diferença entre a linguagem de modelagem proposta e as demais encontradas na
literatura está na forma como as funções objetivo e restrições são representadas.

Na linguagem proposta, as funções objetivo e restrições são representadas usando
a linguagem de programação C++. Do ponto de vista prático, essas funções objetivo e
restrições em C++ permitem o desenvolvimento de um compilador Just-In-Time (JIT)
baseado em LLVM/Clang. Esse compilador JIT forneceria a oportunidade de unir o
código do usuário com outro C++ ou qualquer outra biblioteca de terceiros desejada.

A LPM é uma linguagem de modelagem muito flexível em relação às alterações no
modelo abstrato do problema de otimização. Essa linguagem permite que a dimen-
sionalidade do problema e/ou limites das variáveis sejam facilmente alterados sem
qualquer aumento na complexidade de modelagem do problema. Essa característica
é um aspecto importante em linguagens de modelagem, especialmente, quando se
modela problemas de larga escala devido ao grande número variáveis que gera uma
extensa função objetivo.
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Embora projetada para possibilitar a modelagem de diversas categorias de proble-
mas de otimização conforme apresentado em [38], apenas problemas de otimização
contínua serão o foco dessa seção. Desta forma, a seguir são apresentados detalhes da
gramática e exemplos de representação usando a linguagem proposta.

Modelagem – Exemplo de Representação

Exemplificando a modelagem de problemas de otimização contínua por meio da LPM,
considere novamente o problema fictício descrição pela Equação 3.14, discutido na
Seção 3.1.2 deste capítulo. A função objetivo deste problema pode ser numericamente
descrita em C++ conforme a Figura 3.3.

double problem(double x[], int n){
double sum = 0.0;
for(int i = 0; i < n; i++){

if( i % 3 == 0 ){
sum += x[i] * x[(i+1) % n];

} else {
sum += x[i] * x[i];

}
}
return sum;

}

Figura 3.3: Implementação em C++ do Problema de Otimização Descrito pela Equação 3.14

Dado o exemplo do problema de otimização apresentado na Equação 3.14, a Figura
3.4 apresenta como seria a modelagem desse problema usando LPM. Note que, neste
exemplo, um parâmetro inteiro constante, n, foi definido com o valor 7, representando
a dimensionalidade do problema. Em seguida, um arranjo de variáveis de decisão,
denominado x, foi também definido com tamanho igual a 7 devido a dimensionalidade
problema. Além disso, para todas as variáveis de decisão xi ∈ x, seus limites inferior
e superior foram definidos como −10, 0 e 10, 0. Por fim, a representação abstrata do
problema de otimização é descrita como uma função objetivo de minimização usando
linguagem C++.

Gramática

Basicamente, as regras formais que compõem a gramática da LPM é uma lista de
declarações que podem declarar/definir variáveis de decisão, parâmetros, restrições,
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// definindo parâmetros do modelo
int n = 7

// definindo variáveis de decisão
double [-10.0, 10.0] x[7]

// definindo função objetivo
minimize problem = {

double sum = 0.0;
for(int i = 0; i < n; i++){

if( i % 3 == 0 ){
sum += x[i] * x[(i+1) % n];

} else {
sum += x[i] * x[i];

}
}
return sum;

}

Figura 3.4: Modelagem do Problema de Otimização Usando a Linguagem Procedural de
Modelagem (LPM)

funções objetivo, bem como, incluir comentários. Desta forma, ao longo dessa seção
essa lista de declarações da gramática da LPM é detalhada.

• Comentários

Iniciando pelos comentários, na LPM, comentários de uma linha são precedidos
por //, -, e #. Por outro lado, caso o modelador deseje inserir comentários de múltiplas
linhas basta usar os delimitadores /* e */. Note que, os padrões usados para co-
mentários seguem padrões amplamente conhecidos e divulgados por diversas outras
linguagens.

Para melhor compreensão, exemplos de inclusão de comentários de todos os tipos
permitidos na LPM são apresentados na Figura 3.5.

// exemplo de comentário de uma linha
- exemplo de comentário de uma linha
# exemplo de comentário de uma linha
/* exemplo de comentário por bloco */

Figura 3.5: Exemplo de Escrita de Comentários por Linha e Bloco Usando a Linguagem Proce-
dural de Modelagem (LPM)

• Declarações de Parâmetros

Parâmetros representam constantes utilizadas na modelagem de um problema. Na
LPM, os parâmetros são sempre definidos por um tipo de dado, um identificador e
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um valor constante. Para os casos em que o modelador desejar descrever um arranjo
de parâmetros, uma lista de valores constantes pode ser definida entre os símbolos de
chaves.

Um exemplo usando a LPM apresentado na Figura 3.6, demonstra a declaração de
parâmetros usando diferentes tipos permitidos na linguagem proposta. Observando
essa figura, note que, três parâmetros são declarados os quais seus identificadores são,
par_inteiro, par_decimal, par_booleano. Ainda sobre desse exemplo, os tipos de dados
para cada um dos parâmetros são int, double e bool onde seus respectivos valores são:
10, 5.983 e true. É importante observar que a representação numérica é realizada no
formato norte-americano.

// definição de parâmetros
int par_inteiro = 7
double par_decimal = 5.9
bool par_booleano = true

Figura 3.6: Exemplo de Definição de Parâmetros Usando a Linguagem Procedural de Modela-
gem (LPM)

Similarmente a declaração de parâmetros únicos, a LPM também permite a defi-
nição de arranjos de parâmetros. O conjunto de valores a serem declarados devem
ser informados entre os símbolos de chaves ({}) e separados por vírgulas (,), conforme
exemplo apresentado na Figura 3.7. Note nesse exemplo apresentado que, três arranjos
de parâmetros são declarados cujo seus identificadores são: arranjo_par_inteiros, ar-
ranjo_par_decimal, arranjo_par_booleano. Os respectivos tipos dos arranjos de parâmetros
definidos são: int, double e bool. Sendo o primeiro arranjo, arranjo_par_inteiros, composto
pelo seguinte conjunto de valores: 10, 20 e 30. O segundo arranjo, arranjo_par_decimal,
composto pelo seguinte conjunto de valores: 5.893, 7.064 e 82.09. Observe, novamente,
que a representação numérica de valores reais é realizada usando o formato numérico
norte-americano. Por fim, a arranjo, arranjo_par_booleano é composto pelos valores true,
false e true.

// definindo arranjo de parâmetros
int arranjo_par_inteiros = {10, 20, 30}
double arranjo_par_decimal = {5.893 , 7.064, 82.09}
bool arranjo_par_booleano = {true , false , true}

Figura 3.7: Exemplo de Definição de Arranjo de Parâmetros Usando a Linguagem Procedural
de Modelagem (LPM)
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• Declarações de Variáveis de Decisão

As variáveis de decisão de um modelo nos permitem representar o espaço da
solução do problema. Além disso, as variáveis de decisão definem o domínio a ser
explorado pelo otimizador. Assim, em problemas de otimização contínua, comumente
as variáveis de decisão têm limites inferiores e superiores constantes que devem ser
respeitados. Embora a LPM suporte a declaração de variáveis de decisão de diferentes
tipos como inteiros, reais e booleanos, este estudo focará apenas em variáveis reais
necessárias para modelagem de problemas de otimização contínua.

Exemplificando a declaração de variáveis de decisão usando a LPM, a Figura
3.8 apresenta exemplos de possíveis declarações. O primeiro exemplo dessa figura
demonstra a declaração de uma variável de decisão, var_limites_decimal, para valores
no domínio dos números reais cujo seus limites foram definidos como -112.22 e
112.22. No segundo exemplo, a variável cujo identificador é var_decimal demonstra
a declaração de uma variável de decisão onde o usuário omitiu os limites inferiores
e superiores permitidos. Por fim, o último exemplo apresenta a declaração de um
arranjo de variáveis de decisão que possui como propriedade um tamanho definido
como 100 onde cada variável do arranjo possui limites inferiores e superiores iguais à
0.1 e 1.5, respectivamente.

// definindo variáveis de decisão com limites pre -definidos
double [-112.22 , 112.22] var_limites_decimal
// definindo variáveis de decisão sem declaração de limites
double var_decimal
// definindo arranjo de variáveis de decisão
double [0.1, 1.5] arranjo_var_limites_decimal [100]

Figura 3.8: Exemplo de Definição de Variáveis de Decisão Usando a Linguagem Procedural de
Modelagem (LPM)

• Declarações de Funções Objetivo

Basicamente, funções objetivo expressam o objetivo do modelo de abstração do
problema de otimização. Na LPM, as funções objetivo podem ser definidas como um
bloco de código C++ ou uma expressão matemática simples. A declaração de funções
objetivo usando a LPM é obrigatoriamente acompanhada por uma palavra-chave
que indica ao otimizador se desejamos minimizar ou maximizar a função declarada.
Embora, a LPM permita a declaração de múltiplas funções objetivo que caracterizam
problemas multiobjetivos, neste trabalho, problemas multiobjetivos não serão foco de
estudo.
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As Figuras 3.9, 3.10 e 3.11 apresentam três exemplos de declarações de funções obje-
tivo usando a LPM. A função objetivo, minFuncaoExemplo, demonstra com pode ser de-
clarado o problema de otimização definido matematicamente como arg min f (x, y) =
2cos(x) + sin(y). O segundo exemplo demonstra a declaração de um problema defi-
nido por x1x2 − x3x1, sendo o mesmo, um problema de maximização. Por fim, a LPM
também permite a possibilidade de declaração de uma função objetivo descrevendo-
a, como uma expressão única, conforme terceiro exemplo, onde y e z representam
variáveis de decisão simples.

// definindo um problema como uma função a ser minimizada
minimize minFuncaoExemplo = {

return 2 * cos(x) + sin(y);
}

Figura 3.9: Exemplo de Definição de Função Objetivo de Minimização Usando a Linguagem
Procedural de Modelagem (LPM)

// definindo um problema como uma função a ser maximizada
maximize maxFuncaoExemplo = {

return x[1] * x[2] - x[3] * x[1];
}

Figura 3.10: Exemplo de Definição de Função Objetivo de Maximização Usando a Linguagem
Procedural de Modelagem (LPM)

// definindo um problema como uma expressão única a ser minimizada
maximize maxFuncaoLinhaUnicaExemplo = y + 97.4*z

Figura 3.11: Exemplo de Definição de Função Objetivo de Maximização Usando a Linguagem
Procedural de Modelagem (LPM)

• Declaração de Restrições

Por fim, a sintaxe para declaração de restrições é similar à declaração de funções
objetivo. No entanto, a palavra-chave utilizada é “constraint” em vez de “minimize” ou
“maximize”. Na Figura 3.12, um exemplo de definição de uma restrição de igualdade
usando a LPM é apresentada. Restrições de desigualdade também são permitidas,
alterando-se apenas os operadores relacionais utilizados na descrição das restrições.

Desta forma, partindo da modelagem do problema de otimização usando a LPM,
o modelo descrito pelo usuário é interpretado extraindo-se uma árvore sintática
abstrata que é então submetida um componente de computação simbólica, conforme
arquitetura apresentada anteriormente na Figura 3.2.



Separabilidade e Estratégias de Decomposição 33

// definindo uma restrição de igualdade
constraint restricaoExemplo = {

return 100* sin(x - 0.12) + 10* cos(y - 0.25) == 0;
}

Figura 3.12: Exemplo de Definição de Restrição Usando a Linguagem Procedural de Modela-
gem (LPM)

3.2.3 Componente de Computação Simbólica

O componente de computação simbólica proposto nesta arquitetura cumpre um im-
portante papel tornando viável a representação algébrica do modelo do problema de
otimização descrito usando a LPM. Essa representação algébrica do modelo possibilita
a manipulação da expressão matemática do problema, bem como, sua análise para
extração de sua estrutura, conforme conceitos apresentados na Seção 3.1.

Neste componente, as representações algébricas do problema são obtidas através
de um estágio de compilação de linguagem de programação. Essa compilação men-
cionada é um processo Just-In-Time (JIT) baseado em Clang/LLVM onde o modelo
descrito usando a LPM é traduzido e representado usando estruturas e tipos de dados
provenientes da biblioteca de computação simbólica denominada SymbolicC++ [61].

Na arquitetura proposta, para o procedimento de análise dos problemas de otimiza-
ção, o fluxo de execução desse componente de computação simbólica pode ser dividido
em duas vias. Uma via desse fluxo segue na direção de uma interface simbólica para
o problema de otimização. Por outro lado, a segunda via traz uma abordagem con-
vencional comumente utilizada no desenvolvimento de algoritmos evolutivos onde
nenhuma análise do problema é realizada, apenas são realizadas chamadas da função
objetivo para avaliação das soluções candidatas.

A via de interface simbólica tem como prerrogativa realizar uma tentativa de
representação simbólica automática do problema de otimização modelado no primeiro
estágio dessa arquitetura. O sucesso dessa investida de representação simbólica
possibilita a análise do problema de otimização para extração da estrutura de interação
entre as variáveis, subfunções e subproblemas. Tais informações são essenciais no
contexto de otimização caixa-cinza. Caso contrário, ou seja, a representação algébrica
não seja possível, a modelagem original é mantida.

A biblioteca SymbolicC++ usada por este componente facilita a representação algé-
brica, sendo a classe Symbolic a mais relevante para o contexto deste componente. Na
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classe Symbolic, as expressões algébricas são organizadas por meio de uma estrutura
de dados em árvore. O exemplo de problema de otimização discutido anteriormente
na Equação 3.15 seria representado pela biblioteca SymbolicC++ conforme a ilustra-
ção apresentada na Figura 3.13. Note que, nessa representação simbólica da função
objetivo, o nó raiz representa o identificador da expressão, os nós intermediários
representam operadores e os nós folhas representam símbolos (variáveis) ou valores
numéricos. Nessa ilustração da Figura 3.13, as palavras-chave sum, prod e exp represen-
tam as operações matemáticas de soma, produto e exponenciação, respectivamente.

f (x)

sum

prod pow pow prod pow pow prod

x1 x2 x2 2 x3 2 x4 x5 x5 2 x6 2 x7 x1

Figura 3.13: Representação em Estrutura de Dados em Árvore para o Problema Definido pela
Equação 3.15

Diante da representação algébrica por meio da biblioteca SymbolicC++, a análise
do problema de otimização pode ser realizada de forma automática visitando os
nós da estrutura em árvore da classe SymbolicC++. Assim, baseado na definição de
separabilidade aditiva de funções (Definição 4), a arquitetura proposta neste trabalho
permite a representação algébrica dos problemas de otimização, decomposição e
identificação do grafo de interação das variáveis decisão para uma diversidade de
problemas de otimização.

Por fim, para os casos onde a expressão matemática do problema de otimização não
é conhecida, tradicionais métodos de decomposição, apresentados na Seção 3.3, podem
ser utilizados para identificação da estrutura do problema. Entretanto, é importante
ressaltar que para este cenário, as subfunções não são possíveis de serem extraídas.
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3.3 Decomposição de Problemas sem Formulação

Matemática Conhecida

Problemas de otimização cuja expressão matemática não é conhecida são uma rea-
lidade bastante presente no contexto de problemas práticos de otimização contínua.
Neste sentindo, procedimentos para analisar esses problemas de otimização contínua
são essenciais para o desenvolvimento de operadores caixa-cinza e meta-heurísticas
de divisão e conquista. Na literatura, esses procedimentos de análise são conhecidos
como métodos de decomposição e diversos algoritmos já foram introduzidos nas
últimas décadas.

Para analisar um problema de otimização contínua, os métodos de decomposição
requerem apenas duas informações sobre o problema: (i) como representar uma
solução candidata ao problema (x); e (ii) uma função objetivo f (x) para avaliar a
qualidade das soluções candidatas. Vale ressaltar que esses pré-requisitos são os
mesmos necessários para a aplicação das tradicionais meta-heurísticas caixa-preta.

Métodos de decomposição têm como principal meta encontrar possíveis subpro-
blemas independentes dado um problema de otimização. Entretanto, esses métodos
possuem características distintas que impactam diretamente a acurácia na identifica-
ção dos subproblemas. Além disso, o número de avaliações da função objetivo para
analisar o problema e a informação extraída da análise são também alguns resultados
diretamente impactados. Diante deste cenário, foi desenvolvida uma biblioteca C++
incluindo os principais métodos de decomposição. O objetivo dessa biblioteca é apoiar
a reprodutibilidade e desenvolvimento de trabalhos relacionados ao tema.

A biblioteca de métodos de decomposição proposta tem como características os
seguintes pontos:

1. Apoiar o processo de decomposição de problemas de otimização contínua por
diferentes métodos de decomposição;

2. Permitir extensões para novos métodos de decomposição;

3. Permitir que solucionadores fornecidos pelo usuário ou de terceiros possam ser
integrados a biblioteca;

4. Permitir o desenvolvimento de operadores de caixa-cinza para problemas de
otimização contínua cuja expressão matemática não é conhecida.
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Nesta biblioteca, foi proposta uma taxonomia dividindo os métodos de decomposi-
ção nos seguintes grupos: (i) decomposição par-a-par, (ii) decomposição recursiva e
(iii) decomposição baseada em grafos. Desta forma, ao longo do restante dessa seção,
os diferentes métodos implementados nessa biblioteca são discutidos.

3.3.1 Decomposição Par-a-Par

Os métodos de decomposição baseados em comparações de pares identificam iterati-
vamente a interação entre pares de variáveis. Assim, os pares de variáveis ⟨xp, xq⟩ para
os quais as interações são identificadas são agrupados no mesmo subcomponente.

Método de Agrupamento Diferencial

O método de Agrupamento Diferencial (AD) [46] é um dos pioneiros procedimen-
tos de decomposição derivados da definição de separabilidade parcialmente aditiva
(Definição 4). Uma das maiores contribuições desse método de decomposição é a
fundamentação teórica proposta pelos autores para a identificação de variáveis que se
interagem. Sendo assim, os autores do AD propuseram o seguinte teorema:

Teorema 1 Dado f (x), uma função separável aditivamente, ∀ a, b1 ̸= b2, σ ∈ R, σ ̸= 0,
se a seguinte condição for válida:

∆σ,xp
[ f ](x)|xp=a,xq=b1

̸= ∆σ,xp
[ f ](x)|xp=a,xq=b2

(3.17)

que implica em,

∆σ,xp
[ f ](x)|xp=a,xq=b1

− ∆σ,xp
[ f ](x)|xp=a,xq=b2

̸= 0 (3.18)

portanto, xp e xq interagem entre si, ou seja, eles são indissociáveis, onde

∆σ,xp
[ f ](x) = f (. . . , xp + σ, . . . )− f (. . . , xp, . . . ) (3.19)

refere-se à diferença direta de f (x) em relação à variável xp dentro do intervalo σ.

Em outras palavras, o Teorema 1 expressa que dada uma função aditivamente
separável f (x), duas variáveis xp e xq interagem se a Equação 3.17 avaliada para
dois valores diferentes para xq produzam resultados diferentes. Os autores do mé-
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todo de decomposição AD também introduziram uma prova por contraposição para
demonstrar a validade deste teorema onde a mesma pode ser verificada [46].

Basicamente, o método AD funciona analisando iterativamente as interações entre
os pares possíveis de variáveis de decisão xp e xq. O algoritmo começa pela primeira va-
riável, x1, e examina sua interação com todas as outras variáveis de decisão, x2, . . . , xn.
Se nenhuma interação for detectada verificando todos os pares possíveis, o algoritmo
move a variável xp para o conjunto de variáveis de decisão independentes, xsep, que
podem ser otimizadas de forma independente. Por outro lado, os pares de variáveis
de decisão que apresentam interações são colocados no mesmo subcomponente si ⊂ s.

Na prática, para investigar a interação entre duas variáveis de decisão, xp e xq, de
acordo com o Teorema 1, os valores de ∆1 e ∆2 devem ser calculados conforme as
Equações 3.20 e 3.21.

∆1 = f (x)− f (x′) (3.20)

∆2 = f (y)− f (y′) (3.21)

onde x =
〈

l1, ..., lp, ..., lq, ..., ln
〉

, x′ = ⟨l1, ..., up, ..., lq, ..., ln⟩, y =
〈

l1, ..., lp, ..., cq, ..., ln
〉

,

y′ = ⟨l1, ..., up, ..., cq, ..., ln⟩, e cq = 0, 5 ∗ (uq + lq). Assim, no método AD, uma interação
entre xp e xq é considerada existente de acordo com a condição descrita na Equação
3.22, onde ϵ é um parâmetro do algoritmo que deve ser definido pelo usuário.

|∆1 − ∆2| > ϵ (3.22)

Uma vez que o algoritmo AD investiga apenas interações diretas entre pares de
variáveis, uma das desvantagens do AD é sua incapacidade de identificar as intera-
ções indiretas de variáveis. Outra desvantagem é que o parâmetro de controle de
interação, ϵ, influencia diretamente quais interações são identificadas. Assim, geral-
mente são necessários estudos experimentais prévios para cada novo procedimento
de decomposição. Além disso, devido às comparações par-a-par, o método requer
uma significativa quantidade de avaliações da função objetivo para identificação dos
subcomponentes.
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Método de Identificação Rápida de Interdependência

O método de Identificação Rápida de Interdependência (IRI) [27] foi introduzido na
literatura visando reduzir o número de avaliações contabilizadas da função objetivo,
mantendo a acurácia na decomposição do problema de otimização.

O método IRI aplica a mesma base teórica proposta pelo AD para identificar
interações entre pares de variáveis de decisão. Antes de iniciar o procedimento de
decomposição, uma solução de amostra x = ⟨x1, ..., xn⟩ deve ser definida. Assim, o
procedimento desse algoritmo possui duas etapas. No primeiro estágio, as variáveis
de decisão são divididas em dois conjuntos: variáveis separáveis xsep e variáveis não
separáveis xnsep.

No primeiro estágio, para cada variável de decisão xp, o algoritmo realiza as
seguintes etapas:

1. x′ ←
〈

x1, ..., xp + σ1, ..., xq, ..., xn

〉
2. ∆x← f (x′)− f (x);

3. y← perturbe(x);

4. ∀i ̸= p : yi ← yi + σ1;

5. y′ =
〈

y1, ..., yp + σ1, ..., yq, ..., yn

〉
6. ∆y = f (y′)− f (y);

7. Se |∆x− ∆y| ≤ ϵ1, xsep ← xsep ∪ xp;
Senão, xnsep ← xnsep ∪ xp;

O segundo estágio do algoritmo analisa as variáveis de decisão não separáveis
xnseps identificadas em seu primeiro estágio. Essa análise é realizada para obter uma de-
composição quase ótima dos |s| = m subcomponentes. Até que o conjunto xnsep esteja
vazio, o algoritmo executa as seguintes etapas para identificar o novo subcomponente
snovo para cada xp ∈ xnsep:

1. snovo ← {xp} ∈ xnseps;

2. xnseps ← xnseps \ xp;

3. x′ ← perturbe(x);
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4. x′p ← x′p + σ2;

5. Para cada xq ∈ xnseps, tal que |∆x− ∆y| > ϵ2:

• snovo ← snovo ∪ xq;

• xnseps ← xnseps \ xq;

Embora experimentos computacionais relacionados ao algoritmo IRI tenha demons-
trado a capacidade de atingir altas taxas de acurácia de agrupamento, esse método
de decomposição requer a configuração de quatro parâmetros a serem previamente
definidos pelo usuário, sendo eles: ϵ1, ϵ2, σ1 e σ2.

3.3.2 Decomposição Recursiva

Os algoritmos de decomposição recursiva tentam identificar os subcomponentes do
problema, analisando simultaneamente, a cada iteração, a interação entre grupos de
variáveis de decisão.

Método de Agrupamento Diferencial Recursivo

O algoritmo de Agrupamento Diferencial Recursivo (ADR) [58] é um dos métodos
de decomposição mais eficientes e eficazes encontrados na literatura. Esse método
utiliza-se de uma estratégia recursiva para analisar a interação entre as variáveis de
decisão de um problema de otimização. Para isso, ele baseia-se no seguinte Teorema:

Teorema 2 Dado f(x), s1 e s2 sub-vetores mutuamente exclusivos de variáveis de decisão onde
s1 ∩ s2 = ∅. Se existe dois vetores unitários u1 e u2, e dois valores l1 e l2 maiores que 0, de tal
modo que:

f (x + l1u1 + l2u2)− f (x + l2u2) ̸= f (x + l1u1)− f (x) (3.23)

existe alguma interação entre pelo menos um par de variáveis de decisão dos conjuntos s1 e s2.

Seguindo o Teorema 2, a interação entre dois subcomponentes s1e s2 de variáveis
de decisão é calculada através das seguintes etapas:

1. x← [l1, . . . , ln],

2. uk ← limites_superiores(x′);
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3. x′ ← perturbe(x, s1, uk);

4. δ1 ← f (x)− f (x′);

5. y← perturbe(x, s2, (uk + lk) ∗ 0, 5);

6. y′ ← perturbe(x′, s2, (uk + lk) ∗ 0, 5);

7. δ2 ← f (y)− f (y′);

8. Se |δ1 − δ1| > ϵ, snovo ← s1 ∪ s2.

Assim, baseado no Teorema 2, o ADR começa examinando a interação entre uma
variável de decisão xp com as variáveis restantes. Para qualquer interação detectada,
as variáveis de decisão restantes são novamente divididas em dois grupos s1 e s2, e a
análise de xp para com cada grupo é realizada. Este processo continua recursivamente
até que todas as interações individuais com xp tenham sido detectadas e inseridas no
mesmo subproblema de xp.

Para detectar a interação entre dois conjuntos s1 e s2 de variáveis de decisão, um
valor ϵ deve ser definido. Mei et al. [41] propôs uma estratégia para calcular um
valor adequado para ϵ sendo ϵ = α× min{| f (x1)|, ..., | f (xd)|}, onde d é o número de
amostras aleatórias e α é o coeficiente de controle proposto pelos autores.

Apesar da eficácia do método ADR para encontrar os subcomponentes quase
ótimos, o método ADR também requer a prévia definição de dois parâmetros: d e α.

Método de Agrupamento Diferencial Recursivo - 2

O método de Agrupamento Diferencial Recursivo - 2 (ADR2) [60] é uma extensão
do algoritmo ADR. Conforme introduzido na subseção anterior, a interação entre
as variáveis de decisão baseado no Teorema 2 requer a definição do parâmetro ϵ.
Para lidar com a definição do parâmetro ϵ, o método predecessor, ADR, propôs uma
formulação que requer a definição de dois outros parâmetros denominados α e d.

Entretanto, buscando eliminar a necessidade de definição desses parâmetros adi-
cionais, o método ADR2 propôs a formulação descrita na Equação 3.24, onde γ é
definido na Equação 3.25, v =

√
n + 2, e µ representa o épsilon da máquina. Em outras

palavras, o épsilon da máquina representa a diferença entre 1, 0 e o próximo valor que
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a máquina pode representar como um número ponto flutuante.

ϵ = γ× (| f (x)|+ | f (x′)|+ | f (y)|+ | f (y′)|) (3.24)

γ = (v× µ)/(1− (v× µ)) (3.25)

Método de Agrupamento Diferencial Recursivo - 3

Como uma alternativa para decompor problemas de otimização que possuem sobre-
posição subcomponentes, o Agrupamento Diferencial Recursivo - 3 (ADR3) [59] foi
introduzido na literatura. Semelhante aos seus antecessores, o método ADR3 também
é baseado no Teorema 2.

O ADR3 começa a partir da primeira variável de decisão x1 e analisa suas interações
com todas as variáveis restantes. Se nenhuma interação foi identificada para x1, ela é
classificada como separável de forma que x1 ∈ xsep. Desta forma, o procedimento parte
para a próxima variável de decisão x2, . . . , xn . Caso contrário, se qualquer interação
com x1 for detectada, as variáveis restantes são divididas em dois grupos s1 e s2. A
interação entre x1 e ambos os grupos serão analisados recursivamente.

Diferentemente de seus antecessores, o ADR3 controla o tamanho dos subcompo-
nentes para a inclusão de interações indiretas. Neste processo, são incluídos novas
interações indiretas somente se o tamanho |sp| de um subcomponente sp, for menor
que o parâmetro ϵn. Caso contrário, apenas interações diretas são incluídas.

Embora o algoritmo ADR3 siga a mesma lógica do seu antecessor ADR2 de eli-
minar parâmetros utilizados na detecção de interações de variáveis, o método ADR3
impõe a definição de um novo parâmetro denominado ϵn. A estratégia do método
ADR3 de separar variáveis compartilhadas pode ser relevante para o processo de
pesquisa evolucionária. Por outro lado, isso pode diminuir a acurácia de agrupamento
alcançada pelo método, uma vez que o mesmo pode separar em grupos distintos
variáveis de decisão que fazem parte do mesmo subcomponente.

3.3.3 Decomposição Baseada em Grafo

Algoritmos de decomposição baseados em grafos geram iterativamente grafos de
interação de variáveis, como uma das etapas de identificação de subcomponentes de
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um problema de otimização. Neste contexto, os grafos de interação de variáveis são
usualmente representados por matrizes de adjacência.

Método de Agrupamento Diferencial Estendido

O método de Agrupamento Diferencial Estendido (ADE) [57] foi proposto como uma
versão melhorada do algoritmo AD. Conforme mencionado anteriormente, o método
de decomposição AD não detecta interações indiretas entre variáveis de decisão.
Por outro lado, o método ADE propõe identificar interações indiretas melhorando a
acurácia dos subcomponentes encontrados. Conforme seu antecessor, o método ADE
também baseia-se na fundamentação teórica apresentada no Teorema 1.

O ADE calcula as interações diretas entre todos os pares de variáveis de decisão,
conforme descrito na Equação 3.22. Esse processo inicia da primeira variável de
decisão x1 e analisa sua interação com as demais variáveis x2, . . . , xn. Em seguida,
a segunda variável x2 é analisada em uma comparação par-a-par com as variáveis
x3, . . . , xn. Assim, esse processo se repete até que todos os pares sejam analisados.
Como resultado deste primeiro estágio, uma matriz de interação Θ é produzida. Se
qualquer interação for detectada entre xp e xq, então Θp,q ← 1, representando a
interação entre o par de variáveis, caso contrário, Θp,q ← 0.

Analogamente, a matriz Θ representa um grafo de interação de variável por meio
de uma matriz de adjacência. Desta forma, todos os subcomponentes identificados do
problema de otimização podem ser extraídos a partir da matriz de interação (Θ).

Segundo [57], o algoritmo de decomposição ADE é mais preciso do que seu ante-
cessor AD. Por gerar uma representação das interações através de um grafo, o ADE
também permite o desenvolvimento de operadores de caixa-cinza para problemas de
otimização quando a expressão matemática do problema não for conhecida. No en-
tanto, o ADE ainda requer que o usuário defina um valor adequado para o parâmetro
de identificação de interações (ϵ). Além disso, o ADE tende a consumir um elevado
número de avaliações da função objetivo para analisar o problema de otimização.

Método de Agrupamento Diferencial Global

Proposto também visando melhorar a acurácia do método AD, o Agrupamento Dife-
rencial Global (ADG) [41] foi introduzido em 2016. Sua fundamentação teórica para
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detecção de interações entre variáveis de decisão é também a mesma utilizada pelo
seu método antecessor, ou seja, baseada no Teorema 1.

Embora o ADG funcione de forma análoga ao ADE, o ADG é mais econômico no
consumo de avaliações da função objetivo. Isso é possível porque o ADG reutiliza
valores da função objetivo de avaliações anteriores. Na decomposição usando o
método ADG, o cálculo da interação entre um par de variáveis, o resultado da Equação
3.22 é mantido em uma matriz interação bruta denominada Λ.

A partir da matriz de interação bruta (Λ), a matriz de interação (Θ) é produzida.
Para cada valor de Λp,q, se Λp,q > ϵ, o ADG considera que existe um grau relevante
de interação entre o par de variáveis de decisão xp e xq e Θp,q ← 1. Caso contrário,
nenhuma interação é assinalada e Θp,q ← 0.

Para lidar com a necessidade de um valor adequado para ϵ, os autores do ADG
propõem calcular ϵ conforme a Equação 3.26, onde d é o número de amostras aleatórias
e α é o coeficiente de controle proposto pelos autores. Ambos os parâmetros d e α

devem ser previamente definidos/investigados pelo usuário.

ϵ = α× min{| f (x1)|, . . . , | f (xd)|} (3.26)

O método de decomposição ADG também pode ser útil para o desenvolvimento de
operadores de caixa-cinza, dado que a matriz de adjacência fica automaticamente
disponível após o processo de decomposição. No entanto, este método requer a
configuração dos parâmetros d e α, que influenciam diretamente no número avaliações
contabilizadas da função objetivo e na acurácia do agrupamento encontrado.

Método de Agrupamento Diferencial - 2

Proposto com intuito de melhorar a eficiência e eficácia do seu antecessor, o método de
decomposição AD, o Agrupamento Diferencial - 2 (AD2) foi introduzido por [49]. No
que diz respeito à sua fundamentação matemática, o AD2 também utiliza o Teorema
1 como base teórica para identificação de interações entre variáveis. O processo do
algoritmo AD2 possui três estágios principais.

O primeiro estágio do AD2 é calcular a matriz de interação bruta (Λ) para o
problema de otimização, de forma semelhante ao método ADG. Sendo assim, o AD2
computa as interações das variáveis de decisão segundo a Equação 3.22 e seus valores
são mantidos na matriz Λ.
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No segundo estágio do AD2, um valor para o parâmetro ϵ é definido automatica-
mente. Todos os valores de Λp,q são analisados para produzir uma matriz de interação
do problema Θ, onde Θp,q ← 1 se Λp,q > ϵ. De maneira similar ao algoritmo ADR2, o
valor ϵ é definido automaticamente pela Equação 3.24.

Por fim, o terceiro estágio do AD2 é encontrar os subcomponentes detectados
pelo algoritmo de decomposição. Essa identificação de subcomponentes é realizada
procurando por subcomponentes conectados na matriz interação (Θ). Além de atingir
alta acurácia na decomposição, outra vantagem do AD2 é ser um método livre de
definição de parâmetros. Em contrapartida, o AD2 também requer uma significativa
quantidade de avaliações da função objetivo no processo de decomposição.

3.4 Conclusão

Em relação às definições de separabilidade, a Definição 3 é a definição mais genérica
encontrada na literatura relativa à separabilidade de um problema de otimização. Na
Definição 3, não se assume nenhuma estrutura específica de problema e vincula-se
explicitamente a solução ótima do problema original às soluções dos subproblemas.
Por outro lado, usá-la como base para métodos de decomposição é impraticável e,
em vez disso, definições alternativas são utilizadas. Assim sendo, a Definição 3 é a
referência para qualquer outra definição alternativa de separabilidade.

Amplamente utilizada, a definição de função separável aditivamente (Definição
4) é uma popular alternativa que se alinha com a definição de referência. A prova
introduzida neste trabalho apresenta a compatibilidade parcial da Definição 4 em
relação a Definição 3. De forma simplificada, isso significa que se uma função do pro-
blema é dita separável aditivamente, o problema de otimização é também considerado
separável. Por outro lado, nem toda separabilidade de problemas de otimização será
identificada pela Definição 4.

Apesar das limitações da Definição 4, ela é frequentemente utilizada em trabalhos
relacionados. Entretanto, esse cenário pode estar relacionado aos problemas de teste
comumente propostos na literatura. Estes problemas de teste frequentemente recaem
na Definição 4, fato que desestimulam os estudos mais gerais de separabilidade.
Desta forma, a introdução de novos problemas de teste para otimização contínua
pode ser necessária com o intuito de investigar possíveis limitações dos métodos de
decomposição de forma mais abrangente.
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Com base na fundamentação teórica em relação à separabilidade de problemas de
otimização, duas vias para identificação da estrutura dos problemas de otimização
contínua foram apresentadas neste trabalho. Nestas duas vias são tratados problemas
de otimização contínua cuja expressão matemática que os descrevem é conhecida, bem
como, quando a expressão matemática do problema não é conhecida.

Para o contexto de problemas de otimização cuja expressão matemática é conhecida,
uma arquitetura computacional foi proposta neste estudo. Esta arquitetura computaci-
onal utiliza-se de uma linguagem própria de modelagem e computação simbólica no
processo de extração das informações do problema de otimização. Assim, o problema
de otimização é modelado independentemente do otimizador através da Linguagem
Procedural de Modelagem. Um processo de interpretação do modelo descrito pelo
usuário gera uma árvore sintática abstrata do problema, sendo o mesmo imputado ao
componente de computação simbólica proposto pela arquitetura. Neste componente,
o problema de otimização é representado algebricamente onde o grafo de interações
de variáveis e as subfunções do problema podem ser extraídos.

Por outro lado, para os casos onde o problema de otimização contínua não possui
expressão matemática conhecida ou acessível, as interações entre as variáveis de
decisão podem ser inferidas por métodos de decomposição. Diante de diversos
métodos de decomposição, uma biblioteca foi proposta disponibilizando os principais
procedimentos visto que existe uma compensação entre a precisão do agrupamento e
o custo computacional necessário para analisar o problema por diversos métodos.

Por fim, esses conceitos e procedimentos apresentados neste capítulo são premissas
necessárias para o desenvolvimento e estudo de abordagens de otimização caixa-cinza
no contexto de otimização contínua. Assim, procedimentos capazes de extrair/inferir
a estrutura dos problemas se tornam imprescindíveis principalmente no estudo de
problemas de otimização de larga escala.
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Capítulo 4

Heurísticas e Meta-heurísticas
Caixa-Cinza para Otimização Contínua

Direcionados por essa nova tendência de heurísticas e meta-heurísticas que explorem
melhor a estrutura dos problemas de otimização, neste trabalho é proposto um con-
junto de abordagens de otimização caixa-cinza para resolução de problemas contínuos.
A ideia principal das abordagens propostas é explorar o conhecimento da estrutura
de interações das variáveis de decisão, bem como, fazer o uso de avaliações parciais
e reaproveitamento de avaliações com o intuito melhorar a eficiência e eficácia de
reconhecidos métodos de otimização.

Desta forma, métodos de otimização global e local para problemas de otimização
são exploradas neste trabalho. Inicialmente, um recente e promissor método de busca
local proposto para lidar com problemas de otimização contínua de larga escala foi
estendido para uma abordagem caixa-cinza (Seção 4.1). Versões dos tradicionais
métodos de Evolução Diferencial (Seção 4.3) e Estratégia Evolutiva de Adaptação
da Matriz de Covariância (Seção 4.4) foram combinados com o operador caixa-cinza
Partition Crossover. Além disso, o atual estado da arte, uma estratégia coevolutiva de
Adaptação da Matriz de Covariância (Seção 4.5), foi também estendido combinando-o
com o operador Partition Crossover.

Cientes das limitações para representação dos problemas de otimização contínua, a
estratégia coevolutiva proposta neste trabalho é também expandida para lidar com
problemas cuja expressão matemática não é conhecida. Neste cenário, o grafo de
interação de variáveis é inferido por métodos de decomposição, conforme os métodos
apresentados na Seção 3.3 do Capítulo 3 deste trabalho.
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4.1 Busca Local Baseada em Grupos de Tamanhos de

Passos

O método de Busca Local Baseado em Grupos de Tamanhos de Passos (BLBGTP) é
um algoritmo de busca local por coordenadas e livre de derivadas. O BLBGTP é um
método de otimização caixa-preta fruto também deste estudo sobre otimização global
para problemas de otimização contínua de larga escala, sendo o mesmo recentemente
publicado em [36]. Uma das principais características do BLBGTP é o processo de
atualização reativa dos grupos de passos de diferentes tamanhos mantidos em uma
estrutura de dados própria.

O BLBGTP trabalha com uma estrutura particular composta de múltiplos grupos
de tamanhos de passos. Para cada variável do problema, esse algoritmo mantém um
conjunto de passos de diferentes tamanhos que são ordenados por sua magnitude.
Assim, cada variável de decisão possui l× p tamanhos de passos, onde l define o
número de grupos e p o número de tamanhos de passos por grupo.

Na estrutura de dados do BLBGTP, cada tamanho do passo é identificado por λa
k

onde k representa o índice da coordenada a ser otimizada e a o índice do tamanho
do passo na k-ésima variável de decisão. A Figura 4.1 apresenta um exemplo dessa
estrutura de dados do BLBGTP para um problema de otimização tridimensional. Neste
exemplo, l foi definido como 2 e p foi definido como 3, portanto, para cada variável de
decisão temos 6 tamanhos de passos distintos.

A lógica do BLBGTP é aplicar, iterativamente, para cada direção de coordenada, um
tamanho de passo armazenado em sua estrutura de dados. Desta forma, a cada iteração
i, o algoritmo BLBGTP aplica o a-ésimo tamanho do passo para cada coordenada (k) do
problema, sendo a definido por:

a = (i mod (l× p)) + 1 (4.1)

Na Figura 4.1, conforme destacado por uma elipse, a seleção do tamanho do passo é
realizada de acordo com sua magnitude, partindo do maior tamanho de passo para o
menor.

Periodicamente, após rodadas de l× p iterações, um processo de atualização da
estrutura do BLBGTP descarta os tamanhos de passos que não melhoraram a solução
atual. A ideia de agrupar os tamanhos dos passos foi proposta para evitar uma
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Figura 4.1: Exemplo de uma Estrutura de Dados Inicial Utilizada pelo BLBGTP para um
Problema de Otimização Tridimensional

convergência prematura observada no descarte muito rápido dos tamanhos de passos.
Assim, no método BLBGTP, os tamanhos dos passos são descartados apenas se nenhum
tamanho de passo, de um mesmo grupo, foi capaz de melhorar a solução atual.

A estrutura de dados do BLBGTP que armazena os tamanhos dos passos depende
dos seguintes parâmetros: (i) número de variáveis de decisão, n, (ii) número de grupos,
l, (iii) número de tamanho de passos por grupo, p, (iv) o valor α usado para definir o
tamanho de passo inicial, λ1

k, onde k é o índice da variável de decisão, e (v) uma taxa
de decaimento, β. Para k = 1, . . . , n, o tamanho do passo inicial para cada variável de
decisão é definido por:

λ1
k = (uk − lk)× α (4.2)

Portanto, o parâmetro α representa uma porcentagem dos limites da variável de
decisão (xk), sendo α ∈ (0, 1]. Os demais dos tamanhos dos passos são definido como:

λa
k = λk

a−1× (1− β) (4.3)

para a = 2, . . . , l× p. Assim, o parâmetro β representa a taxa de decaimento entre dois
tamanhos de passos subsequentes.

No exemplo de estrutura de dados do BLBGTP apresentado na Figura 4.1, os
limites inferior, lk e superior, uk, para todas as variáveis de decisão foram definidos
respectivamente como −100, 0 e 100, 0. Além disso, α = 0, 45 e β = 0, 1.

É também importante destacar que o algoritmo BLBGTP estampa em todos os
grupos de sua estrutura de dados, um valor booleano falso. Esses valores significam
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que nenhum tamanho de passo do mesmo grupo melhorou a solução até aquele
momento. Essas informações são essenciais para o processo de atualização da estrutura
para decidir se os tamanhos de passos devem ser descartados ou não.

Conforme mencionado anteriormente, o processo de atualização da estrutura de
dados desse método é aplicado após rodadas de l× p iterações. Neste procedimento
são descartados todos os tamanhos de passos de magnitude mais altas cujo os valores
não melhoraram a solução atual. Então, novos tamanhos de passos são gerados
pela Equação 4.3 onde a é igual a (l× p) + 1. A Figura 4.2 apresenta um exemplo
do processo de atualização da estrutura do método BLBGTP. A Figura 4.2a ilustra a
estrutura de dados do método antes do processo de atualização e a Figura 4.2b após o
procedimento de atualização da estrutura.

Para um problema com n variáveis, em cada iteração (i) do BLBGTP, para cada
variável k (selecionada em ordem aleatória), a direção de pesquisa di é calculada como:

di = [c1, . . . , cn]
T (4.4)

onde

cj

0 if j ̸= k

1 caso contrário
(4.5)

Sendo assim, dado uma solução atual, xi, novas duas soluções, x′i = xi − λa
kdi e

x′′i = xi + λa
kdi são calculadas. λa

k é o a-ésimo tamanho de passo da variável de decisão
k (reveja Equação 4.1).

Em seguida, a solução atual, xi é atualizada seguindo as seguintes regras:

xi =


x′i, se f (x′i) < f (x′′i ) e f (x′i) < f (xi)

x′′i , se f (x′′i ) < f (x′i) e f (x′′i ) < f (xi)

xi, caso contrário.

(4.6)

Para os casos onde x′i e/ou x′′i sejam soluções inviáveis, seus valores de função
objetivo não serão calculados. Portanto, as respectivas regras da Equação 4.6 para as
soluções inviáveis não são verificadas.
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(a) Estrutura de Dados Antes do Processo de Atualiza-
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(b) Estrutura de Dados Após do Processo de Atualiza-
ção

Figura 4.2: Atualizando a Estrutura de Dados Utilizada pelo BLBGTP considerando um Pro-
blema de Otimização Tridimensional

Seguindo esses passos, o algoritmo BLBGTP continua o processo de pesquisa até
que um dos critérios de parada seja alcançado.

4.1.1 Versão Caixa-Cinza

A versão original do algoritmo BLBGTP não explora informações adicionais sobre a
estrutura do problema de otimização. Neste sentido, propomos uma nova versão do
método BLBGTP que se beneficie do conhecimento da estrutura do problema. A versão
caixa-cinza do método de BLBGTP proposta neste trabalho será denominada ao longo
do texto de CC-BLBGTP. Em termos gerais, a ideia principal do algoritmo CC-BLBGTP
é explorar os conceitos de separabilidade de problemas de otimização, conforme
discutido na Seção 3.1, visando melhorar a eficiência e eficácia, economizando tempo
de processamento e priorizando os subproblemas mais promissores.
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Com o intuito de economizar tempo de processamento, o CC-BLBGTP propõe
o uso de avaliações parciais das soluções candidatas para problemas classificados
como parcialmente ou totalmente separáveis. Esta estratégia de avaliação parcial é
fundamental no contexto de problemas de larga escala, pois o método BLBGTP se
trata de uma busca local por coordenada, ou seja, apenas uma variável de decisão é
pesquisada por vez. Neste cenário, problemas de otimização totalmente separáveis
são os maiores beneficiários desta estratégia de avaliação parcial.

Detalhes do método CC-BLBGTP são apresentados no Algoritmo 1. Basicamente, o
CC-BLBGTP funciona selecionando os subcomponentes mais promissores do problema
a cada novo ciclo do algoritmo (linhas 7 - 27). Para cada ciclo do CC-BLBGTP, os
subcomponentes selecionados são otimizados um de cada vez, aplicando-se o método
de pesquisa por vizinhança BLBGTP. Sendo este processo repetido até que um dos
critérios de parada seja alcançado.

Inspirado no trabalho de Sun et. al [59], o método CC-BLBGTP implementa um
importante componente que será chamado orquestrador. O componente orquestrador
tem duas responsabilidades principais que são aprender e selecionar os subproblemas
mais promissores a serem otimizados. Esta estratégia de aprendizado visa dar mais
tempo de processamento aos subproblemas que têm maiores perspectivas de melhorar
a qualidade das soluções.

Para esse aprendizado, o orquestrador mantém um vetor de pontuações, y, com m
valores, de acordo com os conceitos de separabilidade descritos na Definição 4. Os
subproblemas são selecionados (vide linha 8 do Algoritmo 1) pelo orquestrador com
base no índice dos valores máximos de y. Por exemplo, dado y = ⟨1, 0; 0, 5; 0, 2; 1, 0⟩,
os subproblemas selecionados pelo orquestrador seriam os subcomponentes cujo os
índices são 1 e 4. Outro exemplo apresentado na Figura 4.3, descreve a seleção do
terceiro subproblema (s3) do problema de otimização definido por f (x) = x1x2 + x2

2 +

x2
3 + x4x5 + x2

5 + x2
6 + x7x1, detalhado anteriormente nas Equações 3.15 e 3.16.

Ao longo dos ciclos do método CC-BLBGTP, os subproblemas selecionados sj

são então submetidos ao processo de busca por meio do método BLBGTP, conforme
descrito entre as linhas 9 - 25 do Algoritmo 1. Neste processo, após a otimização de cada
subproblema selecionado (sj), sua respectiva pontuação (yj) é atualizada conforme a
melhoria encontrada.

Para cada subproblema sj otimizado, se a nova solução gerada, x_atual′, melhorou
a solução x_atual, o valor yj, correspondente ao subproblema sj, é atualizado de acordo
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Algoritmo 1: Versão Caixa-Cinza do BLBGTP
1 Entrada: n, m, γ, aval_por_ciclo, max_aval
2 Saída: x_melhor, f x_melhor
3 ciclo ← 1;
4 [x_atual, f x]← inicialize_ponto_inicial(n);
5 [x_melhor, f x_melhor]← salvar_melhor_solução(x_atual, f x);
6 y← [γ, . . . , γ]m;
7 while não atingir critério de parada do
8 subproblemas← subproblemas_a_otimizar(y);
9 for j ∈ subproblemas do

10 f x_antigo ← f x_melhor;
11 sj ← extrair_solução_parcial(j, x_atual);
12 if m > 1 then
13 max_aval_ciclo ← aval_por_ciclo ∗ |sj|;
14 else
15 max_aval_ciclo ← max_aval;
16 end
17 [s′j, f x]← BLBGTP(sj, f x, max_aval_ciclo);
18 x_atual′ ← armazenar_solução_parcial(j, s′j, x_atual);
19 if f x < f x_antigo then
20 yj = (yj + (( f x_antigo− f x)/ f x_antigo))/2, 0;
21 [x_melhor, f x_melhor]← salvar_melhor_solução(x_atual, f x);
22 else
23 yj ← yj/2, 0;
24 end
25 end
26 ciclo ← ciclo + 1;
27 end

Orquestrador

max{0, 15; 0, 35; 0, 59; 0, 23}

⟨ 3 ⟩

Busca Local Baseada em
Grupos de Tamanhos de Passos

x4 x5s3

⟨ s3 ⟩

Figura 4.3: Processo de Seleção de Subproblemas pelo Orquestrador da Versão Caixa-Cinza do
Método de Busca Local Baseado em Grupos de Tamanhos de Passos

com a Equação 4.7, onde f x_antigo descreve o valor objetivo da penúltima melhor
solução e f x representa o valor objetivo da solução atual. Os detalhes dessas etapas
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são também descritos entre as linhas 18 e 25 do Algoritmo 1.

yj =


yj+(( f x_antigo− f x)/ f x_antigo)

2 , se f (x_atual′) < f (x_atual)
yj
2 , caso contrário

(4.7)

Outra característica do orquestrador é o controle da quantidade de avaliações de
função disponibilizadas para a otimização, a cada vez que um subproblema é selecio-
nado para o processo de busca. Essa quantidade de avaliações de função é baseada no
tamanho de cada subproblema, ou seja, subproblemas com maior número de variáveis
de decisão recebem mais avaliações de função do que subproblemas menores. Desta
forma, a Equação 4.8 descreve essa definição do orçamento de avaliações de função
por subproblema, onde |sj| representa o número de variáveis de decisão do j-ésimo
subproblema, aval_por_ciclo é um fator de escala para definir o número de avaliações
de função por ciclo de otimização do método CC-BLBGTP, e max_aval é o número
máximo global de avaliações da função objetivo.

max_aval_ciclo =

aval_por_ciclo ∗ |sj| se m > 1

max_aval caso contrário
(4.8)

Observe na Equação 4.8 que, para problemas não separáveis (m = 1), o número
total de avaliações da função objetivo por ciclo é igual ao orçamento máximo. Isso
significa que o método CC-BLBGTP não altera a lógica original do método ao lidar
com problemas não separáveis.

4.2 Partition Crossover

Embora tenha sido originalmente proposto para lidar com problemas de otimização
pseudo-booleanos, neste trabalho a aplicabilidade do Partition Crossover (PX) [64]
foi estendida para o contexto de problemas de otimização contínua. Similarmente a
outros operadores de recombinação, o PX requer que dois pais sejam selecionados
para se gerar uma prole. Entretanto, o PX é um operador determinístico sensível a
contexto que explora o Grafo de Interação de Variáveis (GIV) para gerar a melhor
solução entre 2q possibilidades, onde q representa o número de subproblemas do grafo
de recombinação, conforme introduzido na Seção 2.2.2.
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No processamento do PX, um grafo de recombinação é gerado, removendo os
vértices que compartilham os mesmos valores das variáveis de decisão dos pais previa-
mente selecionados. Considerando novamente o exemplo1 do problema de otimização
contínua descrito na Equação 3.15, e as soluções x′ = ⟨1, 0;−1, 0; −2, 5;−5, 0; 3, 0; 1, 0;
0, 5⟩ ⇒ f (x′) = 243, 5 e x′′ = ⟨1, 0; 2, 0; 2, 0; 2, 0; 4, 0; 1, 0; 0, 0⟩ ⇒ f (x′′) = 93, 0 como
pais selecionados para o processo de recombinação do PX, o seu respectivo grafo
de recombinação gerado é descrito na Figura 4.4. Observe que as soluções x′ e x′′

compartilham o mesmo valor para as variáveis x1 e x6, cujos respectivos vértices foram
removidos no grafo de recombinação. Assim, significa que para esses pais, o problema
de otimização estudado pode ser dividido em quatro subcomponentes compostos dos
seguintes conjuntos de variáveis: ⟨x2⟩, ⟨x3⟩, ⟨x4, x5⟩ e ⟨x7⟩.

x2 x3 x4

x5x7

Figura 4.4: Exemplo de Grafo de Recombinação para o Problema de Otimização Definido na
Equação 3.15

Após gerar o grafo de recombinação, a próxima etapa do PX é selecionar as melho-
res soluções parciais de cada subcomponente do grafo de recombinação. Considerando
as soluções x′ e x′′ anteriormente mencionadas, a prole gerada pelo operador PX é
x′′′ = ⟨1, 0;−1, 0; 2, 0; 2, 0; 4, 0; 1, 0; 0, 0⟩ ⇒ f (x′′′) = 87, 0. É importante ressaltar que
PX sempre gera descendentes pelo menos com a mesma qualidade de seu melhor
pai. Além disso, as avaliações parciais são suportadas com base na definição de sepa-
rabilidade da função (Definição 4), conseguindo economizar significativo tempo de
processamento ao lidar com problemas total ou parcialmente separável.

No contexto de otimização contínua, o PX pode ser uma interessante abordagem
capaz de gerar soluções em diferentes bacias de atração. Por exemplo, a Figura
4.5 ilustra a aplicação do operador PX para a função Rastrigin [24] onde dois pais
diferentes, x′ = ⟨0, 0;−0, 99⟩ ⇒ f (x′) = 0, 99 e x′′ = ⟨0, 99; 0, 0⟩ ⇒ f (x′′) = 0, 99, são
soluções ótimas locais e geraram uma nova solução x′′′ = ⟨0, 0; 0, 0⟩ ⇒ f (x′′′) = 0, 0,
em outra bacia de atração. Por coincidência do exemplo apresentado, x′′′ é também
uma solução ótima global (x⋆) para o problema de otimização exemplo.

1 f (x) = x1x2 + x2
2 + x2

3 + x4x5 + x2
5 + x2

6 + x7x1



56 Heurísticas e Meta-heurísticas Caixa-Cinza para Otimização Contínua

Figura 4.5: Exemplo de Recombinação das Soluções x′ e x′′ por Meio do Partition Crossover
para a Função Rastrigin

Em resumo, o processo de busca exploratória do operador PX pode ser útil para
melhorar o ritmo de convergência dos principais métodos evolutivos no contexto de
otimização contínua. Além disso, o PX também permite avaliações parciais que podem
ser benéficas para o contexto de problemas de larga escala.

4.3 Evolução Diferencial

A Evolução Diferencial [55] (DE - acrônimo do termo em inglês Differential Evolu-
tion) é uma popular meta-heurística populacional proposta na década de 1990 para
problemas de otimização contínua. De forma simplificada, o DE trabalha evoluindo
iterativamente uma população de soluções candidatas, também chamada população
de indivíduos, por meio de operadores de mutação diferencial, recombinação e seleção.

Nesta meta-heurística, a população de indivíduos é descrita por popi,j,k onde i
representa o indexador de gerações, j representa o índice do indivíduo e k índice
da variável de decisão. No algoritmo DE, a população é composta por NP soluções
candidatas (indivíduos) e cada solução é composta por n variáveis de decisão que
descreve a dimensionalidade do problema.

O primeiro estágio do DE é a inicialização aleatória da primeira população, descrita
por pop1. Em seguida, para cada nova geração i + 1, NP novas soluções são geradas
pelos operadores de mutação diferencial e cruzamento. Neste processo, para cada
indivíduo (j) da população, o algoritmo gera um vetor de mutação diferencial corres-
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pondente, com base na diferença vetorial entre dois pais aleatórios (popi,r1 e popi,r2)
da geração i, onde o vetor diferença é multiplicado por um escalar F e adicionado a um
terceiro indivíduo aleatório (popi,r3). Esse processo gera uma nova solução chamada
indivíduo mutante, vi,j, e a Equação 4.9 a descreve matematicamente.

vi,j = popi,r1
+ F ∗ (popi,r2

− popi,r3
) (4.9)

Após a reprodução do indivíduo mutante, vi,j, essa solução candidata é combinada
com a solução correspondente da população atual, popi,j, por meio do operador
de recombinação do DE, gerando o vetor de recombinação (ui,j). Assim, para cada
variável de decisão, k, o vetor de recombinação é gerado conforme descrito na Equação
4.10:

ui,j =

 vi,j,k, se U(0,1] ≤ CR

popi,j,k, caso contrário
(4.10)

onde U(0,1] representa a amostragem de um valor aleatório com distribuição uniforme
no intervalo (0, 1] e CR representa o parâmetro de controle de recombinação a ser
definido pelo usuário.

Por fim, o algoritmo clássico do DE realiza um processo de seleção para definição
da próxima geração de soluções candidatas, i + 1. Esse processo de seleção é baseado
na qualidade das soluções encontradas sendo esse processo definido matematicamente
pela Equação 4.11. Desta forma, o algoritmo clássico do DE continua esse processo
iterativo até que um dos critérios de parada seja alcançado.

popi+1,j =

 ui,j, se f (ui,j) ≤ f (popi,j)

popi,j, caso contrário
(4.11)

Ao longo das últimas décadas, o DE se mostrou um importante algoritmo de
otimização global no contexto de otimização contínua. Entretanto, seus operado-
res "genéricos"usualmente sofrem para encontrar boas soluções em tempo razoável,
principalmente, em problemas de otimização de larga escala. Neste sentido, este
trabalho propõe uma versão caixa-cinza do DE explorando suas boas características e
combinado-o com o operador Partition Crossover (PX). Essa abordagem proposta será
chamada Evolução Diferencial combinada com Partition Crossover (DE-PX). A ideia
central do DE-PX é melhorar o ritmo de convergência do DE por uma exploração mais



58 Heurísticas e Meta-heurísticas Caixa-Cinza para Otimização Contínua

eficiente do espaço de soluções. Além disso, propõe-se também o uso de avaliações
parciais das soluções candidatas ao longo do processo de busca.

Conforme apresentado no Algoritmo 2, o DE-PX propõe incluir o operador PX
posteriormente ao operador recombinação do próprio método do DE (linha 11). Esta
intencional combinação do operador PX visa se beneficiar do próprio comportamento
do DE com o intuito de aumentar o número de possíveis subcomponentes encontrados
no grafo de recombinação gerado pelo PX. Neste processo, o operador PX combina
a solução atual popi,j e ui,j que naturalmente já possuem genes iguais devido ao
operador de recombinação do DE, veja Equação 4.10. Como característico do operador
PX, a prole gerada é no mínimo igual à qualidade de seu melhor pai. Portanto, essa
prole sempre substituíra ui,j, conforme linha 11 do Algoritmo 2.

Algoritmo 2: Evolução Diferencial Combinada com Partition Crossover
1 Entrada: n, NP, F, CR, lk, uk
2 Saída: x_melhor
3 i← 1;
4 [popi, fxi]← inicializa_população(n, NP, lk, uk);
5 x_melhor← salvar_melhor_solução(popi, fxi);
6 while não atingir critério de parada do
7 for j = 1 to NP do
8 vi,j ← mutação_diferencial(popi,j, F);
9 ui,j ← cruzamento_evolução_diferencial(vi,j, popi,j, CR);

10 fx_auxi,j ← avaliação(ui,j);
11 [ui,j, fx_auxi,j]← partition_crossover(popi,j, ui,j);
12 end
13 [popi+1, fxi+1]← seleção(popi, fxi, ui, fx_auxi);
14 x_melhor← salvar_melhor_solução(popi+1, fxi+1);
15 i← i + 1;
16 end

Além da conhecida influência que o parâmetro CR possui na geração de novas
soluções por meio do operador de recombinação do DE, esse parâmetro passa a ter
também outras influências na versão DE-PX. De imediato pode-se relatar a influência
que o parâmetro CR pode exercer no número de subcomponentes gerados durante
a aplicação do operador PX. Além disso, o parâmetro CR também influenciará no
reaproveitamento das avaliações parciais da versão DE-PX proposta.

Portanto, para que seja possível o reaproveitamento dos valores das avaliações
parciais, o DE-PX requer que todas as subfunções (Definição 4) do problema de otimi-
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zação sejam calculadas. Isso significa que a população inicial do DE-PX necessitará
inicialmente m×NP avaliações da função objetivo, onde m representa o número de
subfunções do problema e NP o tamanho da população.

4.4 Estratégia Evolutiva de Adaptação da Matriz de

Covariância

A Estratégia Evolutiva de Adaptação da Matriz de Covariância (CMA-ES - acrônimo
do termo em inglês Covariance Matrix Adaptation - Evolution Strategy) também é
um importante EA proposto na década de 1990 [23]. Semelhante a outros algoritmos
evolutivos, o CMA-ES evolui iterativamente um conjunto de soluções candidatas per-
turbando e selecionando-as a cada iteração. O CMA-ES usa uma matriz de covariância
para representar as dependências entre as variáveis de decisão. Este algoritmo imple-
menta o conceito de auto-adaptação para manter sua matriz de covariância ao longo
do processo de busca evolutiva. Assim, esta ideia de auto-adaptação do algoritmo
CMA-ES visa aprender o modelo de segunda ordem da função objetivo que representa
o problema de otimização.

O algoritmo CMA-ES parte de uma solução candidata inicial, denotada por xi, onde
x é um vetor de variáveis de decisão de dimensionalidade igual a n, e i representa
o identificador das iterações. Normalmente, a solução inicial (xi) é definida como
o ponto médio de acordo com os limites de cada variável de decisão do problema.
Depois disso, o procedimento CMA-ES aplica três procedimentos principais que se
repetem até que um dos critérios de parada seja alcançado. Esses procedimentos são:

1. Gerar novas soluções candidatas (também chamadas de indivíduos);

2. Ordenar as novas soluções candidatas de acordo com a sua qualidade, ou seja,
pelo valor da função objetivo;

3. Atualizar a matriz de covariância e demais parâmetros do CMA-ES.

Seguindo esses procedimentos mencionados acima, para cada nova iteração de-
notada por i, um processo de pertubação (também conhecido como o operador de
mutação do CMA-ES) gera λ novos indivíduos de acordo com a seguinte formulação:

x′i+1,k ∼ x_médioi + σi ∗ Nk(0, Ci) para k = 1, . . . , λ (4.12)
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onde x_médioi representa o vetor médio da população atual (x′i+1), σi representa o
vetor do tamanho do passo usado para perturbar a média atual vetor x_médioi, e Ci

é a matriz de covariância. Para i = 1, x_médio1 é igual a x1 e C1 é igual à matriz de
identidade (I). Caso contrário, x_médioi é definido de acordo com a Equação 4.13 e
Ci pela equação 4.21 para i > 1. Além disso, o número de novas soluções é definido
como λ = 4 + ⌊3 ∗ ln(n)⌋.

A segunda etapa do algoritmo CMA-ES é ordenar os λ novos indivíduos, denotados
por x′i+1, de acordo com os valores da função objetivo, f (x′i+1,k). Em seguida, um
processo de recombinação gera um novo vetor médio, x_médioi+1, conforme descrito
na Equação 4.13:

x_médioi+1 =
µ

∑
k=1

ωk ∗ x′i+1,k (4.13)

onde µ é definido por ⌊λ/2⌋ e ω representa um vetor de pesos como µ dimensões. Já
o vetor de pesos é definido pela Equação 4.14 a qual ∑

µ
k=1 ωk = 1.

ωk =
ln(λ/2 + 0.5)− ln(k)

∑
a=µ
a=1 ωa

(4.14)

Como pode ser observado no operador de mutação de CMA-ES (veja Equação 4.12),
a matriz de covariância influencia diretamente as novas soluções geradas. Portanto,
na terceira etapa do CMA-ES, propõe-se auto-adaptá-lo para produzir descendentes
mais aptos durante o processo de busca. No entanto, para atualizar a matriz de covari-
ância (Ci+1), o método CMA-ES usa o caminho de evolução isotrópico e anisotrópico
denotado por ps e pc, respectivamente.

Assim, o vetor do caminho de evolução isotrópica, psi+1, é calculado de acordo
com a Equação 4.15 onde ps1 é um vetor nulo n-dimensional. Além disso, os valores
constantes µeff e cs utilizados na Equação 4.15, são definidos pelas Equações 4.16 e
4.17, respectivamente.

psi+1 = (1− cs) ∗ psi +
√

cs ∗ (2− cs) ∗ µeff ∗ C−1/2
i ∗ x_médioi+1 − x_médioi

σi
(4.15)
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µeff =

(
µ

∑
k=1

ω2
k

)−1

(4.16)

cs =
µeff + 2

n + µeff + 5
(4.17)

Por outro lado, o vetor de caminho de evolução anisotrópica (pci+1) é definido pela
seguinte Equação 4.13:

pci+1 = (1− cc) ∗ pci + h ∗
√

cc ∗ (2− cc) ∗ µeff ∗
x_médioi+1 − x_médioi

σi
(4.18)

onde cc é um valor constante definido pela Equação 4.19, h é definido pela Equação
4.20 e pc1 é um vetor nulo n-dimensional.

cc =
4 + µeff/n

n + 4 + 2 ∗ µeff/n
(4.19)

h = 1||psi+1||/1−(1−cs)(2∗i/λ)/n < (2+4/(n+1))
(4.20)

Neste processo, a nova matriz de covariância, Ci+1, é calculada de acordo com a
Equação 4.21.

Ci+1 = (1− ca− cµ) ∗ Ci

+ ca ∗ (pci+1 ∗ pcT
i+1 + (1− h) ∗ cc ∗ (2− cc) ∗ Ci)

+ cµ ∗
µ

∑
k=1

ωk ∗ yi+1,k ∗ (yi+1,k)
T

(4.21)

onde ca é descrito pela Equação 4.22, cµ é descrito pela Equação 4.23, yi+1 é descrito
pela Equação 4.24, e C1 é uma matriz identidade.

ca =
2

(n + 1.3)2 + µeff
(4.22)

cµ = min(1− ca, 2 ∗ (µeff − 2 + 1/µeff)/((n + 2)2 + µeff)) (4.23)



62 Heurísticas e Meta-heurísticas Caixa-Cinza para Otimização Contínua

yi+1 = (x′i+1,k − x_médioi)/σi para k, . . . , µ (4.24)

Por fim, o vetor de tamanho de passo, σi+1, é atualizado de acordo com a equação a
seguir:

σi+1 = σi ∗ exp
(

cs
ds
∗
( ||psi+1||

E||N (0, I)|| − 1
))

(4.25)

onde ds é um parâmetro de amortecimento definido pela Equação 4.26 e E||N (0, I)|| é
aproximado por

√
n(1− 1/(4 ∗ n) + 1/(2 ∗ n2)).

ds = 1 + cs + 2 ∗max(0,
√
(µeff − 1)/(n + 1)− 1) (4.26)

Seguindo esses passos descritos, o processo evolutivo do CMA-ES é repetido até
que um dos critérios de parada seja alcançado.

Diferentemente do algoritmo DE, o CMA-ES normalmente altera todas as variáveis
de decisão durante o processo reprodutivo de novos indivíduos. Essa característica
de reprodução não tira vantagem de um dos maiores benefícios das abordagens
de otimização caixa-cinza, visto que não é possível reutilizar avaliações de função
parciais para computar o valor da função objetivo da prole. Em contraste, combinar o
operador PX com CMA-ES pode ajudar esse algoritmo evolutivo a manter os melhores
subproblemas já encontrados ao longo do processo de evolutivo.

Sendo assim, propõe-se neste trabalho uma combinação do CMA-ES com o opera-
dor PX em uma abordagem de otimização caixa-cinza. Essa versão será ao longo do
texto chamada CMA-ES-PX. A ideia básica do CMA-ES-PX é aplicar o operador PX
sempre que o CMA-ES encontrar uma solução melhor (x_melhor) do que a penúltima
melhor solução (x_melhor_anterior) encontrada até a iteração atual do algoritmo. No
Algoritmo 3, os detalhes do CMA-ES-PX são apresentados.

Como o operador PX é um mecanismo de recombinação de duas soluções candida-
tas que funciona selecionando os melhores subcomponentes do grafo de recombinação,
nesta versão CMA-ES-PX propõe-se uma modificação no algoritmo original do CMA-
ES para explorar melhor as características do PX. Desta maneira, antes da aplicação do
PX, o CMA-ES-PX propõe a geração de uma nova solução (linha 13 do Algoritmo 3),
p1, baseado no operador de recombinação do DE que seleciona genes entre dois pais.
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Algoritmo 3: Estratégia Evolutiva de Adaptação da Matriz de Covariância
Combinada com Partition Crossover
1 Entrada: n, CR, σ1, lk, uk
2 Saída: x_melhor
3 i← 1;
4 [λ, µ, ω, x_médioi, Ci]← inicializa_parâmetros(n);
5 [xi, fxi]← define_ponto_inicial(n, lk, uk);
6 [x_melhor, fx_melhor]← salvar_melhor_solução(xi, fxi);
7 [x_melhor_anterior, fx_melhor_anterior]← [x_melhor, fx_melhor];
8 while não atingir o critério de parada do
9 [x′i+1, fx′i+1]← mutação_cma_es(x_médioi, λ, σi, Ci);

10 [x′i+1, fx′i+1]← ordenar_soluções(x′i+1, fx′i+1);
11 x_médioi+1 ← recombinação_cma_es(x′i+1, ω, µ);
12 if fx′i+1,1 < fx_melhor_anterior then
13 [p1, fx_p1]←

gerar_pai(x′i+1, x_melhor_anterior, fx_melhor_anterior, CR);
14 [p2, fx_p2]← [x_melhor, fx_x_melhor];
15 [filho, fx_filho]← partition_crossover(p1, p2);
16 [x_melhor, fx_melhor]← salvar_melhor_solução(filho, fx_filho);
17 [x_melhor_anterior, fx_melhor_anterior]← [x_melhor, fx_melhor];
18 end
19 [x_médioi+1, σi+1, Ci+1]← atualiza_parâmetros();
20 i← i + 1;
21 end

Assim, a nova solução p1 é gerada pela Equação 4.27:

p1,k =


x_melhork, se U[0,1] ≤ CR

x_melhor_anteriork, caso contrário

para k = 1, . . . , n.

(4.27)

Além disso, durante a geração de p1, o CMA-ES-PX garante que pelo menos uma
variável de cada subproblemas, j, seja alterada pelo valor da penúltima melhor solução,
x_melhor_anterior. Finalizando o processo antes da aplicação do PX, a outra solução,
p2, utilizada neste operador é uma cópia da melhor solução, x_melhor.

No algoritmo CMA-ES-PX, avaliações parciais são computadas apenas na aplicação
do operador PX. Ao longo dos demais passos do CMA-ES-PX, avaliações completas
são realizadas devido à característica de alteração de todas as variáveis de decisão.
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Portanto, a possibilidade avaliações parciais só se justifica no algoritmo CMA-ES-PX
no momento da aplicação do PX.

4.5 Estratégia Coevolutiva de Adaptação da Matriz de

Covariância

A Estratégia Coevolutiva de Adaptação da Matriz de Covariância (CC-CMA-ES acrô-
nimo do termo em inglês Cooperative Coevolution Covariance Matrix Adaptation –
Evolutionary Strategy) é considerada o estado da arte das meta-heurísticas no contexto
de otimização contínua para problemas de larga escala. O atual campeão da competi-
ção de algoritmos para resolução de problemas de otimização contínua de larga escala
do IEEE CEC [48] é uma versão do CC-CMA-ES [59] que se utiliza da decomposição
fornecida pelo método de Agrupamento Diferencial Recursivo – 3 (reveja Seção 3.3).

Abordagens coevolutivas são estratégias de dividir e conquistar que visam oti-
mizar os subcomponentes de um problema de otimização, no intuito de encontrar
uma solução ótima global. Tipicamente, estratégias coevolutivas consiste em dois
estágios: (i) decompor o problema de otimização, e (ii) resolver cada subproblema
cooperativamente aplicando-se um método de otimização.

Entretanto, no contexto de otimização caixa-cinza o estágio de divisão do problema
de otimização em subproblemas por métodos de decomposição não é mais necessário.
Isto porque, a estrutura de interação de variáveis e subfunções do problema encontram-
se já disponíveis, conforme discutido na Seção 3.2.

Neste contexto de meta-heurísticas coevolutivas, foi proposta neste trabalho uma
adaptação do CC-CMA-ES apresentado por Sun et. al [59], substituindo o CMA-
ES tradicional, pelo CMA-ES-PX descrito na Seção 4.4 deste capítulo. Essa versão
modificada será denominada de CC-CMA-ES-PX e detalhes sobre esse método são
apresentados no Algoritmo 4.

Basicamente, o CC-CMA-ES-PX funciona selecionando os subcomponentes mais
promissores do problema de otimização a cada novo ciclo do algoritmo (linhas 7 -
22). Para cada ciclo do CC-CMA-ES-PX, os subcomponentes selecionados são otimi-
zados um de cada vez, aplicando-se o algoritmo CMA-ES-PX. Desta maneira, esse
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Algoritmo 4: Estratégia Evolutiva de Adaptação da Matriz de Covariância
Combinada com Partition Crossover
1 Entrada: n, m, CR, σ1, lk, uk
2 Saída: x_melhor, f x_melhor
3 ciclo ← 1;
4 [x_atual, f x]← inicialize_ponto_inicial(n);
5 [x_melhor, f x_melhor]← salvar_melhor_solução(x_atual, f x);
6 y← [0, . . . , 0]m;
7 while não atingir critério de parada do
8 subproblemas← subproblemas_a_otimizar(y);
9 for j ∈ subproblemas do

10 f x_antigo ← f x_melhor;
11 sj ← extrair_solução_parcial(j, x_atual);
12 [s′j, f x]← CMA-ES-PX(sj, f x, CR, σ1, lk, uk);
13 x_atual′ ← armazenar_solução_parcial(j, s′j, x_atual);
14 if f x < f x_antigo then
15 yj ← (yj + (( f x_antigo− f x)/ f x_antigo))/2, 0;
16 [x_melhor, f x_melhor]← salvar_melhor_solução(x_atual, f x);
17 else
18 yj ← yj/2, 0;
19 end
20 end
21 ciclo ← ciclo + 1;
22 end

procedimento se repete até que um dos critérios de parada pré-estabelecidos seja
atingido.

No esquema de seleção e aprendizado proposto neste algoritmo, um vetor de
pontuações (y) com m valores, conforme os conceitos de separabilidade descritos na
Definição 4, é mantido pelo algoritmo. Ao longo do ciclos do CC-CMA-ES-PX, os
subproblemas são selecionados (linha 8 do Algoritmo 4) com base no índice dos valores
máximos de y. Após a seleção dos subproblemas, os subproblemas sj são otimizados
pelo algoritmo CMA-ES-PX, conforme descrito entre as linhas 9 - 20 do Algoritmo
4. Em seguida, a cada otimização de um subproblema sj, o vetor de pontuação é
atualizado de acordo com a melhoria encontrada, vide linhas 14 - 19 do Algoritmo 4.

No CC-CMA-ES-PX, as avaliações parciais podem ser constantemente utilizadas,
partindo-se da premissa que o problema de otimização possa ser dividido em um soma-
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tório de subfunções, conforme discutido nos conceitos de separabilidade apresentados
na Seção 3.1.

4.6 Conclusão

Embora estratégias de otimização caixa-cinza possam ser encontradas na literatura,
existe ainda uma falta de pesquisas relacionados a esse tipo de abordagem para resolu-
ção de problemas contínuos de larga escala. Desta forma, visando explorar essa lacuna
a ser estudada e investigada, neste capítulo foram apresentadas diferentes versões
de algoritmos caixa-cinza para o contexto de otimização contínua. As estratégias
caixa-cinza introduzidas exploram os contextos de otimização local e global.

Os algoritmos de otimização caixa-cinza propostos neste capítulo têm por objetivo
melhorar a eficiência e eficácia dos principais métodos de otimização caixa-preta
encontrados na literatura para resolução de problemas contínuos. Nesse sentido,
essa melhora desejada é investigada explorando os conceitos de separabilidade dos
problemas de otimização para se extrair a estrutura de interação entre as variáveis de
decisão e possíveis subfunções do problema. De posse dessas informações adicionais
sobre o problema de otimização, os algoritmos caixa-cinza propostos exploram a
estrutura dos problemas, avaliações parciais e reaproveitamento de avaliações parciais
para que de forma mais eficiente possam realizar buscas exploratórias no espaço de
soluções viáveis.



Capítulo 5

Metodologia Experimental

5.1 Conjunto de Funções de Teste

Visando realizar uma análise experimental sobre os métodos introduzidos neste tra-
balho, um reconhecido conjunto de funções de referência para representação de pro-
blemas de otimização contínua de larga escala foi considerado neste planejamento
experimental. Proposto por Li et al. [34], esse conjunto de referência é amplamente
utilizado nos planejamentos experimentais de trabalhos relacionados. Entretanto, a
versão original desse conjunto de funções de referência não foi proposta para o con-
texto de otimização caixa-cinza. Sendo assim, uma versão modificada desse conjunto
de funções de teste foi implementada fornecendo acesso à estrutura do problema de
otimização, bem como, acesso às funções para avaliação parcial de soluções candidatas
ao problema, quando houver possibilidade de avaliação parcial.

O conjunto de funções de referência utilizado neste estudo é composto por 15
funções e detalhes sobre cada uma das funções são apresentados na Tabela 5.1. Essas
funções podem ser categorizadas em funções totalmente separáveis ( f1 - f3), parci-
almente separáveis ( f4 - f11), e não separáveis ( f12 - f15). Além disso, essas funções
de teste utilizadas também introduzem outras características, como, por exemplo,
tamanhos de subcomponentes não uniformes, desequilíbrio na contribuição dos sub-
componentes, irregularidades no espaço de soluções.

Dentre o subconjunto de funções parcialmente separáveis, as mesmas podem ser
categorizadas em funções que possuem variáveis de decisão independentes ( f4 - f7) e
que não possuem variáveis de decisão independentes ( f8 - f11). Para as funções f4 - f7,
70% das variáveis de decisão do problema são independentes.

67
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Por outro lado, as funções f12 - f14 representam problemas de otimização não
separáveis compostos por sobreposição de variáveis de decisão. Guardadas as devidas
proporções, a Figura 5.1 ilustra estruturas de interação entre variáveis de decisão
similares as encontradas nos problemas descritos pelas funções f12 (Figura 5.1a), f13 e
f14 (Figura 5.1b).

Tabela 5.1: Conjunto de Funções de Teste do CEC’2013 [34]

Problema Variáveis de Decisão Separabilidade

f n Separáveis Subcomponentes Nível
Sobreposição de
Subcomponentes

Variáveis
Separáveis

f1 1.000 1.000 1.000 Total - Sim
f2 1.000 1.000 1.000 Total - Sim
f3⋆ 1.000 1.000 1.000 Total - Sim
f4 1.000 700 707 Parcial - Sim
f5 1.000 700 707 Parcial - Sim
f6⋆ 1.000 700 707 Parcial - Sim
f7 1.000 700 707 Parcial - Sim
f8 1.000 0 20 Parcial - Não
f9 1.000 0 20 Parcial - Não
f10 1.000 0 20 Parcial - Não
f11 1.000 0 20 Parcial - Não
f12 1.000 0 1 - Sim Não
f13 905 0 1 - Sim Não
f14 905 0 1 - Sim Não
f15 1.000 0 1 - Não Não
⋆ As variáveis de decisão separáveis das funções f3 e f6 foram consideradas em um mesmo

subcomponente, visto que não puderam ser avaliadas parcialmente.

Outra característica importante sobre as funções de referência utilizadas neste es-
tudo diz respeito as funções f3 e f6. Essas funções têm como base, a função matemática
conhecida como função de Ackley [1]. Embora a função Ackley seja um problema
de otimização separável, ela não pôde ser implementada como um somatório de
subfunções, conforme a Definição 4. Portanto, as variáveis de decisão independentes
referentes as funções f3 e f6 foram consideradas parte de um mesmo subproblema.

Por fim, para todas as funções de referência desse conjunto de problemas de
otimização contínua de larga escala, o valor ótimo da função objetivo destes problemas
é definido como f (x⋆) = 0.0.
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x1 x2 x3 x4 x5

(a) Exemplo de Interação Similar a Função de
Referência f12 do CEC’2013.
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(b) Exemplo de Interação Similar as Funções
de Referência f13 e f14 do CEC’2013.

Figura 5.1: Grafos de Interação de Variáveis Similares as Funções do Conjunto de Teste

5.2 Parametrização dos Métodos

Nesta seção, são introduzidos detalhes da parametrização requisitada por alguns
dos métodos apresentados neste estudo experimental. São introduzidos valores de
parâmetros referentes aos algoritmos de decomposição e algoritmos de otimização.

Em relação aos métodos de decomposição implementados na biblioteca proposta,
seus valores já foram foco de investigação experimental em outros trabalhos relaciona-
dos. Portanto, diante deste cenário, a parametrização dos métodos de decomposição
segue os valores previamente investigados em estudos relacionados. Desta forma, os
valores desses parâmetros e sua referência bibliográfica correspondente são listados
na Tabela 5.2.

No que se refere ao método de Busca Local Baseado em Grupos de Tamanhos de
Passos (BLBGTP), os parâmetros utilizados, para ambas as versões caixa-preta e caixa-
cinza, foram definidos como α = 0, 25, β = 0, 025, l = 2 e p = 2, conforme proposto
em [36]. Além disso, os valores para os parâmetros γ e aval_por_ciclo, referentes a
versão caixa-cinza desse método de busca local, foram definidos em experimentos
prévios como 0, 01 e 100, respectivamente.

Em relação ao algoritmo de otimização de Evolução Diferencial (DE), este método
requer a configuração dos seguintes parâmetros: (i) NP, tamanho da população; (ii)
F, um fator escalar para a mutação diferencial; e (iii) CR, um parâmetro de controle
para a recombinação. Neste estudo experimental proposto, todas as combinações de
valores para NP = {25; 50}, F = {0, 3; 0, 5; 0, 7} e CR = {0, 92; 0, 94; 0, 96; 0, 98} foram
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avaliadas. Para o algoritmo caixa-preta (DE), o melhor conjunto de parâmetros foi
NP = 50, F = 0, 74 e CR = 0, 92. Por outro lado, a versão caixa-cinza (DE-PX), a
melhor parametrização dentre as estudadas foi NP = 25, F = 0, 7 e CR = 0, 94.

Tabela 5.2: Valores dos Parâmetros Usados pelos Métodos de Decomposição

Método Valores dos Parâmetros Referência

Par-a-Par
AD ϵ = 0.1 [46]
IRI ϵ1 = ϵ2 = 0.01 e σ1 = σ2 = 10 [27]

Recursivo
ADR d = 10 e α = 1× 10−12 [58]
ADR2 - [60]
ADR3 ϵn = 50 [59]

Baseado em Grafos
ADE ϵ = 0.1 [57]
ADG d = 10 e α = 1× 10−10 [41]
AD2 - [49]

Por último, as abordagens caixa-cinza baseadas no método da Estratégia Evolutiva
de Adaptação da Matriz de Covariância (CMA-ES-PX) requerem a configuração do
parâmetro CR utilizada na recombinação de soluções candidatas. Para esse parâ-
metro, os seguintes valores {0, 9; 0, 8; 0, 7; 0, 6; 0, 5} foram investigados neste estudo
experimental, sendo CR = 0, 8, a melhor configuração dentre os valores avaliados.

5.3 Métricas de Comparação

Em um estudo experimental, a definição de métricas de comparação é um importante
passo no planejamento experimental. Diante dos diferentes cenários que este estudo
experimental se propõe avaliar, as métricas utilizadas neste experimento computacio-
nal para avaliar os diferentes métodos de decomposição e otimização são descritas nas
subseções 5.3.1 e 5.3.2, respectivamente.
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5.3.1 Métodos de Decomposição

Como medida comparativa da acurácia do agrupamento alcançado pelos métodos
de decomposição, a formulação apresentada na Equação 5.1 foi utilizada. Esta for-
mulação propõe uma métrica baseada no número de subcomponentes corretamente
identificados e o verdadeiro número de subcomponentes no problema de otimização.

acurácia =
grupos_corretamente_identi f icados

total_grupos
(5.1)

Outra métrica comparada neste estudo experimental proposto para avaliar os
métodos de decomposição, é o número de avaliações contabilizadas da função objetivo
para analisar os problemas de otimização.

5.3.2 Métodos de Otimização

Como métricas para comparar os métodos de otimização estudados, as seguintes
variáveis de resposta foram estudadas:

1. Qualidade das soluções encontradas ( f (x));

2. Tempo de processamento (em segundos).

A métrica de qualidade das soluções encontradas visa avaliar eficácia dos métodos
de otimização. Por outro lado, a eficiência é medida pelo tempo de processamento
utilizado pelos algoritmos até que um critério de parada seja atingido.

5.4 Planejamento Experimental

Para o planejamento experimental proposto neste trabalho, o critério de parada apli-
cado ao longo do estudo experimental foi um limite máximo de avaliações contabi-
lizadas da função objetivo durante o processo de otimização. O número máximo de
avaliações da função objetivo foi definido como 3× 106. Este critério considerado é
frequentemente utilizado pela comunidade acadêmica, conforme pode ser verificado
nos seguintes estudos relacionados [27, 31, 41, 46, 48, 49, 57, 59, 60].
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O planejamento experimental dos métodos de otimização considerou 30 execuções
independentes para cada uma das funções de referência estudadas. Detalhes das
funções foram apresentados na Seção 5.1. Nos experimentos propostos, a qualidade
das soluções encontradas foi coletada em diferentes marcos históricos, sendo eles:
1, 2× 105, 6× 105 e 3× 106 avaliações da função objetivo. No que se refere ao tempo de
processamento, este foi contabilizado do início do processo de otimização até atingir o
critério de parada do algoritmo.

Com o intuito de verificar a existência de diferenças estatisticamente significativas
entre a qualidade das soluções encontradas pelas diferentes abordagens caixa-cinza e
caixa-preta estudadas, o planejamento experimental proposto neste trabalho utilizou-
se do teste de Wilcoxon [52]. O teste estatístico de Wilcoxon é um teste não paramétrico,
sendo o mesmo escolhido devido a não normalidade dos valores coletados da variável
de resposta. Ao longo de toda a análise estatística realizada neste estudo, o nível de
confiança utilizado pelos testes estatísticos foi de 95%.

Visando apresentar um ranqueamento dos algoritmos de otimização estudados,
uma métrica de classificação inspirada no esquema de pontuação da Fórmula 1 foi
considerada. Essa estratégia de ranqueamento de algoritmos foi proposta inicialmente
para a classificação de algoritmos na competição [48] de métodos de otimização
contínua de larga escala da conferência IEEE CEC e tem sido replicado em outros
trabalhos científicos [21,31,44]. O esquema de ranqueamento proposto segue a lista de
pontuação descrita na Tabela 5.3. Dessa maneira, conforme o esquema de pontuação
proposto, o melhor algoritmo recebe 25 pontos, o segundo método recebe 18 pontos
e assim por diante. Se os métodos avaliados não apresentaram diferenças, ambos os
métodos recebem a mesma pontuação de acordo com sua posição.

Tabela 5.3: Pontuações para cada Posição da Classificação dos Métodos

Posição Pontuação

1º 25
2º 18
3º 15
4º 12
5º 10
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Propondo facilitar a apresentação dos resultados, que serão descritos no Capítulo 6,
os métodos de otimização investigados serão referenciados ao longo do restante deste
texto conforme a nomenclatura descrita na Tabela 5.4.

Tabela 5.4: Nomenclatura dos Algoritmos de Otimização Estudados

Método Versão Caixa-Preta Versão Caixa-Cinza

Busca Local Baseada em Grupos
de Tamanhos de Passos BLBGTP CC-BLBGTP

Evolução Diferencial DE DE-PX
Estratégia Evolutiva de

Adaptação da Matriz de Covariância CMA-ES CMA-ES-PX

Estratégia Coevolutiva de
Adaptação da Matriz de Covariância CC-CMA-ES CC-CMA-ES-PX

Estratégia Coevolutiva de Adaptação
da Matriz de Covariância usando

Método de Decomposição
- CC-CMA-ES-PX-MD

Por fim, no intuito de permitir a reprodutibilidade dos experimentos computacio-
nais propostos, bem como, incentivar e facilitar os estudos relacionados, os códigos
dos algoritmos estudados encontram-se disponíveis em repositórios online 1 2.

1Repositório dos métodos de otimização: github.com/RodolfoALopes/continuous_optimization
2Repositório dos métodos de decomposição: github.com/RodolfoALopes/decomposition_library

https://github.com/RodolfoALopes/continuous_optimization
https://github.com/RodolfoALopes/decomposition_library
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Capítulo 6

Resultados

Neste capítulo, são apresentados os resultados dos experimentos propostos conside-
rando a parametrização e conjunto de funções de referência, previamente descritos no
capítulo anterior. Além dos resultados dos experimentos computacionais, uma análise
e discussão dos resultados obtidos são também apresentados ao longo deste capítulo.

6.1 Métodos de Decomposição

Nesta seção, os resultados do estudo experimental envolvendo os métodos de decom-
posição estudados são apresentados. Assim, inicialmente, a Figura 6.1 apresenta a
acurácia do agrupamento de todos os métodos de decomposição estudados para as
funções de teste totalmente separáveis ( f1 - f3). Os métodos de decomposição AD,
ADE e IRI demonstraram 100% de assertividade na identificação de separabilidade
total das variáveis de decisão para esse subconjunto de funções de teste. Entretanto,
os outros métodos de decomposição falharam na identificação da separabilidade das
variáveis de decisão da função f3, conforme Figura 6.1c, embora, tenham identificado
corretamente os subproblemas das funções f1 e f2.

Como pode também ser observado na Figura 6.1, a maioria dos métodos de decom-
posição demonstraram dificuldades na identificação das variáveis independentes da
função f3. Isto porque a função de referência f3 é baseada na função Ackley sendo
também adicionadas a essa função, transformações matemáticas que aumentam o seu
grau de complexidade. Assim, um ajuste mais cuidadoso dos parâmetros pode ser
necessário para decompor essa função corretamente para os casos onde os métodos de
decomposição falharam.
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Figura 6.1: Acurácia dos Métodos de Decomposição para os Problemas Totalmente Separáveis
Estudados f1 - f3

Semelhantemente, a Figura 6.2 apresenta uma comparação da acurácia dos métodos
de decomposição para os problemas parcialmente separáveis ( f4 - f11). As Figuras
6.2a, 6.2b, 6.2c e 6.2d demonstram a acurácia dos métodos de decomposição para os
problemas parcialmente separáveis que possuem variáveis de decisão independentes.
Por outro lado, as Figuras 6.2e, 6.2f, 6.2g e 6.2h apresentam a acurácia dos métodos
estudados para problemas parcialmente separáveis que não possuem variáveis de
decisão independentes.

Pode-se observar que os algoritmos AD, ADE e ADG obtiveram as menores taxas
de acurácia de decomposição para os problemas parcialmente separáveis estudados.
Assim como na função de referência f3, parte do problema de otimização descrito pela
função f6 é baseado na função Ackley onde 70% de suas variáveis de decisão são inde-
pendentes. Desta forma, semelhantemente a função f3, os métodos de decomposição
AD2, ADR, ADR2 e ADR3 também apresentaram baixa acurácia no processo de identi-
ficação dos subproblemas. Além disso, baixas taxas de acurácia podem ser também
observadas no processo de decomposição da função de teste f11, para a qual apenas
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AD2, ADR2 e ADR3 conseguiram identificar corretamente os 20 subcomponentes da
função de referência.

A Figura 6.3 apresenta a acurácia obtida pelos diferentes métodos de decomposição
para os problemas de referência não separáveis ( f12 - f15). Naturalmente, em proble-
mas não separáveis, todas as variáveis de decisão interagem com pelo menos uma
variável formando um subcomponente único (s1). Para esta categoria de problema de
otimização, os métodos de decomposição ADR e ADR2 foram capazes de identificar
corretamente essa inseparabilidade para três das quatro funções de teste estudadas. Os
algoritmos AD2, ADE e IRI conseguiram identificar duas das quatro funções de teste.
Por último, os métodos AD e ADR3 identificaram corretamente a indissociabilidade
dos problemas estudados apenas para uma das quatro funções avaliadas.

Outro aspecto importante em relação estudo dos métodos de decomposição é o
número de avaliações de função gastas por eles. Assim, a Figura 6.4 apresenta um
comparativo sobre número de avaliações de função contabilizadas por cada método
ao decompor as funções de teste avaliadas. Os resultados são apresentados em escala
logarítmica com o intuito de clarificar a diferença de custo entre os métodos estudados.
Como pode ser observado, os métodos ADR, ADR2 e ADR3, são os métodos mais
econômicos para a maioria das funções de teste. Em contraste, os métodos AD, AD2,
ADE e ADG foram os métodos mais caros computacionalmente.

De maneira sumarizada, os resultados previamente apresentados foram consolida-
dos e apresentados na Tabela 6.1. Na Tabela 6.1 são descritos a média da acurácia e do
custo de execução (número de avaliações de função) dos métodos estudados.

Em resumo, os métodos de decomposição ADR, ADR2, ADR3, IRI e AD2 são os
algoritmos mais promissores devido as maiores taxas de acurácia alcançadas no pro-
cesso de identificação de subcomponentes. As três versões do método de agrupamento
diferencial recursivo (ADR, ADR2 e ADR3) são os procedimentos mais econômicos no
que diz respeito ao número de avaliações de função gastas para analisar os problemas
de otimização. Esse resultado pode ser explicado pela estratégia de identificação de
interações entre grupos de variáveis de decisão que os métodos recursivos aplicam.
Em relação aos algoritmos que produzem um grafo de interação entre as variáveis
de decisão, o método AD2 é o procedimento mais preciso e econômico. Por fim, os
métodos AD e ADE alcançaram os mais baixos níveis de acurácia para decomposição
para o conjunto de problemas de otimização estudado.
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Figura 6.2: Acurácia dos Métodos de Decomposição para os Problemas Parcialmente Separá-
veis Estudados f4 - f11
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Figura 6.3: Acurácia dos Métodos de Decomposição para os Problemas Não Separáveis Estu-
dados f12 - f15
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Tabela 6.1: Média da Acurácia e Avaliações de Função para 15 Funções de Referência Avaliadas

Método de Decomposição Acurácia (%) Avaliações de Função

Par-a-Par
AD 54,2 680.732
IRI 74,7 74.844
Recursivo
ADR 70,6 13.147
ADR2 79,3 14.612
ADR3 72,0 14.614

Baseado em Grafos
AD2 72,7 488.429
ADG 64,3 489.427
ADE 56,7 976.857

6.1.1 Discussão dos Resultados

Embora um dos principais objetivos dos métodos de decomposição seja atingir a maior
precisão de agrupamento possível, há uma compensação entre alcançar altas taxas
de acurácia na decomposição dos problemas de otimização e o número de avaliações
de função utilizadas para analisar o problema. Assim, os resultados experimentais
demonstraram que os algoritmos recursivos de decomposição foram os procedimentos
mais adequados para as funções de referência avaliadas.

Outro ponto importante nesta discussão está relacionado à capacidade dos métodos
de decomposição de gerar grafos de interação de variáveis. Neste sentido, nem todos
os procedimentos estudados fornecem o grafo de interação e isso pode restringir
sua aplicabilidade para alguns operadores caixa-cinza. Dentro os algoritmos de
decomposição baseado em grafos, o método AD2 demonstrou ser o procedimento
mais adequado para as funções de referência avaliadas.

Os resultados discutidos também demonstram que os métodos de decomposição
baseados em grafos tendem a apresentar elevado custo computacional consumindo
grande quantidade de avaliações de função. Combinações dos métodos de decomposi-
ção podem ser investigadas visando a proposição de novos algoritmos que de maneira
mais eficiente infiram o grafo de interação das variáveis de decisão do problema.
Como, por exemplo, métodos recursivos podem ser utilizados para encontrar os sub-
componentes, onde, em seguida, outro método de decomposição seria responsável
por identificar as interações entre as variáveis dos subcomponentes.
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Em relação à métrica de acurácia utilizada neste estudo experimental, tal métrica
pode ser inadequada para avaliar a qualidade de um grafo de interação produzido.
Isto porque, para melhor compreensão da precisão na extração do grafo de intera-
ção de variáveis, seria necessário também avaliar o número de arestas corretamente
identificadas pelos algoritmos.

Por fim, no contexto de operadores de caixa-cinza, os métodos de decomposição
também podem ser usados para inferir pesos para arestas em um grafo de interação
de variáveis. Estes pesos podem ser úteis para que esses operadores decidam se existe
uma interação forte o suficiente para que o operador atue sobre essas variáveis de
decisão, dado o estado atual do processo de buscas. Desta forma, operadores caixa-
cinza podem explorar o conceito de separabilidade ao longo das regiões do espaço de
soluções, isto porque, em determinadas regiões do espaço de soluções, duas variáveis
podem ser indissociáveis e em outras regiões elas podem ser independentes.

6.2 Busca Local

Em relação ao estudo experimental proposto para os métodos de busca local avaliados
neste trabalho, nesta seção são apresentados e discutidos seus resultados. Os gráficos
apresentados na Figura 6.5 descrevem o ritmo de convergência das diferentes versões
do algoritmo de busca local, CC-BLBGTP e BLBGTP, introduzidos na Seção 4.1. Esses
gráficos apresentados descrevem a mediana, primeiro quartil e terceiro quartil dos va-
lores de f (x) encontrados nos marcos de verificação das execuções, 1, 2× 105, 6× 105,
e 3× 106 avaliações de função. Na Figura 6.5, apenas os resultados para as funções de
referência totalmente separáveis são apresentados.

O ritmo de convergência observado nas funções de teste totalmente separáveis ( f1

- f3) é semelhante em ambas abordagens estudadas, CC-BLBGTP e BLBGTP, exceto
para a função f1. O ritmo de convergência observado na função f1 descreve um
desempenho ligeiramente superior da abordagem CC-BLBGTP. Esse resultado pode
ser explicado pela correta identificação e priorização da otimização dos subproblemas
mais promissores. Neste sentindo, a abordagem CC-BLBGTP parece ser uma estratégia
mais inteligente para lidar com funções totalmente separáveis que possuem uma
contribuição não uniforme entre seus subcomponentes.
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Figura 6.5: Mediana, Primeiro Quartil, Terceiro Quartil das Melhores Soluções Encontradas
para Problemas Totalmente Separáveis - Busca Local - 30 Repetições

Analogamente, a Figura 6.6 descreve o ritmo de convergência das diferentes ver-
sões do algoritmo BLBGTP para as funções de referência parcialmente separáveis.
Conforme pode ser observado nos gráficos apresentados na Figura 6.6, o método CC-
BLBGTP demonstrou um melhor desempenho comparado com o BLBGTP. Destaca-se,
o desempenho observado nas funções de teste f4, f6, f7, f8 e f11, onde o CC-BLBGTP
apresenta uma melhoria significativa na qualidade das soluções encontradas. Essa me-
lhoria no ritmo de convergência do CC-BLBGTP pode ser explicada pela identificação
e priorização dos subproblemas mais promissores dos problemas avaliados.

Com relação aos problemas não separáveis ( f12 - f15), uma análise da mediana,
primeiro quartil e terceiro quartil das melhores soluções encontradas, f (x), para
ambas as versões do algoritmo de busca local estudadas é apresentada na Figura
6.7. Analisando os resultados, as versões CC-BLBGTP e BLBGTP não demonstraram
um impacto significativo entre si na qualidade média das soluções encontradas. Essa
observação corrobora para o raciocínio de que o CC-BLBGTP deve apresentar o mesmo
ritmo de convergência que sua versão original, quando estão lidando com problemas
de otimização não separáveis.
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Figura 6.6: Mediana, Primeiro Quartil, Terceiro Quartil das Melhores Soluções Encontradas
para Problemas Parcialmente Separáveis - Busca Local - 30 Repetições
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Figura 6.7: Mediana, Primeiro Quartil, Terceiro Quartil das Melhores Soluções Encontradas
para Problemas Não Separáveis - Busca Local - 30 Repetições

Os resultados do teste estatístico de Wilcoxon comparando às duas versões do
método de busca local, o CC-BLBGTP e BLBGTP, considerando 3× 106 avaliações de
função, são apresentados na Tabela 6.2. A Tabela 6.2 também apresenta uma pontuação
inspirada na Fórmula 1 para classificação das abordagens avaliadas. Embora os
resultados do teste estatístico indiquem não haver diferenças significativas em 8
funções do conjunto de 15 avaliadas, o CC-BLBGTP encontrou as melhores soluções
para 7 funções de referência, com uma confiança de 95% no teste aplicado. Diante disso,
no ranqueamento por pontuação proposto, o CC-BLBGTP demonstra ser superior à
versão caixa-preta.

Como as abordagens de otimização caixa-cinza permitem avaliações parciais de
uma solução candidata, uma comparação do tempo de processamento de ambas ver-
sões do método BLBGTP é apresentada na Figura 6.8. Na Figura 6.8, o tempo médio de
processamento, em segundos, é apresentado consolidando todas as execuções indepen-
dentes de cada função de teste avaliada. O tempo de processamento medido, considera
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Tabela 6.2: Resultado dos Testes Estatístico de Wilcoxon (α = 0, 05) e Classificação por Pontua-
ção - Busca Local - 3× 106 Avaliações de Função

Teste Estatístico Classificação

Melhor Algoritmo Valor-p Versão Caixa-Preta Versão Caixa-Cinza

f1 CC-BLBGTP 1, 691× 10−17 18 25
f2 - 1, 000 25 25
f3 - 1, 000 25 25
f4 CC-BLBGTP 1, 691× 10−17 18 25
f5 - 8, 201× 10−1 25 25
f6 CC-BLBGTP 1, 998× 10−3 18 25
f7 CC-BLBGTP 4, 575× 10−9 18 25
f8 CC-BLBGTP 5, 073× 10−16 18 25
f9 - 6, 125× 10−1 25 25
f10 CC-BLBGTP 4, 146× 10−2 18 25
f11 CC-BLBGTP 9, 745× 10−14 18 25
f12 - 8, 315× 10−1 25 25
f13 - 6, 125× 10−1 25 25
f14 - 7, 082× 10−1 25 25
f15 - 7, 302× 10−1 25 25

Total 326 375

o tempo consumido para utilização das 3× 106 avaliações de função disponíveis ao
algoritmo de otimização.

Ao se observar a Figura 6.8, para as funções de teste que não permitem avaliações
parciais das soluções candidatas, como f3, f12, f13, f14 e f15, o tempo médio computado
é semelhante à ambas versões. Em contraste, o CC-BLBGTP consegue economizar um
tempo de processamento considerável com avaliações parciais das soluções candidatas
para as demais funções. Nesse sentido, os problemas totalmente separáveis propiciam
os maiores benefícios, visto que o algoritmo de busca local estudado é um método de
pesquisa por coordenada que investiga uma variável de decisão por vez. Portanto, os
resultados para as funções de referência totalmente separáveis ( f1 - f2) demonstraram
que a versão caixa-cinza pode economizar cerca de 90% no tempo de processamento,
quando comparado a versão caixa-preta. Além disso, a versão CC-BLBGTP conseguiu
economizar entre 75% e 90% de tempo de processamento para as funções parcialmente
separáveis avaliadas ( f4 - f11).
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Figura 6.8: Tempo Médio (Em Segundos) de Processamento - Busca Local - 30 Execuções
Independentes - 3× 106 Avaliações de Função

6.2.1 Discussão dos Resultados

Em resumo, a versão caixa-cinza do método de busca local estudado, CC-BLBGTP,
é capaz de melhorar a qualidade das melhores soluções encontradas na maioria dos
problemas de otimização parcial e totalmente separáveis. O processo de aprendizagem
proposto para o CC-BLBGTP, implementado para reconhecer os subcomponentes mais
promissores, parece benéfico para melhorar a qualidade das soluções encontradas.
No entanto, uma configuração mais cuidadosa do parâmetro γ pode ser necessária
ao lidar com problemas totalmente separáveis quando a quantidade de avaliações de
funções for menor.

Embora o CC-BLBGTP seja capaz de explorar melhor os subproblemas, esse método
não possui um mecanismo que explore de fato as interações entre as variáveis de
decisão. Sendo assim, uma versão dessa busca local que explore essas interações
entre variáveis de um mesmo subcomponente, de forma similar aos métodos de
busca local caixa-cinza para problemas de otimização pseudo-booleanos já propostos,
pode ser investigada. Entretanto, as funções de referência comumente utilizadas para
estudos relacionados a otimização contínua para problemas de larga escala, podem não
representar bem as características de interação entre variáveis de problemas práticos.
Portanto, um novo conjunto de funções de referência que apresente características
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mais similares a problemas práticos, pode ser um importante estágio nos estudos de
otimização contínua caixa-cinza.

6.3 Evolução Diferencial

Nesta seção, os resultados do estudo experimental envolvendo as versões algoritmo
de Evolução Diferencial estudadas, a versão clássica (DE) e a versão caixa-cinza (DE-
PX), são apresentados e discutidos. Assim, inicialmente, os gráficos apresentados na
Figura 6.9 descrevem o ritmo de convergência dos métodos DE e DE-PX. Os gráficos
apresentados descrevem a mediana, primeiro quartil e terceiro quartil dos valores de
f (x) encontrados nos marcos de verificação das execuções, 1, 2× 105, 6× 105, e 3× 106

avaliações de função. São apresentados na Figura 6.9 apenas os resultados das funções
de referência totalmente separáveis ( f1 − f3).
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Figura 6.9: Mediana, Primeiro Quartil, Terceiro Quartil das Melhores Soluções Encontradas
para Problemas Totalmente Separáveis - Evolução Diferencial - 30 Repetições
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O ritmo de convergência observado nas funções de referência totalmente separáveis
( f1 - f3) demonstra um desempenho superior do DE-PX comparada ao DE clássico
(versão caixa-preta). Essa observação pode ser explicada pela eficácia do operador
PX para selecionar os melhores subcomponentes dos problemas de otimização total-
mente separáveis. Neste cenário, a versão caixa-cinza, DE-PX, demonstrou ser uma
abordagem mais promissora contribuindo para melhorar o ritmo de convergência do
DE clássico.

Em relação às funções de referência parcialmente separáveis ( f4 - f11) avaliadas
neste estudo experimental, a Figura 6.10 apresenta o ritmo de convergência das dife-
rentes versões caixa-cinza e caixa-preta do DE. Conforme observado na Figura 6.10,
o DE-PX não obteve bons resultados na maioria dos problemas parcialmente sepa-
ráveis, exceto para a função de teste f11. Esse comportamento pode ser explicado
por uma pressão seletiva muito grande exercida pelo operador PX. Essa característica
alinhada a uma população pequena de soluções candidatas, NP = 25, pode levar essa
meta-heurística a uma deterioração rápida da diversidade populacional.

De forma semelhante aos resultados introduzidos na Figura 6.10, os resultados
apresentados na Figura 6.11 descrevem o ritmo de convergência do DE-PX e DE
ao lidar com as funções de referência não separáveis ( f12 - f15). Neste cenário de
funções não separáveis, as diferentes versões do DE avaliadas possuem um ritmo de
convergência mais próximo entre si, exceto para a função de teste f12 onde o DE-PX
apresentou melhor ritmo de convergência.

O bom desempenho do DE-PX para a função não separável f12 pode ser explicado
pela estrutura de interação entre as variáveis de decisão do problema (reveja Figura
5.1a). Neste contexto, o DE-PX conseguiu quebrar o problema de otimização produ-
zindo melhores soluções sem haver um deterioramento da diversidade populacional
das soluções candidatas ao problema. Já para as demais funções de referência não
separáveis ( f13 – f15), o PX não possui muita efetividade, pois o mesmo nem sempre é
capaz de quebrar o problema de otimização devido à alta ou total interação entre as
variáveis de decisão destes problemas.

São apresentados na Tabela 6.3 os resultados dos testes estatísticos de Wilcoxon
comparando a qualidade das soluções encontradas, f (x), dos métodos DE-PX e DE, até
que fossem contabilizadas 3× 106 avaliações de função. Esses resultados apresentados
na Tabela 6.3 consideraram um nível de confiança igual à 95%, previamente definido no
planejamento experimental. Um ranqueamento por pontuação também é apresentado
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Figura 6.10: Mediana, Primeiro Quartil, Terceiro Quartil das Melhores Soluções Encontradas
para Problemas Parcialmente Separáveis - Evolução Diferencial - 30 Repetições
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Figura 6.11: Mediana, Primeiro Quartil, Terceiro Quartil das Melhores Soluções Encontradas
para Problemas Não Separáveis - Evolução Diferencial - 30 Repetições

nesses resultados descritos comparando os métodos avaliados. Os resultados dos
testes estatísticos corroboram demonstrando um desempenho superior do DE-PX
ao lidar com problemas totalmente separáveis e não separáveis. Em contrapartida,
esses mesmos resultados corroboram a demonstrar um melhor desempenho da versão
clássica do DE na otimização de problemas parcialmente separáveis. De acordo com
esquema de pontuação para classificação das abordagens comparadas, no resultado
geral, o DE demonstrou ser superior ao DE-PX, sendo 333 pontos contra 319 recebidos
pelo DE-PX, como pode ser observado na Tabela 6.3.

Uma comparação do tempo médio de processamento, em segundos, das duas
abordagens do algoritmo DE avaliadas, é apresentada na Figura 6.12. Uma replicação
da Figura 6.12 em escala logarítmica também é introduzida na Figura 6.13 para melhor
compreensão da diferença entre as abordagens estudadas. Nesses gráficos, o tempo
médio foi calculado para todas as funções de teste considerando as 30 replicações,
dado 3× 106 avaliações de função disponíveis aos métodos.
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Tabela 6.3: Resultado dos Testes Estatístico de Wilcoxon (α = 0, 05) e Classificação por Pontua-
ção - Evolução Diferencial - 3× 106 Avaliações de Função

Teste Estatístico Classificação

Melhor Algoritmo Valor-p Versão Caixa-Preta Versão Caixa-Cinza

f1 DE-PX 2, 763× 10−11 18 25
f2 DE-PX 1, 691× 10−17 18 25
f3 DE-PX 1, 691× 10−17 18 25
f4 DE 1, 691× 10−17 25 18
f5 DE 1, 691× 10−17 25 18
f6 DE 1, 691× 10−17 25 18
f7 DE 1, 691× 10−17 25 18
f8 DE 6, 764× 10−17 25 18
f9 DE 5, 073× 10−16 25 18
f10 DE 1, 131× 10−7 25 18
f11 DE-PX 4, 599× 10−15 18 25
f12 DE-PX 1, 691× 10−17 18 25
f13 - 4, 853× 10−1 25 25
f14 DE 2, 420× 10−4 25 18
f15 DE-PX 3, 567× 10−11 18 25

Total 333 319

Analisando as Figuras 6.12 e 6.13, o DE-PX foi capaz de economizar significativo
tempo de processamento por meio do uso das avaliações parciais. Em porcentagem, o
DE-PX tem capacidade de economizar cerca 95% do tempo comparado com a versão
clássica do DE, na resolução de problemas totalmente separáveis. Além da utilização
de avaliações parciais, a versão caixa-cinza proposta consegue reaproveitar avaliações
parciais anteriormente calculadas.

Entretanto, conforme discutido ao longo da revisão deste estudo, algumas funções
objetivo não permitem avaliações parciais de soluções candidatas. Diante desse
grupo de funções de teste, o DE-PX apresentou diferentes comportamentos. Para as
funções f3 e f15, não são detectáveis diferenças significativas no tempo médio das duas
abordagens avaliadas. Entretanto, para a função f12, o DE-PX pode ser ligeiramente
mais rápido, pois o algoritmo consome mais avaliações de função a cada geração do
algoritmo, sendo assim, o processo de busca evolutiva é realizado em um número
menor de gerações. Já para as funções f13 e f14, o custo computacional do operador
PX impôs a versão DE-PX um relevante tempo de processamento extra, tornando-o
excessivamente mais lento que a versão clássica do DE.
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6.3.1 Discussão dos Resultados

Em resumo, o estudo experimental proposto demonstrou que o algoritmo DE com-
binado ao operador PX pode melhorar a qualidade das soluções encontradas em
determinadas situações, como: funções totalmente separáveis e não separáveis. Por
outro lado, o DE-PX apresenta um desempenho inferior à versão caixa-cinza (DE) ao
lidar com problemas parcialmente separáveis. Esse comportamento observado sobre a
qualidade das soluções encontradas pode ter relação com dois fatores: (i) diversidade
populacional e (ii) critério de parada previamente definido.

Por característica própria do funcionamento do operador PX, esse operador exerce
grande pressão seletiva sobre os indivíduos manipulados. Ao longo do processo
evolutivo, esse fato traz uma diminuição da diversidade populacional essencial para o
algoritmo DE. Neste sentido, diferentes operadores de mutação diferencial, aumento
da população de soluções candidatas, mecanismos de controle de diversidade popula-
cional podem ser investigadas com o intuito de melhorar o desempenho do DE-PX
para esta categoria de problema de otimização contínua.

Na versão DE-PX, cada avaliação parcial é contabilizada como uma avaliação de
função a ser considerada pelo critério de parada dos experimentos. Desta forma, a cada
ciclo evolutivo, a versão DE-PX utiliza mais funções de avaliação quando comparada a
versão caixa-preta. Entretanto, o tempo de processamento por geração pode ser menor,
devido à possibilidade de realização de avaliações parciais que são mais econômicas
que suas avaliações completas. Nesse sentido, a experimentação de outros critérios
de parada podem ser interessantes pontos a investigar, visto que, esses experimentos
poderiam fornecer resultados para compreender melhor a influência dos parâmetros e
operadores de mutação diferencial do DE na versão caixa-cinza proposta.

Outro fator importante sobre o estudo experimental proposto é em relação ao
conjunto de referência. Embora amplamente utilizado como referência na comparação
de métodos de otimização contínua para problemas de larga escala, suas estruturas de
interação entre as variáveis decisão podem não representar com clareza as possíveis
interações encontradas em problemas práticos.

Por fim, o DE-PX demonstrou uma melhoria significativa em relação ao tempo
de processamento para problemas separáveis e parcialmente separáveis. Já para os
problemas não separáveis, a estrutura de interação entre as variáveis de decisão pode
impactar consideravelmente no tempo de processamento do operador PX.
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6.4 Estratégia Evolutiva de Adaptação da Matriz de

Covariância

Ao longo desta seção, os resultados do estudo experimental proposto para analisar as
diferentes versões da meta-heurística de Estratégia Evolutiva de Adaptação da Matriz
de Covariância (CMA-ES) são apresentados e discutidos. Os gráficos introduzidos na
Figura 6.14 descrevem o ritmo de convergência por meio da mediana, primeiro quartil
e terceiro quartil dos valores de f (x). A Figura 6.14 apresenta apenas os resultados
para as funções de referência totalmente separáveis ( f1 - f3).
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Figura 6.14: Mediana, Primeiro Quartil, Terceiro Quartil das Melhores Soluções Encontradas
para Problemas Totalmente Separáveis - Estratégia Evolutiva de Adaptação da
Matriz de Covariância - 30 Repetições

Na Figura 6.14, o ritmo de convergência observado nas funções de teste totalmente
separáveis ( f1 - f3) demonstra um desempenho superior da versão CMA-ES-PX, exceto
para a função f3 onde um ritmo similar entre as abordagens é constatado. Esse desem-
penho superior da versão CMA-ES-PX pode ser relacionado a seleção dos melhores
subcomponentes, variáveis de decisão independentes, das soluções consideradas
durante o processo de recombinação realizado pelo operador PX.
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Figura 6.15: Mediana, Primeiro Quartil, Terceiro Quartil das Melhores Soluções Encontradas
para Problemas Parcialmente Separáveis - Estratégia Evolutiva de Adaptação da
Matriz de Covariância - 30 Repetições
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Do mesmo modo, a Figura 6.15 descreve o ritmo de convergência das versões
do algoritmo CMA-ES para as funções de referência parcialmente separáveis ( f4 -
f11). Conforme pode ser observado nos gráficos apresentados na Figura 6.15, as duas
versões do CMA-ES apresentam curvas de convergência semelhantes. Entretanto, nota-
se um ritmo de convergência ligeiramente melhor do CMA-ES-PX para as funções
f4, f5 e f7. Por outro lado, a versão tradicional, CMA-ES, apresentou um ritmo de
convergência timidamente superior na otimização da função de referência f11.

Em relação aos problemas não separáveis, a Figura 6.16 apresenta o ritmo de
convergência do CMA-ES e CMA-ES-PX para as quatro funções de teste ( f12 - f15)
avaliadas. Assim, como observado na maioria das funções parcialmente separáveis
(reveja Figura 6.15), nota-se também na Figura 6.16, tímidas diferenças no ritmo de
convergência das versões CMA-ES e CMA-ES-PX avaliadas.
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Figura 6.16: Mediana, Primeiro Quartil, Terceiro Quartil das Melhores Soluções Encontradas
para Problemas Não Separáveis - Estratégia Evolutiva de Adaptação da Matriz de
Covariância - 30 Repetições

Na Tabela 6.4 são apresentados os resultados da aplicação dos testes estatísticos
de Wilcoxon, a um nível de confiança de 95%, comparando a qualidade das soluções
encontradas pelas versões do CMA-ES estudadas. Esses testes estatísticos conside-



Resultados 97

raram a qualidade das soluções encontradas, f (x), até se atingir o marco de 3× 106

avaliações de função. Na Tabela 6.4, os métodos avaliados são também ranqueados
por um esquema de pontuação, baseado na qualidade das soluções encontradas. Deste
modo, os testes estatístico corroboram demonstrando um desempenho superior do
CMA-ES-PX em 5 ocasiões, sendo na otimização das funções f1, f2, f4, f5 e f7. Por
outro lado, o CMA-ES foi superior ao CMA-ES-PX em três funções de teste, f11, f12

e f13. De acordo com a classificação por pontuação proposta, a versão CMA-ES-PX
atingiu maior pontuação, com 354 pontos, contra 340 pontos da versão CMA-ES.

Tabela 6.4: Resultado dos Testes Estatístico de Wilcoxon (α = 0, 05) e Classificação por Pon-
tuação - Estratégia Evolutiva de Adaptação da Matriz de Covariância - 3× 106

Avaliações de Função

Teste Estatístico Classificação

Melhor Algoritmo Valor-p Versão Caixa-Preta Versão Caixa-Cinza

f1 CMA-ES-PX 2, 039× 10−12 18 25
f2 CMA-ES-PX 5, 998× 10−13 18 25
f3 - 1, 091× 10−1 25 25
f4 CMA-ES-PX 1, 265× 10−10 18 25
f5 CMA-ES-PX 4, 146× 10−2 18 25
f6 - 8, 315× 10−1 25 25
f7 CMA-ES-PX 2, 700× 10−14 18 25
f8 - 2, 132× 10−1 25 25
f9 - 1, 922× 10−1 25 25
f10 - 8, 891× 10−1 25 25
f11 CMA-ES 2, 350× 10−15 25 18
f12 CMA-ES 8, 008× 10−3 25 18
f13 CMA-ES 9, 604× 10−3 25 18
f14 - 3, 354× 10−1 25 25
f15 - 7, 718× 10−2 25 25

Total 340 354

Em relação ao tempo médio de processamento, a Figura 6.17 apresenta um com-
parativo entre as abordagens avaliadas onde o tempo é representado em segundos.
Os resultados apresentados resumem 30 replicações independentes dos experimentos,
dado 3× 106 avaliações de função disponíveis, para cada função de referência. Anali-
sando a Figura 6.17, nota-se que o CMA-ES-PX é capaz de melhorar o tempo médio de
processamento. Esse comportamento, pode ser percebido para todas as funções de
referência avaliadas, exceto para a função não-separável f15.
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Embora o CMA-ES-PX seja mais eficiente, os ganhos obtidos por essa versão
não são tão representativos como em outros algoritmos caixa-cinza estudados. Os
resultados indicam que a economia de tempo médio pode chegar a representar cerca
de 5%. Esse ganho de tempo tímido, se dá pela característica do CMA-ES de alterar
constantemente todas as variáveis de decisão. Desta forma, o pouco uso de estratégias
de reaproveitamento e avaliações parciais não permitem relevantes ganhos no tempo
médio de processamento. Conclui-se então que a economia obtida tem relação com o
número menor de ciclos que o CMA-ES-PX realiza em comparação ao CMA-ES.
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Figura 6.17: Tempo Médio (Em Segundos) de Processamento - Estratégia Evolutiva de Adap-
tação da Matriz de Covariância - 30 Execuções Independentes - 3× 106 Avaliações
de Função

6.4.1 Discussão dos Resultados

Os resultados do estudo experimental apresentados nesta seção demonstraram a
capacidade da versão CMA-ES-PX de aprimorar a qualidade das soluções encontradas
ao longo do processo evolutivo. Destaca-se a melhoria na qualidade das soluções,
principalmente, ao lidar com funções totalmente separáveis.

Devido à característica do processo de mutação realizado pela meta-heurística
CMA-ES, não é razoável utilizar-se de avaliações parciais de soluções candidatas
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na versão CMA-ES-PX, visto que o CMA-ES altera praticamente todas as variáveis
de decisão a cada nova solução candidata gerada. Sendo assim, a maior parcela de
economia detectável no tempo de processamento do CMA-ES-PX pode ser relacionada
a quantidade menor de ciclos que o algoritmo realiza. Complementarmente, o menor
número de ciclos realizado pelo algoritmo CMA-ES-PX se dá pela necessidade de
avaliações de função extras requeridas pelo operador PX, quando o mesmo é aplicado.

Em complemento as discussões apresentadas, destaca-se novamente que as estru-
turas de interação das variáveis de decisão das funções de referência avaliadas não
parecem se assemelhar com estruturas de problemas práticas. Apesar do ganho de
desempenho em algumas situações, as estruturas altamente conectadas encontradas
nas funções de teste estudadas, não são favoráveis ao operador PX. Desta forma, um
conjunto de funções de teste com estruturas de interação menos conectadas pode de
fato demonstrar o desempenho da abordagem CMA-ES-PX proposta.

6.5 Estratégia Coevolutiva de Adaptação da Matriz de

Covariância

No decorrer desta seção, os resultados do planejamento experimental proposto com o
intuito de avaliar o desempenho das diferentes versões da Estratégia Coevolutiva de
Adaptação da Matriz de Covariância avaliadas são apresentados. Em um primeiro
momento, na Figura 6.18 são apresentados gráficos que descrevem o ritmo de con-
vergência das estratégias coevolutivas, CC-CMA-ES e CC-CMA-ES-PX. Nos gráficos
apresentados na Figura 6.18 são descritos a mediana, primeiro quartil e terceiro quartil
dos valores de f (x) encontrados nos marcos de coleta (1, 2× 105, 6× 105, e 3× 106 ava-
liações) de todas as execuções para as funções dos problemas de referência totalmente
separáveis ( f1 - f3) avaliadas.

As curvas de convergência introduzidas na Figura 6.18 demonstram uma paridade
no ritmo de convergência das abordagens CC-CMA-ES e CC-CMA-ES-PX para as
funções f1 e f2. Essa paridade observada tem relação com a característica do processo
evolutivo e as funções de teste avaliadas. Assim, por se tratar de funções totalmente
separáveis, todas variáveis são otimizadas independentemente e o operador PX não
exerce nenhuma influência nesta categoria de problemas de otimização.



100 Resultados

0.0 0.5 1.0 1.5 2.0 2.5 3.0
Funções de Avaliação 1e6

10 4

10 1

102

105

108

1011

M
ed

ia
na

 f(
x)

 - 
Es

ca
la

 L
og

ar
ít

m
ic

a CC-CMA-ES
CC-CMA-ES-PX

(a) f1

0.0 0.5 1.0 1.5 2.0 2.5 3.0
Funções de Avaliação 1e6

0

10000

20000

30000

40000

M
ed

ia
na

 f(
x)

CC-CMA-ES
CC-CMA-ES-PX

(b) f2

0.0 0.5 1.0 1.5 2.0 2.5 3.0
Funções de Avaliação 1e6

20.6

20.8

21.0

21.2

21.4

21.6

M
ed

ia
na

 f(
x)

CC-CMA-ES
CC-CMA-ES-PX

(c) f3

Figura 6.18: Mediana, Primeiro Quartil, Terceiro Quartil das Melhores Soluções Encontradas
para Problemas Totalmente Separáveis - Estratégia Coevolutiva de Adaptação da
Matriz de Covariância - 30 Repetições

Por outro lado, devido a uma limitação na representação da função totalmente
separável f3, conforme mencionado anteriormente na Seção 5.1, essa função é tra-
tada como um problema não separável. Isto significa que a função f3 está sujeita a
aplicabilidade do operador PX. Desta forma, nota-se na Figura 6.18c, um ritmo de
convergência melhor da versão caixa-cinza (CC-CMA-ES-PX) avaliada.

No que se tange as funções de referência parcialmente separáveis ( f4 – f11), são
apresentados nos gráficos da Figura 6.19 o ritmo de convergência das estratégias
coevolutivas introduzidas. Nestes gráficos, a mediana, primeiro quartil e terceiro
quartil dos valores de f (x) encontrados nos marcos de verificação das execuções,
1, 2× 105, 6× 105, e 3× 106 avaliações de função são apresentadas.

Verificando a Figura 6.19 identifica-se uma variação muito alta em relação à qua-
lidade das soluções encontradas nas replicações do experimento considerando as
meta-heurísticas analisadas. Observa-se essa alta variação principalmente nos experi-
mentos considerando as funções de referência f4, f6, f7, f9 e f10. Essa variação pode ter
relação com o mecanismo de aprendizado e priorização que as versões coevolutivas
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Figura 6.19: Mediana, Primeiro Quartil, Terceiro Quartil das Melhores Soluções Encontradas
para Problemas Parcialmente Separáveis - Estratégia Coevolutiva de Adaptação
da Matriz de Covariância - 30 Repetições
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implementam. Isto porque, esse mecanismo de aprendizado pode momentaneamente
priorizar subproblemas menos promissores, consequentemente, encontrar soluções
de menor qualidade em determinadas replicações. É importante ressaltar também
que há não uma clara evidência do desempenho superior de alguma das abordagens
avaliadas neste contexto de funções de referência parcialmente separáveis.

De forma semelhante, a Figura 6.20 retrata o ritmo de convergência das diferentes
versões das meta-heurísticas coevolutivas analisadas para resolução das funções de
referência não separáveis ( f12 – f15). Dentre todas as funções não separáveis estudadas,
nota-se para a função de teste f12 (vide Figura 6.20a) um melhor ritmo de convergência
da versão caixa-preta (CC-CMA-ES). Por outro lado, paras as demais funções não
separáveis ( f13, f14 e f15) observa-se uma paridade no ritmo de convergência das
abordagens avaliadas. Destaca-se também que a qualidade das soluções encontradas
no início do processo evolutivo tende a ser melhor na versão caixa-preta (CC-CMA-ES),
entretanto, ao final do processo, esse cenário sofre pequena inversão.
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Figura 6.20: Mediana, Primeiro Quartil, Terceiro Quartil das Melhores Soluções Encontradas
para Problemas Não Separáveis - Estratégia Coevolutiva de Adaptação da Matriz
de Covariância - 30 Repetições
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Testes estatísticos foram realizados comparando a qualidade das soluções, f (x),
encontradas pelas abordagens coevolutivas analisadas neste estudo. Desta forma, na
Tabela 6.5 são descritos os resultados da aplicação do teste estatístico de Wilcoxon,
com um nível de 95% de confiança, comparando a qualidade das soluções encontradas
ao término de 3× 106 avaliações de função. Na Tabela 6.5, uma classificação por meio
de um esquema de pontuação (previamente introduzido na Tabela 5.3) foi também
apresentada.

Os dados descritos na Tabela 6.5 descrevem que em cinco funções de referência
( f3, f4, f6, f13 e f14) os resultados corroboram indicando um melhor desempenho
da versão CC-CMA-ES-PX em relação à versão CC-CMA-ES. Em contrapartida, os
resultados dos testes também indicam diferenças estatísticas significativas em favor
do método CC-CMA-ES na otimização de duas funções, sendo elas, f5 e f12. Além
disso, em oito funções de referência nenhuma diferença significativa foi detectada a
um nível de confiança de 95%. Por fim, conforme esquema de pontuação proposto, o
CC-CMA-ES-PX recebeu 361 pontos, contra 340 pontos da versão CC-CMA-ES.

Tabela 6.5: Resultado dos Testes Estatístico de Wilcoxon (α = 0, 05) e Classificação por Pon-
tuação - Estratégia Coevolutiva de Adaptação da Matriz de Covariância - 3× 106

Avaliações de Função

Teste Estatístico Classificação

Melhor Algoritmo Valor-p Versão Caixa-Preta Versão Caixa-Cinza

f1 - 5, 819× 10−1 25 25
f2 - 3, 066× 10−1 25 25
f3 CC-CMA-ES-PX 1, 156× 10−14 18 25
f4 CC-CMA-ES-PX 3, 194× 10−2 18 25
f5 CC-CMA-ES 9, 205× 10−4 25 18
f6 CC-CMA-ES-PX 7, 592× 10−12 18 25
f7 - 4, 147× 10−1 25 25
f8 - 8, 545× 10−1 25 25
f9 - 3, 817× 10−1 25 25
f10 - 9, 240× 10−1 25 25
f11 - 7, 973× 10−1 25 25
f12 CC-CMA-ES 5, 183× 10−9 25 18
f13 CC-CMA-ES-PX 3, 121× 10−13 18 25
f14 CC-CMA-ES-PX 2, 177× 10−8 18 25
f15 - 7, 302× 10−1 25 25

Total 340 361
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Diferentemente da versão clássica da meta-heurística CMA-ES, onde os resultados
dos experimentos foram discutidos na Seção 6.4, a estratégia coevolutiva do CMA-ES
propícia naturalmente a utilização de avaliações parciais visto que a otimização é
realizada por subcomponentes. Assim, uma comparação do tempo médio utilizado
pelas abordagens CC-CMA-ES e CC-CMA-ES-PX é apresentada na Figura 6.21. Os
resultados apresentados nessa figura são um resumo do tempo medido de 30 replica-
ções independentes, dado 3× 106 avaliações de função disponíveis, para cada função
de referência. Visando uma melhor compreensão dos resultados, a Figura 6.21 foi
replicada na Figura 6.22 em uma escala logarítmica.
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Figura 6.21: Tempo Médio (Em Segundos) de Processamento - Estratégia Coevolutiva de
Adaptação da Matriz de Covariância - 30 Execuções Independentes - 3× 106

Avaliações de Função

Conforme poder ser observado nas Figuras 6.21 e 6.22, a versão CC-CMA-ES-
PX demonstra o benefício da utilização de avaliações parciais no tempo médio de
processamento dos algoritmos. Neste contexto, o ganho computado pode representar
uma economia de até 90% do tempo de processamento quando comparada com a
versão caixa-preta. Entretanto, não há benefícios da versão caixa-cinza (CC-CMA-ES-
PX), em relação ao tempo de processamento, na otimização de funções não separáveis.
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Figura 6.22: Tempo Médio (Em Segundos) de Processamento em Escala Logarítmica - Es-
tratégia Coevolutiva de Adaptação da Matriz de Covariância - 30 Execuções
Independentes - 3× 106 Avaliações de Função

6.5.1 Versão Coevolutiva Combinada a um Método de Decomposição

Visando demonstrar a viabilidade da aplicação da abordagem coevolutiva caixa-cinza
proposta neste trabalho para resolução de problemas caixa-preta, esta seção apresenta
os resultados dos experimentos da abordagem coevolutiva CC-CMA-ES-PX onde
foi simulado o desconhecimento da expressão matemática das funções de referência.
Conforme mencionado anteriormente no planejamento experimental apresentado no
Capítulo 5, essa versão coevolutiva apresentada foi denominada CC-CMA-ES-PX-MD,
reveja Tabela 5.4. Para um entendimento da capacidade do CC-CMA-ES-PX-MD, as
mesmas funções de referências estudadas até o momento foram consideradas como se
sua expressão matemática não fosse conhecida.

No algoritmo coevolutivo CC-CMA-ES-PX-MD, o método de Agrupamento Dife-
rencial 2 (AD2), reveja Seção 3.3, foi escolhido como o método responsável por realizar
a análise e inferência da interação entre as variáveis de decisão das funções de teste
analisadas. Conforme anteriormente discutido nos resultados apresentados na Seção
6.1, o método AD2 é um algoritmo livre de configuração de parâmetros e capaz de ex-
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trair automaticamente o grafo de interação das variáveis de decisão. Adicionalmente,
o AD2 alcançou o maior nível de acurácia dentre os métodos baseados em grafos.

Neste contexto, uma comparação da qualidade das soluções encontradas pelas
versões CC-CMA-ES-PX-MD e CC-CMA-ES-PX é apresentada. O intuito dessa compa-
ração é compreender a influência do método de decomposição na análise e inferência
do grafo de interação para a abordagem de otimização proposta. Assim, a Figura
6.23 apresenta gráficos descrevendo a qualidade das soluções encontradas, f (x), para
cada uma das funções de referência ( f1 - f15) analisadas no estudo experimental pro-
posto. Os resultados descritos na Figura 6.23 consideraram a qualidade das melhores
soluções até se atingir 3× 106 avaliações de função.

Na Figura 6.23 é possível constatar que a qualidade das soluções encontradas pela
versão CC-CMA-ES-PX-MD é inferior à versão CC-CMA-ES-PX na maioria das funções
de referência estudadas. Esse natural desempenho inferior observado é esperado dado
que a versão caixa-cinza (CC-CMA-ES-PX) não possui nenhum custo extra para inferir
o grafo de interações dos problemas. Nota-se também ao analisar a Figura 6.23, uma
alta variação na qualidade das soluções encontradas pela versão CC-CMA-ES-PX-MD.
Entretanto, para algumas funções de referência, como, por exemplo, as funções f6, f9,
f12, f14 e f15, a versão CC-CMA-ES-PX-MD apresenta uma mediana muito próxima às
soluções encontradas pela versão CC-CMA-ES-PX.

Outro importante aspecto a se destacar a respeito dos resultados obtidos pela versão
CC-CMA-ES-PX-MD e apresentados na Figura 6.23, refere-se à relação entre taxa de
acurácia obtida pelo método de decomposição e qualidade das soluções encontradas
pelas meta-heurísticas. Embora baixas taxas de acurácia tenham sido obtidas em
determinadas ocasiões pelo método de decomposição AD2 (reveja as Figuras 6.1,
6.2 e 6.3), a versão CC-CMA-ES-PX-MD, que utiliza do gráfico de interação inferido
pelo AD2, conseguiu encontrar boas soluções, como nos casos das funções f6, f13 e
f14. Nesse sentido, é importante ressaltar que baixas taxas de acurácia medidas pela
Equação 5.1, não necessariamente significam ausência de decomposição. Sendo assim,
os resultados introduzidos na Figura 6.23 indicam que mesmo uma decomposição
“imperfeita” pode influenciar positivamente no processo de evolutivo.
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Figura 6.23: Mediana das Melhores Soluções Encontradas para Todos os Problemas de Re-
ferência - Estratégias Coevolutiva de Adaptação da Matriz de Covariância - 30
Repetições
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6.5.2 Discussão dos Resultados

Em síntese, os resultados do estudo experimental proposto sobre as versões caixa-preta
(CC-CMA-ES) e caixa-cinza (CC-CMA-ES-PX) da estratégia coevolutiva estudada, de-
monstraram que o CC-CMA-ES-PX é capaz de melhorar a qualidade das soluções
encontradas, além de permitir uma significante economia no tempo médio de pro-
cessamento. Esses resultados também demonstram que até mesmo para funções de
referência não separáveis, o CC-CMA-ES-PX pôde beneficiar o processo de busca
melhorando a qualidade das soluções encontradas.

A extensão do algoritmo CC-CMA-ES-PX, denominada CC-CMA-ES-PX-MD, para
lidar com problemas de otimização cuja expressão matemática não seja conhecida,
demonstrou a viabilidade da aplicação dessa abordagem caixa-cinza até mesmo em
contextos não favoráveis. Esse cenário permite ampliar a aplicabilidade das aborda-
gens de otimização caixa-cinza, fortalecendo os estudos relacionados uma vez que a
aplicação a problemas práticos são essenciais na evolução destes estudos. Entretanto,
demonstra-se também necessário o investimento em algoritmos de decomposição mais
econômicos que infiram o grafo de interação dos problemas de otimização contínua.

Adicionalmente, entende-se que a combinação de otimizadores caixa-cinza e mé-
todos de decomposição pode extrapolar sua principal finalidade apresentada neste
trabalho que se refere a inferência do grafo de interação entre as variáveis de decisão.
Nesse sentido, os métodos de decomposição podem ser estendidos para fornecer pesos
para as arestas do grafo de interação, gerando assim, um grafo ponderado das intera-
ções entre as variáveis de decisão. Desta forma, partindo-se de um grafo ponderado de
interações, operadores caixa-cinza que também explorem os pesos das arestas podem
ser desenvolvidos. Portanto, esses novos operadores poderiam considerar estratégias
que indiquem se uma interação é fraca ou forte suficientemente para removê-la ou
mantê-la, respectivamente.

6.6 Comparação Entre as Abordagens Caixa-Cinza

Por último, esta seção apresenta comparações e discussões relativas as diferentes
abordagens caixa-cinza introduzidas neste trabalho. Assim, na Tabela 6.6 é apresen-
tado um comparativo da qualidade das soluções encontradas, f (x), para as diferentes
meta-heurísticas caixa-cinza estudadas. Os dados apresentados na Tabela 6.6 são uma
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sumarização dos valores de f (x) de 30 execuções independentes até se atingir 3× 106

avaliações de função. Os valores destacados em negrito descrevem a abordagem que
obteve a menor média, ou seja, a melhor média de qualidade de soluções encontradas,
para cada função de teste avaliada.

Tabela 6.6: Média e Desvio Padrão das Melhores Soluções Encontradas para Todos os Proble-
mas de Referência - Abordagens Caixa-Cinza Propostas - 30 Repetições

CC-BLBGTP DE-PX CMA-ES-PX CC-CMA-ES-PX CC-CMA-ES-PX-MD

f1
1, 293× 10−9 8, 642× 103 1, 803× 105 1, 667× 10−6 1, 795× 10−6

(2, 245× 10−10) (2, 523× 104) (5, 281× 104) (7, 241× 10−8) (7, 847× 10−8)

f2
2, 156× 101 1, 085× 101 4, 150× 103 3, 074× 102 3, 179× 102

(4, 408× 100) (3, 044× 100) (1, 438× 102) (1, 847× 101) (2, 349× 101)

f3
2, 000× 101 2, 000× 101 2, 042× 101 2, 060× 101 2, 137× 101

(0, 000× 100) (5, 099× 10−5) (4, 994× 10−2) (2, 402× 10−1) (2, 086× 10−1)

f4
6, 129× 108 8, 039× 1011 1, 498× 109 1, 049× 10−5 1, 666× 107

(5, 304× 108) (3, 474× 1011) (5, 511× 108) (4, 906× 10−6) (1, 052× 107)

f5
1, 195× 107 1, 512× 107 1, 562× 106 2, 517× 106 2, 974× 106

(2, 736× 106) (1, 198× 106) (2, 695× 105) (4, 213× 105) (6, 096× 105)

f6
1, 014× 106 1, 066× 106 9, 973× 105 9, 960× 105 9, 982× 105

(1, 487× 104) (1, 347× 103) (1, 250× 103) (4, 366× 101) (1, 207× 104)

f7
1, 867× 105 7, 100× 109 4, 348× 105 2, 304× 10−8 4, 115× 106

(3, 127× 105) (1, 822× 109) (2, 051× 105) (1, 635× 10−8) (3, 384× 106)

f8
4, 248× 1013 3, 982× 1014 2, 892× 1013 8, 283× 103 2, 610× 104

(4, 666× 1013) (2, 265× 1014) (6, 826× 1012) (2, 473× 103) (3, 105× 103)

f9
9, 941× 108 4, 253× 108 2, 003× 108 1, 706× 108 1, 806× 108

(1, 960× 108) (2, 226× 108) (2, 147× 107) (4, 257× 107) (4, 206× 107)

f10
9, 235× 107 9, 479× 107 9, 081× 107 9, 151× 107 9, 161× 107

(1, 003× 106) (3, 228× 105) (9, 139× 104) (1, 774× 106) (1, 412× 106)

f11
4, 866× 107 2, 617× 109 2, 242× 107 7, 690× 10−11 2, 342× 10−7

(2, 265× 108) (7, 234× 109) (3, 144× 106) (2, 772× 10−10) (2, 030× 10−7)

f12
1, 110× 103 2, 195× 107 1, 012× 103 1, 710× 103 1, 851× 103

(2, 741× 102) (9, 108× 107) (6, 001× 101) (1, 696× 103) (1, 831× 103)

f13
1, 747× 108 9, 403× 109 1, 674× 106 3, 788× 109 8, 081× 108

(2, 016× 108) (2, 321× 109) (2, 113× 105) (7, 800× 108) (8, 795× 108)

f14
4, 046× 109 1, 542× 1011 2, 869× 107 1, 273× 1010 2, 664× 1010

(8, 316× 109) (6, 871× 1010) (2, 057× 106) (4, 802× 109) (2, 605× 1010)

f15
3, 891× 106 1, 792× 107 2, 376× 106 7, 586× 107 7, 706× 107

(1, 043× 106) (1, 813× 107) (2, 421× 105) (1, 080× 107) (1, 016× 107)

Observando os resultados apresentados na Tabela 6.6, nota-se que os métodos
propostos estiveram muito próximos de encontrar o ótimo global dos problemas de
otimização descritos pelas funções f1, f4, f7 e f11. Para essas quatro funções de teste
citadas, a abordagem CC-CMA-ES-PX obteve bons resultados em todas elas. Em
relação à função f1, além do método CC-CMA-ES-PX, os métodos CC-BLBGTP e
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CC-CMA-ES-PX-MD também foram capazes de encontrar soluções muito próximas
da solução ótima global.

Visando apresentar uma classificação do desempenho das abordagens caixa-cinza
introduzidas neste estudo, a Tabela 6.7 descreve uma classificação dos métodos com
base na qualidade das soluções encontradas para cada função de referência avaliada.
O esquema de pontuação segue um critério de pontuação previamente descrito na
Seção 5.4. Na Tabela 6.7, a melhor abordagem para cada função é também destacada
em negrito para melhor identificação.

Tabela 6.7: Classificação das Abordagens Caixa-Cinza em Relação a Média da Qualidade das
Soluções Encontradas

CC-BLBGTP DE-PX CMA-ES-PX CC-CMA-ES-PX CC-CMA-ES-PX-MD

f1 25 12 10 18 15
f2 18 25 10 15 12
f3 25 25 15 12 10
f4 15 10 12 25 18
f5 12 10 25 18 15
f6 12 10 18 25 15
f7 18 10 15 25 12
f8 12 10 15 25 18
f9 10 12 15 25 18
f10 12 10 25 18 15
f11 12 10 15 25 18
f12 18 10 25 15 12
f13 18 10 25 12 15
f14 18 10 25 15 12
f15 18 15 25 12 10

Total 243 189 275 285 215

Consoante aos dados apresentados na Tabela 6.7, a versão CC-CMA-ES-PX foi a
meta-heurística introduzida com melhor desempenho, considerando o conjunto de
funções de teste propostas neste estudo experimental. O somatório das pontuações
recebidas por cada função de teste para a meta-heurística CC-CMA-ES-PX foi de 285
pontos. O CC-CMA-ES-PX esteve entre os três melhores algoritmos em doze funções
de referência, o que representa 80% das instâncias avaliadas. A meta-heurística CC-
CMA-ES-PX foi seguida pelos algoritmos CMA-ES-PX (275 pontos), CC-BLBGTP (243
pontos), CC-CMA-ES-PX-MD (215 pontos) e DE-PX (189 pontos), respectivamente.
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No que se diz respeito ao tempo médio de processamento das abordagens caixa-
cinza propostas neste estudo, as Figuras 6.24 e 6.25 apresentam uma comparação
dessas abordagens. A Figura 6.24 compara o tempo médio de processamento (em
segundos) de cada uma das meta-heurísticas caixa-cinza introduzidas para cada função
de teste avaliada em 30 replicações. Para melhor entendimento do leitor, a Figura 6.24
foi também replicada por meio da Figura 6.25 onde os dados são apresentados em
uma escala logarítmica.
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Figura 6.24: Tempo Médio (Em Segundos) de Processamento - Abordagens Caixa-Cinza Pro-
postas - 30 Execuções Independentes - 3× 106 Avaliações de Função

Em relação ao tempo médio de processamento, a meta-heurística CMA-ES-PX
proposta é o algoritmo mais lento dentro os métodos avaliados neste estudo experi-
mental. Esse resultado pode ser explicado pelo alto custo computacional, por ciclo
evolutivo, da meta-heurística CMA-ES para resolução de problemas de otimização de
larga escala. Dentre as demais meta-heurísticas caixa-cinza introduzidas, o método
de busca local caixa-cinza (CC-BLBGTP) proposto neste estudo foi o algoritmo com
melhor desempenho geral, ou seja, considerando todas as funções de referência avalia-
das. Por fim, as meta-heurísticas DE-PX e CC-CMA-ES-PX apesar de apresentarem
boa eficiência em diversas funções de teste avaliadas, elas apresentaram alto custo
computacional ao lidar com algumas funções de teste não separáveis.
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Figura 6.25: Tempo Médio (Em Segundos) de Processamento em Escala Logarítmica - Aborda-
gens Caixa-Cinza Propotas - 30 Execuções Independentes - 3× 106 Avaliações de
Função

6.6.1 Discussão dos Resultados

No que se refere a qualidade das soluções coletadas durante os experimentos com-
putacionais realizados, o algoritmo CC-CMA-ES-PX é uma das abordagens mais
promissoras dentre todas as estratégias caixa-cinza introduzidas neste estudo. Essa
versão coevolutiva demonstrou ser capaz de aprimorar a capacidade de busca do
algoritmo CMA-ES-PX. O bom desempenho do CC-CMA-ES-PX pode ser verificado
até mesmo quando a estrutura de interação das variáveis de decisão não é conhecida,
sendo a estrutura de interação inferida através de métodos de decomposição.

Em contraste, o algoritmo DE-PX não obteve um bom desempenho em relação
à qualidade das soluções encontradas, exceto ao lidar com as funções de referência
totalmente separáveis. No geral, esse desempenho ruim do DE-PX pode estar relaci-
onado com a falta de diversidade populacional. Isto porque, o algoritmo DE é uma
meta-heurística que a diversidade da população de soluções candidatas influencia
diretamente o seu desempenho.

Sobre o custo computacional de processamento, a meta-heurística CC-CMA-ES-PX
foi capaz de encontrar boas soluções a um custo computacional razoável na maioria
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das funções de referência analisadas. Entretanto, o CC-CMA-ES-PX possui um elevado
custo computacional ao lidar com as funções de teste não separáveis. Esse elevado
custo computacional do CC-CMA-ES-PX na resolução de problemas não separáveis
tem relação com a não divisão do problema de otimização em subproblemas menores,
fazendo com que o CC-CMA-ES-PX tenha um comportamento similar a sua versão
tradicional, CMA-ES-PX. Finalizando, no geral, o algoritmo de busca local proposto
(CC-BLBGTP) apresentou um bom tempo médio de processamento, até mesmo ao
lidar com funções não separáveis.

6.7 Conclusão

Ao longo deste capítulo uma descrição e análise dos resultados do estudo experimental
proposto avaliando os diferentes algoritmos caixa-cinza foram apresentados. Para este
estudo, problemas de otimização contínua de larga escala foram foco de investigação.
Em síntese a análise dos experimentos computacionais apresentados, os resultados
sugerem que as heurísticas e meta-heurísticas caixa-cinza são promissoras estratégias
para resolução dessa subclasse de problemas de otimização. Além disso, os resulta-
dos coletados comprovam a possibilidade de ganho computacional na aplicação das
abordagens caixa-cinza introduzidas no contexto de otimização contínua.

De uma forma geral, os resultados demonstram que as melhores soluções foram
encontradas pelo algoritmo CC-CMA-ES-PX. Esse bom desempenho do CC-CMA-
ES-PX corrobora reafirmando a importância das estratégias coevolutivas no contexto
de otimização para resolução de problemas de larga escala. Em relação ao custo
computacional, o método de busca local CC-BLBGTP demonstra um bom desempenho
em um contexto geral, sem elevar significativamente seu custo computacional mesmo
ao lidar com funções não separáveis.

Entretanto, ressalta-se que a análise dos resultados discutidos nesta seção são refe-
rentes ao conjunto de funções de teste utilizadas no experimento proposto. Além disso,
apesar deste conjunto de funções de referência ser amplamente utilizado, ele pode
não representar bem as possíveis interações entre variáveis de decisão encontradas
em problemas práticos de otimização. Sendo assim, uma ampliação dos experimentos
propostos pode ser necessário para melhor complementar a investigação do comporta-
mento das abordagens caixa-cinza propostas.
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Capítulo 7

Considerações Finais

7.1 Conclusões

Ao longo das últimas décadas, importantes avanços foram alcançados no contexto
de otimização contínua. Esses avanços alavancaram os estudos e aplicações das mais
diversas heurísticas e meta-heurísticas para resolução de problemas práticos de otimi-
zação contínua em diversas áreas, como, por exemplo, engenharias, bioinformática,
planejamento, financeira, computação, entre outras.

Em diversas situações práticas, os métodos de otimização contínua precisam lidar
com problemas cuja expressão matemática que os descrevem não são conhecidas.
Esse contexto de otimização é conhecido na literatura como otimização caixa-preta.
Métodos de otimização caixa-preta usualmente são bem flexíveis onde requerem
apenas detalhes sobre a representação de uma solução candidata ao problema e acesso
a uma função que avalie a qualidade das soluções. Neste contexto, os Algoritmos
Evolutivos (AEs) surgiram nos anos de 1960 como importantes abordagens para lidar
com essa amplitude de problemas de otimização contínuas passíveis de aplicação.

Um particular subconjunto de problemas de otimização representa os problemas
formulados com elevado número de variáveis de decisão. Esse subconjunto de pro-
blemas de otimização é conhecido como problemas de larga escala. Em otimização
contínua, são considerados atualmente problemas de larga escala aqueles representa-
dos por milhares de variáveis. Estudos relacionados demonstram que as principais
estratégias de otimização caixa-preta deterioram a qualidade das soluções encontradas
ao lidar com problemas de otimização contínua de larga escala. Além disso, no geral,
as estratégias de otimização contínua caixa-preta para resolução de problemas de larga
escala apresentam um custo computacional insatisfatório.
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Em contramão aos otimizadores caixa-preta, os mais inovadores métodos e ope-
radores encontrados na literatura são sensíveis a contexto. Diferentemente das es-
tratégias de otimização caixa-preta, essas estratégias sensíveis a contexto requerem
informações adicionais relativas aos problemas de otimização para uma exploração
mais eficiente e eficaz do espaço de soluções. As estratégias de otimização sensíveis a
contexto são usualmente chamadas de abordagens de otimização caixa-cinza. Ainda
que eficientes abordagens de otimização caixa-cinza já tenham sido introduzidas na
literatura, o foco desses trabalhos relacionados tem sido problemas pseudo-booleanos
e inteiros de larga escala.

Neste contexto, visando explorar essa relevante lacuna sobre abordagens caixa-
cinza para resolução de problemas de otimização contínua de larga escala, este trabalho
se propôs a estudar e desenvolver diferentes estratégias para otimização contínua
caixa-cinza. Desta maneira, neste trabalho, o contexto de otimização contínua caixa-
cinza foi considerado sob diferentes perspectivas.

A primeira dessas perspectivas exploradas neste estudo se dedicou a analisar as
definições de separabilidade de problemas de otimização contínua. Embora uma
definição mais genérica sobre separabilidade de problemas de otimização possa ser
encontrada na literatura, essa definição genérica é impraticável. Contudo, definições
alternativas de separabilidade, como, por exemplo, a definição de uma função aditiva-
mente separável, tem sido amplamente aplicada em estudos relacionados. Assim, uma
prova matemática foi apresentada demonstrando que sempre que um problema de
otimização for classificado como separável pela definição alternativa de separabilidade
aditiva, isso necessariamente implicaria na correta classificação de separabilidade pela
definição mais genérica. Em contraste, outros tipos de separabilidade contemplados
pela definição genérica não necessariamente podem ser identificados pela definição
alternativa de separabilidade aditiva de uma função.

Cientes dos conceitos de separabilidade no contexto de otimização contínua, a
segunda perspectiva explorada neste estudo introduziu procedimentos para extração
de informações essenciais na otimização caixa-cinza, como o grafo de interação de
variáveis e subfunções. Neste sentido, esses procedimentos de análise consideram dois
tipos de problemas de otimização, problemas cuja expressão matemática é conhecida
e problemas onde as expressões que a descrevem não são conhecidas ou não são facil-
mente manipuláveis. Naturalmente, para esses problemas cuja expressão matemática
não é conhecida, as subfunções não são plausíveis de serem inferidas, apenas o grafo
de interação de variáveis.
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De posse das informações adicionais do problema de otimização, a terceira pers-
pectiva explorou possibilidades de estudo e desenvolvimento de heurísticas e meta-
heurísticas caixa-cinza no âmbito de otimização local e global. Sendo assim, foram
propostos neste estudo quatro diferentes métodos de otimização caixa-cinza visando
explorar as informações adicionais do problema de otimização. Além disso, uma
meta-heurística coevolutiva foi estendida para lidar com problemas cuja a expressão
matemática não é conhecida e seu grafo de interação necessita ser inferido por um
método de decomposição.

Uma versão caixa-cinza do algoritmo de pesquisa em vizinhança chamado Busca
Local Baseada em Grupos de Tamanhos de Passos, foi introduzido neste trabalho e
denominada de CC-BLBGTP. Versões das tradicionais meta-heurísticas de Evolução Di-
ferencial, Estratégia Evolutiva de Adaptação da Matriz de Covariância e da Estratégia
Coevolutiva de Adaptação da Matriz de Covariância foram propostos combinando-
os ao eficiente operador caixa-cinza Partition Crossover (PX). As meta-heurísticas
propostas foram, respectivamente, identificadas pelos seguintes acrônimos, DE-PX,
CMA-ES-PX, CC-CMA-ES-PX. Para os casos cuja a expressão matemática do problema
não é conhecida, a meta-heurística coevolutiva CC-CMA-ES-PX foi estendida, ge-
rando o algoritmo CC-CMA-ES-PX-MD que se utiliza do método de Agrupamento
Diferencial 2 (AD2) para inferência do grafo de interação de variáveis.

Um estudo experimental foi proposto visando avaliar as abordagens de otimização
contínua caixa-cinza propostas neste trabalho. Para este estudo experimental, um
reconhecido conjunto de quinze funções de referência representando problemas de oti-
mização contínua de larga escala foi modificado. A modificação proposta possibilitou
a avaliação parcial de soluções, bem como, disponibilizou acesso ao grafo de interação
das funções de referência.

Resumidamente, os resultados do estudo experimental demonstraram que as
abordagens de otimização contínua caixa-cinza propostas neste trabalho são muito
promissoras. Essas abordagens foram capazes de melhorar a qualidade das soluções
encontradas. Além disso, para alguns casos, a economia no custo computacional
alcançou 95%, em relação as tradicionais versões caixa-preta. Dentre as abordagens
propostas, o CC-CMA-ES-PX foi o algoritmo que encontrou as melhores soluções
para as funções de referência avaliadas. Por outro lado, o método CC-BLBGTP foi o
algoritmo com melhor custo médio de processamento considerando todas as categorias
de funções de referência avaliadas.
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7.2 Trabalhos Futuros

As diferentes estratégias apresentadas neste estudo representam um importante pro-
gresso em direção ao encorajamento no desenvolvimento e estudo de estratégias
de otimização caixa-cinza para problemas de otimização contínua, especialmente,
problemas de larga escala. Todos os conceitos, arquiteturas, bibliotecas, heurística
e meta-heurísticas discutidos neste trabalho possibilitam uma ampla exploração de
pesquisas no âmbito de otimização contínua caixa-cinza. Desta forma, doravante
diversos outros tópicos podem ser adicionalmente explorados.

O estudo experimental realizado neste trabalho considerou um reconhecido con-
junto de funções de referência para problemas de larga escala de otimização contínua.
Entretanto, as estruturas de interação entre as variáveis de decisão encontradas nos
problemas desse conjunto de funções parecem não representar de fato prováveis estru-
turas de interação de problemas práticos. Desta forma, a proposição de um conjunto de
funções complementares, demonstra grande relevância para as pesquisas relacionadas.
Essa extensão permitiria a ampliação dos estudos no que se tange as pesquisas sobre
métodos de decomposição e operadores sensíveis a contexto.

Considerando que o conceito de separabilidade em otimização contínua está in-
trinsecamente relacionado as regiões do espaço de soluções, pesquisas relacionando
esse conceito e os grafos de interação de variáveis podem ser melhor exploradas
em trabalhos futuros. Nesse sentido, métodos de decomposição, ou até mesmo os
próprios métodos de otimização, podem ser responsáveis por fornecerem informa-
ções adicionais sobre as interações das variáveis de decisão em diferentes regiões do
espaço de soluções. Diante disso, operadores caixa-cinza que explorem essa separabi-
lidade dinâmica são também potenciais focos de pesquisas em otimização contínua
caixa-cinza.

Por fim, operadores inteligentes que realizem mutações/variações nas variáveis
de decisão de um problema de otimização considerando a interação dessa variável a
ser modificada com as demais que interagem com ela, demonstra ser outra possível
direção de pesquisas relacionadas. Nessa direção, os estudos relacionados sobre
pesquisa em vizinhança usando estratégias de antecipação para identificar os mais
promissores movimentos de melhoria, propostos para resolução de problemas pseudo-
booleanos, podem servir de inspiração.
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