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RESUMO 
 

 
Dentre as principais ferramentas de controle estatístico de qualidade destacam-se os gráficos 
de controle, utilizados com o objetivo de analisar o desempenho, os desvios e tendências do 
modelo observado. Em paralelo, metodologias de previsão utilizam informações presentes e 
passadas, a fim de que sejam previstos movimentos futuros no comportamento dos dados. A 
união dessas ferramentas ao se trabalhar com séries temporais é de grande importância para a 
análise e previsão de modelos econométricos, tornando possível melhor compreensão do 
cenário e a antecipação de políticas econômicas. Este trabalho propõe uma metodologia de 
controle mais refinada ao utilizar limites variáveis para os gráficos de controle com o objetivo 
de se perceber mudanças na estrutura da série antes que os efeitos dessas mudanças sejam 
percebidos. Para tanto, por meio de um estudo numérico baseado em modelos ARMA e no 
conceito de análise sequencial, função gasto de alpha, é introduzido o conceito de gasto do 
tempo médio de sinalização e apresentada sua forma ótima. Este conceito é aplicado a um 
modelo econométrico da taxa de câmbio1 brasileira, a fim de que, se e quando estes limites 
variáveis estabelecidos forem ultrapassados, indicando uma mudança estrutural na série, um 
processo inflacionário ou deflacionário, possa ser identificado com mais rapidez. Esta 
agilidade na percepção das mudanças estruturais nas séries traz a principal contribuição do 
trabalho, antecipar medidas para que o efeito das variações seja amenizado e decisões mais 
assertivas possam ser tomadas a tempo de se evitar o agravamento das consequências 
econômicas. 

 
Palavras-chave: gráficos de controle, séries temporais, gasto de alpha, tempo médio de 
sinalização, taxa de câmbio comercial. 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

 
1 3697 – Taxa de câmbio – Livre – Dólar americano (compra) – Média de período - mensal 
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ABSTRACT 
 

Among the statistical quality control tools, charts control stand out, used with the objective of 
analyzing the performance, deviations and trends of the observed model. In parallel, 
prediction methodologies uses present and past information, in order to predict future data 
behavior. The union of these tools when working with time series is of great importance for 
the analysis and prediction of econometric models, making possible a better understanding of 
the scenario and the anticipation of economic policies. This work proposes a more refined 
control methodology when using variable limits for the charts control in order to perceive 
changes in the series structure before the effects of those are perceived. For this purpose, 
through a numerical study based on ARMA models and the concept of sequential analysis, 
alpha spent function, the concept of average signaling time spending is introduced and its 
optimal form is presented. This concept is applied to an econometric model of the brazilian 
exchange rate, so that, if and when these established variable limits are exceeded, indicating a 
structural change in the series, an inflationary or deflationary process can be identified more 
quickly. This agility in the perception of structural changes in the series brings the main 
contribution of this work, anticipating measures so that the effect of the variations is mitigated 
and more assertive measures can be taken in time to avoid worsening economic 
consequences. 
 
Keywords: chart control, time series, alpha spending, average signaling time, comercial 
exchange rate. 
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1. INTRODUÇÃO 
 

1.1. Considerações iniciais 
 

Este trabalho introduz o conceito do gasto do tempo médio de sinalização sob controle em 

Gráficos de Controle para séries temporais. Esta nova abordagem visa minimizar o tempo 

médio até que uma mudança de estrutura em uma série temporal seja detectada. Neste sentido, 

diferentes funções para o gasto do tempo de monitoramento são comparadas. Isto contribui 

para a identificação da frequência com que se deve realizar testes sequenciais em séries 

temporais. 

O desenvolvimento desta nova abordagem para Gráficos de Controle em séries temporais 

se dá pela adaptação de definições clássicas da teoria de Análise Sequencial. O foco principal 

é a aplicação da metodologia proposta a problemas de econometria, testando-a em uma série 

de cotações da taxa de câmbio comercial para compra. A escolha do câmbio para esta análise 

se dá por ser uma variável muito susceptível a choques e com alta volatilidade, garantindo 

assim, grande variabilidade; fator importante neste processo, uma vez que o que se pretende 

com a aplicação é considerar efeitos e medidas de prevenção para o controle ou a ausência 

dele na economia. Serão estipulados valores mínimo e máximo como limites para as taxas a 

fim de que, se e quando estes limites forem ultrapassados, um processo inflacionário possa ser 

identificado com mais rapidez, e medidas mais assertivas possam ser tomadas a tempo de se 

evitar o agravamento das consequências econômicas. 

 

1.2. Definição do problema de pesquisa 
 

Busca-se verificar se a abordagem do “gasto do tempo médio de sinalização sob controle” 

apresenta melhor performance estatística que os métodos convencionais para detectar 

mudanças estruturais em séries temporais, ou seja, deseja-se responder à seguinte pergunta:  

Visando detectar mudanças estruturais o mais rápido possível, qual é a melhor escolha da 

probabilidade do erro tipo I em cada teste no gráfico de controle de uma série temporal?  
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1.2.1. Justificativa 

Uma importante questão em aberto para a econometria refere-se ao grau de agregação 

com que se deve trabalhar modelagens estatísticas em geral. Alguns autores, tais como Zhao 

et al. (2012) and Nelson et al. (2012) defendem que dados agregados em grupos de 

observações são preferíveis, em detrimento de dados individuais observados no tempo, 

quando estes apresentam pequena variabilidade dentro de períodos convencionais de 

mensuração, tais como as séries mensais, por exemplo.  

Neste sentido, o presente trabalho entrará em uma abordagem ainda não consensual na 

aplicação da análise do desempenho dos gráficos de controle, pois a forma ótima do gasto do 

tempo de monitoramento evidencia a frequência com que se deve realizar os testes 

sequenciais. Há evidências de que a análise contínua é, ao contrário do que o senso comum 

estabelece, uma abordagem matemática superior.  

De fato, Silva e Kulldorf (2015) provam que, em análise sequencial, para qualquer projeto 

por agrupamento, sempre existe um projeto contínuo que é uniformemente melhor. Isso indica 

que testes mais frequentes tendem a oferecer resultados melhores. Esse tipo de comparação 

ainda não foi realizado para a área de gráficos de controle, e a este motivo se deve a escolha 

do problema de pesquisa apresentado neste trabalho.  

Além disso, existem alguns conceitos, convencionalmente usados em análise sequencial, 

que apesar de não encontrarem correspondência na teoria dos gráficos de controle, são 

essenciais para a comparação teórica dos procedimentos contínuos e por grupo. Com isso, 

justifica-se o objetivo geral deste trabalho, pois propõe transplantar o conceito do gasto de 

alpha para aquela que é a medida de desempenho central em gráficos de controle: o tempo 

médio de sinalização. Do ponto de vista econômico, o trabalho contribui de forma 

considerável no que diz respeito ao aperfeiçoamento das medidas de previsão, criando 

instrumentos que serão mais precisos eficazes ao identificar mudanças estruturais no 

comportamento das variáveis antes que sejam vistos os efeitos destes movimentos. Tais 

mudanças estruturais podem representar variações relevantes nos valores das variáveis 

analisadas, como por exemplo, a taxa de câmbio. No caso de uma mudança estrutural em uma 

série que contém as cotações da taxa de câmbio, pode-se inferir que houve uma grande 

desvalorização ou valorização da moeda local frente ao dólar. Ambas as situações indicam 

cenários de efeitos reais na economia, e a captação destas informações pode ser uma 

ferramenta auxiliar na tomada de decisões e definição de política econômica. 
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1.3. Objetivos 
 

1.3.1. Objetivo Geral 
 

Definir a função gasto do tempo médio de “sinalização” para gráficos de controle em 

séries temporais. 

 

1.3.2. Objetivos específicos 
 

i) Fazer um estudo sobre o tema “Gráficos de Controle para séries temporais”. 

ii) Estender alguns pontos da teoria de Análise Sequencial para Gráficos de Controle, 

entre eles o monitoramento de uma estatística teste em um limiar de sinalização, o 

principal deles, projetar o teste de hipóteses em uma função gasto de alpha. 

iii) Aplicar a teoria de Gráficos de Controle para uma série temporal de taxa de 

câmbio comercial, a fim de exemplificar a utilização desta ferramenta na 

economia. 

iv) Definir a função gasto do tempo de “sinalização” para este modelo e comparar os 

métodos discutidos na aplicação apresentada. 

 

 

2. REFERENCIAL TEÓRICO 
 

Por se tratar de uma pesquisa de cunho estatístico teórico com clara aplicação na área da 

Economia, o presente trabalho apresentará os principais temas e resultados teóricos da área de 

gráficos de controle para séries temporais. Adicionalmente, serão visitados temas centrais da 

área de análise sequencial, tal como o conceito da função gasto de alpha. Estes conceitos 

serão fundamentais para a metodologia proposta neste trabalho. Para o estudo de caso, serão 

considerados os elementos centrais do debate recente sobre o desempenho da taxa de cambio 

brasileira.  
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2.1.  Séries Temporais 
 

 Uma série temporal pode ser definida como uma realização (trajetória) possível de um 

processo estocástico, o que geralmente se concretiza como uma sequência de observações de 

uma variável ao longo do tempo, em ordem sucessiva e em intervalos uniformes. Para analisar 

uma série temporal, deve-se realizar uma decomposição serial, que tem como objetivo 

identificar quatro componentes que podem existir intrinsecamente em uma observação. São 

eles: tendência, que diz respeito ao comportamento geral da variável no tempo; ciclo, 

compreendido pelas oscilações de longo prazo na série; sazonalidade, oscilações de curto 

prazo; e ruído, que são movimentos irregulares de causas desconhecidas (Koshiyama et. al., 

2011).  

 Na Economia, as séries temporais permitem a utilização de inferência estatística para 

modelar e testar equações que caracterizem as relações entre variáveis econômicas. Neste 

sentido, podem ser utilizados procedimentos de previsão. Os procedimentos de previsão 

estatística podem ser simples ou mais complexos, despendendo maior empenho no estudo da 

série temporal, e não representam uma conclusão definitiva, por isso devem ser definidos com 

base em objetivos específicos de análise. Carrasco Gutiérrez e Romanel (2003), definem os 

três principais modelos de previsão estatística: 

a) Modelos univariados, que se baseiam em uma única série histórica. Podem ser 

representados i) pela decomposição por componentes não observáveis; ii) pelos 

modelos de regressão, médias móveis, ajustamento sazonal e alisamento exponencial; 

iii) e pelos modelos Box & Jenkins que constituem uma classe geral de modelos 

lineares, entre eles, os modelos ARIMA. Os modelos univariados do tipo Box & 

Jenkins serão utilizados na metodologia deste trabalho. 

b) Modelos de Função de Transferência, em que para desenvolver a explicação e análise 

de uma série de interesse, são utilizadas informações passadas sobre ela e ainda outras 

séries temporais não correlacionadas entre si. 

c) Modelos Multivariados, que trabalham com a modelagem simultânea de duas ou mais 

séries temporais sem que seja necessária uma relação de causalidade entre elas. 

 Os processos estocásticos podem ser classificados de duas formas: estacionários ou 

não estacionários. Diz-se de um processo estacionário quando sua média e variância são 
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constantes ao longo do tempo e a covariância entre dois períodos depende apenas da 

defasagem entre eles. Séries temporais sazonais ou que possuam tendência linear ou 

exponencial são classificadas como não estacionárias. Existem duas formas de 

estacionariedade: fraca ou forte. Sendo 𝑥 =  {𝑥(𝑡), 𝑡 ∈ 𝑇}, um processo estocástico, ele pode 

ser classificado como fracamente estacionário quando (Morettin e Toloi, 2006): 

𝐸{x(t)} = 𝜇(t) = 𝜇 é constante para todo t ∈ T. 

[𝐸(𝑥)]ଶ =  𝜎ଶ < ∞ para todo t ∈ T. 

γ(t, t + k) = Cov(𝑥௧, 𝑥௧ା௞) depende somente de k e não de t. 

 

 Já para ser classificado com estacionariedade forte, o processo dependerá da função de 

distribuição n-dimensional 𝐹(𝑥ଵ, … , 𝑥௡;  𝑡ଵ, … , 𝑡௡), do processo estocástico. Que define que as 

funções de distribuição de probabilidade de dimensões finitas, não variam ao longo do tempo. 

Logo, a média 𝜇௧ e a variância 𝑉𝑎𝑟௧ são constantes. 

𝐹(𝑥ଵ, … , 𝑥௡;  𝑡ଵ + 𝑘, … , 𝑡௡ + 𝑘) = 𝐹(𝑥ଵ, … , 𝑥௡;  𝑡ଵ, … , 𝑡௡), para todo 𝑡ଵ, … , 𝑡௡, 𝑘 de 𝑇. 

𝜇௧ = 𝜇 e 𝑉𝑎𝑟௧ = 𝜎ଶ,  para todo t ∈ T. 

 Quando a série temporal viola pelo menos uma destas proposições, ela é chamada de 

série temporal não estacionária, e pode ser também conhecida como passeio aleatório – que é 

bastante comum em séries econômicas.  

Ao se analisar a tendência de uma série temporal, existem dois tipo de classificação 

possíveis: a tendência determinística e a estocástica. A tendência determinística (TSP – 

Trend-Stationary Progress) é verificada quando a série temporal é uma função do tempo, 

como na equação abaixo, na qual os valores assumidos por 𝑦௧ variam ao longo do tempo em 

torno de uma tendência temporal 𝑡: 

𝑌௧ =  𝛽ଵ + 𝛽ଶ𝑡 + 𝜇௧.                (1) 

Para tornar uma série TSP estacionária, pode-se utilizar uma regressão por Mínimos 

Quadrados Ordinários (MQO), na qual a tendência temporal é a variável explicativa. Sendo 

assim, a série de resíduos 𝜇௧ será a própria série 𝑦௧ sem tendência determinística (Silva, 

2017). 

 A tendência estocástica (DSP – Diference Stationary Progress) é identificada quando a 

série não é previsível, ou seja, possui deslocamentos aleatórios ao longo do progresso que 
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causam variação constante na média e na variância. O procedimento utilizado para fazer com 

que uma série estocástica se torne estacionária, é a diferenciação, como segue abaixo: 

𝑌௧ =  𝛽ଵ + 𝑦௧ିଵ + 𝜇௧,  

𝑌௧ − 𝑦௧ିଵ =  𝛽ଵ + 𝜇௧,  

∆𝑌௧ =  𝛽ଵ + 𝜇௧.                (2)  

Estas séries são conhecidas como processos estocásticos de raiz unitária. Sempre que 

se trabalha com modelagem em séries temporais, é necessária a realização de testes que 

identifiquem a presença de raízes unitárias. O teste mais comum para esta avaliação é o ADF 

(Teste Dickey-Fuller aumentado). No teste ADF são incluídas defasagens de 𝑦௧ para que o 

termo de erro se torne não correlacionado serialmente, e testa a hipótese nula de que o 

coeficiente 𝛿 seja igual a zero, contra a hipótese alternativa de que 𝛿 é diferente de zero. Caso 

o coeficiente seja diferente de zero, assume-se que a série possui raiz unitária e deve passar 

pelo processo de diferenciação a fim de obter a estacionariedade (Dickey e Fuller, 1979). 

Após a diferenciação, realiza-se novamente o teste ADF até que a tendência estocástica seja 

eliminada. 

A tendência determinística não possui um teste específico para ser identificada. Desta 

forma, é comum utilizar a significância de 𝑡 na equação de diferenciação do teste ADF: 

∆𝑌௧ =  𝛽ଵ + 𝛽ଶ𝑡 + 𝛿𝑦௧ିଵ + ∑ 𝜂௜Δ𝑦௧ି௜ + 𝜀௧
௡
௜ୀଵ .            (3) 

Após utilizar a significância de 𝑡 por meio da diferenciação, pode-se identificar mais 

indícios da presença de tendência determinística por meio de regressões de MQO. 

 

2.1.1. Metodologia Box-Jenkins 
 

Para trabalhar com séries temporais, os modelos univariados lineares propostos por 

Box e Jenkins (1976), conhecidos como modelos ARIMA (Auto-Regressive Integrated 

Moving Average Model), que constituem modelos autorregressivos integrados de médias 

móveis, são os mais utilizados. Neste sentido, o termo “autorregressivo” diz respeito às 

defasagens da série, “integrado” ao processo de diferenciação sofrido pela série original para 

a fim de torná-la estacionária, e “médias móveis” diz respeito às defasagens dos erros 

aleatórios. Morettin (2006) classifica o modelo ARIMA de acordo com os parâmetros 𝐴𝑅(𝑝) 
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– autorregresssivos de ordem 𝑝, 𝑀𝐴(𝑞) - média móvel de ordem 𝑞 e 𝐼(𝑑) - integrado de 

ordem 𝑑, definidos conforme abaixo: 

𝑌௧ =  ∑ 𝜙௣𝑌௧ି௣ +  𝜀௧
௉
௣ୀ଴                (4) 

𝑌௧ = 𝜀௧ − ∑ 𝜃௤𝜀௧ି௤
ொ
௤ୀ଴                  (5) 

𝑌௧ =  ∑ 𝜙௣𝑌௧ି௣ +  𝜀௧
௉
௣ୀ଴ − ∑ 𝜃௤𝜀௧ି௤

ொ
௤ୀ଴               (6) 

𝑤௧ =  ∑ 𝜙௣𝑤௧ି௣ + 𝜀௧
௉
௣ୀ଴ − ∑ 𝜃௤𝜀௧ି௤

ொ
௤ୀ଴  , onde 𝑤௧ = ∇ୢY୲          (7) 

𝐸(𝜀௧) = 0, 𝑉𝑎𝑟(𝜀௧) = 𝜎ଶ, 𝐶𝑜𝑣(𝜀௧, 𝜀௧ି௞) = 0, ∀ 𝑘 ≠ 0. 

Onde 𝑡 = 1,2, … , 𝑇, 𝑝 = 1,2, … , 𝑃, 𝑞 = 1,2, … , 𝑄, d= 1,2, … 𝐷 e k= 1,2, … , 𝐾. 

Na equação (4), que representa um 𝐴𝑅 de ordem 𝑝, Carrasco Gutiérrez e Romanel 

(2003) explicam que o objetivo é descrever o comportamento da observação no instante 𝑡, 

por meio de uma autorregressão com seus valores passados, que são explicados pelas 

observações no instante 𝑡 − 𝑝. A equação (5) representa o modelo 𝑀𝐴 de ordem 𝑞, 

resultado da combinação linear dos ruídos nos instantes passados, a fim de prever o 

comportamento da série no tempo 𝑡 + 𝑘. Já a equação (6), formada pela união de um modelo 

𝐴𝑅 com um 𝑀𝐴, vê-se a formação de um modelo ARMA (𝑝, 𝑞), que é resultado da 

combinação linear de valores e ruídos defasados nos períodos 𝑝 e 𝑞. 

A equação (7) representa o modelo ARIMA (𝑝, 𝑑, 𝑞), muito utilizado para modelar 

séries em que seja necessário aplicar transformações por meio de diferenciação a fim de 

torná-las estacionárias. A ordem de integração é representada por 𝐼(𝑑), onde 𝑑 é o número de 

diferenças até que a série se torne estacionária. De acordo com Morettin e Tolói (1985), 

existem quatro passos a serem seguidos a fim de se identificar o modelo mais adequado ao 

objetivo, e são eles: identificação, estimação, diagnóstico e previsão. 

A parte da identificação se encarrega da ordem dos parâmetros do modelo 

𝐴𝑅𝐼𝑀𝐴 (𝑝, 𝑑, 𝑞) por meio da função de autocorrelação (FAC) e autocorrelação parcial 

(FACP). A ausência de estacionariedade pode ser feita subjetiva ou objetivamente. De 

maneira subjetiva, analisando a existência de tendência ou sazonalidade no gráfico da série, 

ou ainda pela análise do decaimento linear da curva FAC ao longo das defasagens. De 

maneira objetiva, podem ser realizados alguns testes de identificação de raiz unitária, como 
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Dickey-Fuller Aumentado (ADF) e Phillips-Perron (PP)2 que testam como hipótese 

alternativa a estacionariedade da série. 

É por meio da estimação que são obtidos os parâmetros do modelo. Para isso, podem 

ser utilizados os métodos de mínimos quadrados ordinários ou máxima verossimilhança. 

Hamilton (1994) indica que o método da máxima verossimilhança obtém estimadores que 

apresentam melhor performance estatística. 

No diagnóstico é feita a análise dos resíduos do modelo, com o objetivo de verificar a 

ausência de autocorrelação. Desta forma, pode-se concluir que a especificação do modelo foi 

feita corretamente e que não há correlação temporal na estrutura dos resíduos. 

Por último, é realizada a previsão do modelo, onde é necessário selecionar o melhor 

modelo de previsão por meio de algum critério escolhido. Dentre os possíveis critérios, 

Koshiyama et. al. (2011) destacam os três a seguir: 

i) Critério de Informação de Akaike, que trabalha com o logaritmo da máxima 

verossimilhança (log 𝐿(𝜃෠)) e o número de parâmetros da regressão (𝑘) por 

meio da mensuração da informação perdida ao escolher um modelo. O melhor 

modelo é aquele que minimiza o valor de AIC: 

𝐴𝐼𝐶 = 2 ∗ log 𝐿(𝜃෠) + 2𝑘, onde 𝑘 = 1,2, … 𝐾. 

 

ii) SMAPE (Erro médio simétrico absoluto percentual), que descreve o percentual 

de erro que o modelo está cometendo ao realizar previsões. Seu objetivo é 

minimizar o erro que o MAPE (erro médio absoluto percentual) comete 

quando o valor da previsão é próximo de zero ou diferente do observado. 

𝑆𝑀𝐴𝑃𝐸 =
∑

|೤೟ష೤ෝ೟|

(೤೟శ೤ෝ೟) మ⁄
೅
೟సభ

்
, onde 𝑡 = 1,2, … 𝑇. 

 

iii) U²-Theil, conhecido como coeficiente de desigualdade, trabalha como 

parâmetro de avaliação. Seu resultado ideal é obtido com valores próximos de 

zero, e valores superiores a 1 indicam que a previsão utilizada apresenta baixo 

desempenho estatístico. 

𝑈ଶ = ට
∑ (௬ො೟శభି௬೟శభ)మ೅షభ

೟సభ

∑ (௬ො೟శభି௬೟)మ೅షభ
೟సభ

 , onde 𝑡 = 1,2, … 𝑇. 

 
2 A estatística de teste de Phillips e Perron pode ser vista como estatística de Dickey-Fuller que se tornou robusta 
à correlação serial usando o estimador de matriz de covariância consistente com autocorrelação e com 
heterocedasticidade de Newey-West. Uma vantagem do teste PP sobre o teste ADF é que o teste PP é robusto às 
formas gerais de heterocedasticidade no termo de erro (Stata Reference Manual, 2017). 
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2.2. Controle Estatístico de Qualidade 
 
 O controle estatístico de qualidade consiste de um conjunto de métodos preventivos 

baseados na análise de processos estocásticos observados sobre variáveis aleatórias de 

interesse, em que são estabelecidos padrões para comparação de desempenho e estudo de 

desvios e tendências. O objetivo é identificar as variações existentes para que elas possam ser 

controladas e reduzidas, ou que possíveis mudanças na distribuição de probabilidade do 

processo (tais como mudanças na média ou variância), possam ser detectadas com celeridade 

e eficácia. Dentre as ferramentas utilizadas para controle de qualidade, destacam-se os 

gráficos de controle, os quais serão discutidos a seguir. 

 

2.2.1. Gráficos de Controle 
 
 O primeiro modelo proposto na literatura, e o mais conhecido, foi desenvolvido por 

Walter e Shewhart (1932). Trata-se de uma representação gráfica do comportamento de 

determinada variável medida em amostras do processo, em relação à ordem de coleta das 

mesmas. O gráfico delimita uma região onde os parâmetros estimados das amostras (média, 

desvio padrão, etc.), ou as observações individuais, grafadas em uma sequência temporal, 

devem permanecer sob monitoramento enquanto o processo estiver sob “controle estatístico” 

(Mingoti e Yassukawa, 2008).  

 Nos gráficos de controle, os pontos amostrais identificados fora dos limites de controle 

levam à conclusão de que o processo não está sob controle estatístico. Eles permitem ainda 

verificar se o processo em análise é estável ou se apresenta tendência de permanecer estável, 

indicando quando é necessário atuar sobre ele, o que possibilita o aprimoramento do processo 

mediante redução da variabilidade (Montgomery, 2004). Analogamente ao teste de hipóteses, 

os erros possíveis ao se utilizar os gráficos de controle são: Erro do tipo I (concluir que o 

processo está fora do controle quando ele está sob controle) e Erro do tipo II (concluir que o 

processo está sob controle quando ele não está). 

 No controle estatístico por meio de gráficos de controle é imprescindível que se 

monitore a variância do processo, pois é a partir desse controle de variabilidade que se 

constroem os limites do gráfico de controle para a média. Os principais gráficos de controle 

de Shewhart (1932) são o gráfico de médias (𝑋ത), gráfico de amplitude (R) e o gráfico de 

desvio padrão (S). O gráfico 𝑋ത observa o desempenho médio do processo acompanhando a 

variabilidade ao longo do tempo, já os gráficos R e S identificam a variabilidade em cada 
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período de tempo, e são utilizados em paralelo ao gráfico 𝑋ത. Para amostras pequenas, pode-se 

utilizar o gráfico R, mas em amostras maiores, o desvio padrão oferece uma medida de 

acompanhamento mais robusta. 

 O formato usual do gráfico de controle apresenta uma linha central (LC) que 

representa o valor médio da variável, e duas outras linhas horizontais chamadas, 

respectivamente, de limite superior de controle (LSC) e limite inferior de controle (LIC). Tais 

linhas horizontais são determinadas pela distribuição de probabilidades da variável em 

questão e são definidas por: 

𝐿𝐶 =  𝜇;                 (8) 

𝐿𝑆𝐶 =  𝜇 + 𝑘𝜎;                 (9) 

𝐿𝐼𝐶 =  𝜇 − 𝑘𝜎;               (10) 

onde 𝜇 é a média do processo e 𝜎 é o desvio-padrão. Usualmente, utiliza-se 𝑘 = 3 para o 

cálculo dos limites de controle, obtendo então uma probabilidade do Erro do Tipo I de 0,0027. 

 Guarnieri (2010) ressalta que os limites de controle não devem ser confundidos com as 

especificações do processo. Esses limites apenas refletem as variações aleatórias do processo, 

as quais são impostas pelas causas comuns de variação, uma vez que as especificações 

referem-se a cálculos determinísticos de cunho de projeto. A figura 1 ilustra como é a 

configuração de um gráfico de controle: 

 

 
Figura 1: Série Temporal fictícia usada para representar os componentes de um gráfico de controle a partir da 
metodologia 3σ. 
Fonte: Retirado de Guarnieri (2010). 
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 Para a elaboração dos gráficos de controle, devem-se conhecer os parâmetros teóricos 

do processo. Estes parâmetros geralmente são desconhecidos, e podem ser estimados por 

meio de amostras aleatórias dos dados. Para 𝑚 amostras com subgrupos de tamanho  𝑛 = 1, 

estima-se 𝜇 e 𝜎ଶ por meio das fórmulas: 

𝜇̂ =  𝑥̅ =  
∑ ௫೔

೘
೔సభ

௠
,  

𝜎ොଶ =  𝑠ଶ =  
∑ (௫೔ି௫̅)మ೘

೔సభ

௠ିଵ
, 

 Outros estimadores podem ser utilizados para medir a variância e o desvio-padrão, 

mas eles não serão utilizados neste trabalho, uma vez que será abordado apenas o caso onde o 

tamanho dos subgrupos de cada amostra é 𝑛 = 1. 

2.2.1.1. A medida de desempenho 

Para a avaliação da qualidade dos gráficos de controle, são utilizadas principalmente 

duas medidas de desempenho, chamadas de ARL out of control (Average Run Length out of 

control) e ARL in control (Average Run Length in control). A primeira medida, ARL out of 

control, representa o número de amostras observadas até que seja detectada uma mudança no 

processo que de fato exista. Já a segunda, ARL in control, representa o número de amostras 

observadas até que seja cometido o Erro do Tipo I, ou seja, quando uma mudança é detectada, 

mas na realidade não existe (Glória, 2006). Assumindo que 𝛼 é a Probabilidade de se cometer 

o Erro do Tipo I e 𝛽 é a probabilidade de se cometer o Erro do Tipo II, temos que: 

𝐴𝑅𝐿 𝑖𝑛 𝑐𝑜𝑛𝑡𝑟𝑜𝑙 =  
ଵ

ఈ
. 

𝐴𝑅𝐿 𝑜𝑢𝑡 𝑜𝑓 𝑐𝑜𝑛𝑡𝑟𝑜𝑙 =  
ଵ

ଵିఉ
. 

O exemplo apresentado por Glória (2006) em sua dissertação demonstra duas 

situações onde podem ser observados ARL in control e ARL out of control. No gráfico (a) da 

Figura 2, não houve alteração na média do processo, porém a amostra de número 10 extrapola 

o limite superior de controle, levando a uma interpretação errônea de que o processo esteja 

fora de controle. Ou seja, na amostra de número 10, comete-se o Erro do Tipo I, e então o 

ARL in control é igual a 10. Já no gráfico (b), a média do processo sofre um choque 

programado, que deveria ser percebido no gráfico. No entanto, somente na sétima observação 

após o choque é que se extrapola o limite superior, notificando alteração no controle do 
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processo. Neste caso, comete-se o Erro do Tipo II desde a décima observação até a décima-

sexta e o ARL out of control é igual a 7. 

 
Figura 2: Cartas de controle: exemplo de ARL in control e ARL out of control. 
Fonte: Retirado de Glória (2006). 

 

A avaliação que pode ser feita dos gráficos de controle por meio da observação dos 

valores de ARL in control e out of control é de que quanto maior o ARL in control e menor o 

ARL out of control, mais eficaz é o gráfico de controle para aquele processo, uma vez que 

seus limites são bem definidos e conseguem indicar rapidamente alguma alteração sofrida 

pelo processo e em contrapartida, demora a acusar ausência de controle quando o processo 

não sofreu nenhuma alteração real.  

 

2.3. O uso de gráficos de controle para séries temporais  
 
 Para a construção de um gráfico de controle clássico, parte-se da premissa de que as 

observações do processo são independentes e identicamente distribuídas (i.i.d.). Mas, isso não 

é válido em séries temporais. É muito comum, também, em séries temporais, que a presença 

de autocorrelação, assim como tendência determinística ou estocástica, estejam presentes, 

bem como a existência de sazonalidade. Estes fatores são capazes de interferir na 

confiabilidade do controle do processo, pois podem levar a identificar pontos que extrapolam 

os limites de controle quando na verdade não há alteração no processo e ainda deixar de 

detectar mudanças quando elas realmente ocorrem.   

 Para lidar com esses efeitos, é recomendado que sejam aplicadas metodologias de 

previsão, como por exemplo, os modelos ARIMA para tratar a série, e então utilizar os 

resíduos (i.i.d.) como variável a ser monitorada. 
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 O modelo de Shewhart (1932) propunha identificar discrepâncias nos processos 

produtivos evitando a produção de itens fora dos padrões especificados. De acordo com 

Montgomery (2004), novos tipos de gráficos de controle continuam sendo desenvolvidos, e 

destacam-se entre eles o gráfico da Soma Cumulativa (CuSum – Cumulative Sum) e o gráfico 

de Média Móveis Exponencialmente Ponderadas (EWMA - Exponentially Weighted Moving 

Average), que são capazes de identificar pequenas mudanças nos processos. Para os gráficos 

de Shewhart, existem duas especificações de tipos gerais, para atributos e para variáveis.  

 A fim de lidar com possíveis problemas de autocorrelação dos dados, em seu trabalho 

de 1992, Alwan propôs um método intuitivo de monitoramento dos erros após o modelo de 

séries temporais estar ajustado a um processo, uma vez que a autocorrelação pode ser 

explicada pelo modelo enquanto o componente residual captura erros aleatórios 

independentes do processo.  

 Kovářík (2015) desmembra dois tipos de abordagem para gráficos de controle em 

séries temporais, a primeira baseada em um modelo de séries temporais e a outra sem modelo. 

Sendo possível distinguir na primeira, três subtipos: as que monitoram resíduos, as baseadas 

em observações diretas, e por último, aquelas baseadas em novas estatísticas. Para essas, se 

faz necessário identificar um modelo de série temporal adequado a partir de um conjunto de 

dados iniciais.  

 Em um estudo de caso apresentado por Kovářík (2015), é feita a análise de uma série 

temporal das taxas de overnight da moeda eslovaca e sua consequente capacidade de gerar 

lucros, a partir da metodologia Box-Jenkins para modelagem aleatória de processos e 

diagramas de regulamentação para séries temporais. Para detecção do ponto de mudança de 

volatilidade, ele utiliza gráficos de controle EWMA e CUSUM.  

 A metodologia Box-Jenkins permite trabalhar com informações presentes e passadas 

de uma série, a fim de que, por meio da correlação temporal, sejam previstos valores futuros. 

Logo, seu principal objetivo é a previsão. A análise de resíduos pode ser utilizada para 

verificar se os parâmetros do modelo proposto são adequados. Desta maneira, verifica-se 

também que de qualquer insuficiência encontrada pode sugerir um modelo alternativo mais 

adequado.  

 Ao encontrar o modelo adequado, os resíduos deverão estar próximos dos erros, e por 

consequência, ter média zero, variância constante e ausência de autocorrelação (ruído branco). 
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O cálculo da Função de Autocorrelação (FAC) é uma ferramenta bastante útil na identificação 

dos erros como ruído branco. Se a série residual apresentar um comportamento aleatório, os 

estimadores dos coeficientes de autocorrelação tendem a ter distribuição normal com média 

zero e variância 
ଵ

௡
, onde 𝑛 é o tamanho da amostra. 

 Logo, quando se utiliza a metodologia Box-Jenkins, mais modelos podem ser 

estimados e verificados. Sendo assim, uma vez que o intuito é fazer previsões, deve-se 

escolher o melhor modelo ajustado, por exemplo, no sentido de fornecer o menor erro 

quadrático médio de previsão.  

 Em seu trabalho, Kovářík (2015) demonstra por meio de estudos de casos a 

sensibilidade dos gráficos de controle para séries temporais para detectar pequenos turnos em 

modelos que possuem dados autocorrelacionados e combina a análise quantitativa dos dados 

com a simulação de um processo financeiro, tal como este trabalho se propõe a fazer, porém a 

diferença entre estes dois estudos se encontra no fato de que este trabalho além de demonstrar 

estas variações e analisar seus turnos, define uma nova maneira, por meio da utilização do 

conceito do gasto de alpha, para apresentar o tempo médio de sinalização destes turnos ao 

longo de uma amostra. Para a análise da série temporal da taxa de overnight da moeda 

eslovaca de 2000-2008 (Kovářík, Kral, 2011), o autor utilizou o modelo SARIMA após 

verificar que o mesmo seria o modelo mais adequado para descrição da série temporal. 

Partindo para a construção dos gráficos de controle, o autor utilizou os gráficos do tipo 

EWMA e CUSUM.  

 Os gráficos do tipo EWMA (média móvel exponencialmente ponderada) são utilizados 

quando os dados são independentes e a autocorrelação é positiva, a média (𝜇) não é constante 

e as mudanças acontecem de forma lenta. Esses gráficos fornecem não só informações sobre o 

processo “em controle”, mas também conseguem extrair informações sobre o 

desenvolvimento do processo (Kovářík, 2015). Para definir a Linha de Controle Central e os 

Limites Inferior e Superior de Controle são utilizadas as chamadas previsões de primeira 

ordem (𝑥ො௞) por meio da equação (11), onde o parâmetro 𝜆 é calculado a partir da minimização 

do somatório dos erros ao quadrado. Se os valores de erro de previsão (𝜀௞) para o valor ótimo 

do parâmetro (𝜆) não estiverem correlacionados e apresentarem distribuição normal, então os 

valores de LC, LSC e LIC serão calculados a partir das equações (12), (13) e (14). 

 

𝑥ො௞ =  𝑥ො௞ିଵ + 𝜆𝜀௞              𝑘 = 1,2,3, …            (11) 
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𝐿𝐶௞ =  𝑥ො௞ିଵ               (12) 

𝐿𝑆𝐶௞ =  𝑥ො௞ିଵ +  𝜎ො௣𝑢ଵି
ഀ

మ
             (13) 

𝐿𝐼𝐶௞ =  𝑥ො௞ିଵ −  𝜎ො௣𝑢ଵି
ഀ

మ
             (14) 

𝜎ො௣
ଶ =  

ଵ

௡ିଵ
∑ 𝜀௞

ଶ௡
௞ିଵ  ,onde 𝜎ො௣

ଶ é o desvio padrão da estimativa de 𝜀௞. 

 Já os gráficos de controle do tipo CUSUM, com base em somas cumulativas, têm a 

vantagem de detectar mais rapidamente mudanças pequenas na média do processo. Para sua 

construção, o processo utilizado é conhecido como Caminhada Aleatória, e tem 𝜇଴ como 

média populacional e 𝑋௝ como média amostral para plotar variáveis do tipo: 

𝑆௜ =  ∑ (𝑋௝ − 𝜇଴)௜
௝ୀଵ .              (15) 

 Esta fórmula é utilizada quando consideramos observações individuais, porém, estas 

observações também podem ser analisadas de maneira agrupada, em subgrupos de “𝑚” 

observações cada (Kovářík, 2015). Desta forma, devem ser calculadas as médias amostrais 

destes subgrupos e o desvio da média passará a ser medido em 𝜎௫̅ =  
ఙ

√௠
. Os valores 

individuais de 𝑥௜ serão substituídos por médias amostrais de 𝑥̅௝ e o desvio padrão 𝜎 será 

substituído por 𝜎௫̅. 

 Kovářík (2015), evidenciou então, que os gráficos de controle EWMA e CUSUM 

aplicados ao estudo de caso, detectaram mudanças quase que imediatas na média, e, portanto, 

alta heterocedasticidade, tendo em vista a variância não constante dos erros, como pode ser 

visto nas Figuras 3 e 4 a seguir. Tais notificações correspondem às flutuações da moeda 

eslovaca no período analisado. 
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Figura 3: EWMA para séries temporais da taxa de overnight da moeda eslovaca de 20 de janeiro de 2000 a 13 de 
fevereiro de 2003. 
Fonte: Retirado de Kovářík (2015) 

 

 
Figura 4: CUSUM para séries temporais da taxa de overnight da moeda eslovaca de 20 de janeiro de 2000 a 13 
de fevereiro de 2003. 
Fonte: Retirado de Kovářík (2015) 

 

 

2.4. Análise Sequencial 
 

 Um ramo da Estatística que pode ser facilmente confundida com a área de controle de 

qualidade é a chamada “análise sequencial”. Tal confusão se deve ao fato de ambas as áreas 

possuírem metodologias baseadas em gráficos que apresentam limites horizontais de decisão 

sobre hipóteses estatísticas. Porém, apesar da aparente similaridade, as metodologias 

empregadas para obtenção dos limites de monitoramento diferem consideravelmente entre as 

duas áreas. Isso ocorre porque a natureza do problema abordado em gráficos de controle 

difere daquela, sobre a qual a análise sequencial se dedica. Em gráficos de controle, o 

monitoramento visa a rápida detecção de mudanças futuras no processo. Diferentemente, em 
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análise sequencial o objetivo é testar se a natureza do processo, presente nos dados desde o 

início do monitoramento, corresponde a um determinado modelo previamente estabelecido.   

 Em análise sequencial, muitos testes de hipótese são aplicados a dados cumulativos no 

tempo, e esta abordagem de testes múltiplos é aliada à antecipação de decisões 

estatisticamente precisas. A abordagem convencional da análise sequencial se baseia em 

monitorar uma estatística de teste, comparando-a com um limiar de sinalização ao longo do 

tempo, do que a interrupção da análise ocorre quando, e se, a estatística de teste ultrapassa 

esse limiar.  

 Outra maneira de projetar o teste de hipóteses sequencial é por meio da abordagem da 

função gasto de alpha, na qual alpha se refere à cota superior aceitável para a probabilidade do 

Erro tipo I. Esta função, denotada por S(n), é não decrescente, e varia de 0 a α, onde α é o 

nível de significância global, e n representa o indexador de tempo como fração do tempo 

máximo de monitoramento. Sendo assim, S(n) determina a taxa com que a máxima 

probabilidade do Erro do Tipo I deve ser absorvida ao longo dos múltiplos testes sequencias. 

Veja que há um gasto de alpha implícito quando são utilizados limiares planos de sinalização. 

A função definida em (16) diz respeito à Função Gasto de Alpha do Tipo Potência: 

𝑆(𝑛) =  𝛼 . ቀ
௡

ே
ቁ

ఘ

 , 𝜌 > 0 , 𝑛 ∈ (1, 𝑁)           (16) 

 Nos últimos anos, tem se discutido sobre as diversas maneiras de otimizar o trade-off 

entre poder estatístico e tamanho esperado da amostra, também conhecido como ‘tempo 

esperado de vigilância”. De acordo com Silva (2017), o tempo esperado de vigilância mede o 

desempenho estatístico através da média do tamanho da amostra quando a vigilância é 

interrompida, tanto quando a hipótese nula é rejeitada ou aceita. Ainda segundo Silva (2017), 

outros autores, como Kim e Demets (1987) e Jennison e Turnbull (2000), realizaram estudos 

que apresentaram que o gasto de alpha em funções convexas tende a beneficiar reduções no 

tamanho da amostra e a fornecer equilíbrio entre potência e tempo esperado de vigilância. 

Ainda há pouco desenvolvimento acerca da minimização do tempo esperado de sinalização do 

gasto de alpha, uma vez que a literatura em torno disto é muito recente, pois o próprio 

conceito foi apresentado recentemente, em 2015, no trabalho de Silva e Kulldorff. Os autores 

evidenciam que é necessário obter um número mínimo de eventos antes de rejeitar a hipótese 

nula, por meio de valores pequenos para o gasto de alpha nos primeiros eventos, a fim de 

obter ganhos relevantes no tempo de esperado de sinalização. Desta forma, a minimização do 
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tempo de sinalização por meio da abordagem do gasto de alpha para controle em séries 

temporais também é algo novo a ser estudado e desenvolvido neste trabalho. 

 

2.4.1. Definições 
 
 A análise sequencial pode ser realizada de duas maneiras, de forma contínua ou em 

grupo. Mas, antes de se definir procedimentos por grupos ou contínuo, é necessário introduzir 

processos binomiais. Um processo binomial ocorre quando em uma determinada amostra é 

possível considerar-se a ocorrência ou não ocorrência de certo evento . Seja C୬ um processo 

estocástico discreto não negativo, para 𝑛 fixo, assume-se que 𝐶௡ seja uma variável aleatória 

definida por: 

𝑌௡ = 𝐶௡ − 𝐶௡ିଵ. 

 Esta variável aleatória segue uma distribuição de Bernoulli, com probabilidade de 

sucesso 𝑝௡,ோ, para 𝑛 = 1, 2, …, e 𝐶଴ = 0. Assumindo que 𝑌ଵ, 𝑌ଶ, … , 𝑌௡ são independentes, isto 

é, Pr[𝑌௡ାଵ = 1|𝑌ଵ = 𝑦ଵ, … , 𝑌௡ = 𝑦௡] = 𝑝௡,ோ, para qualquer sequência de 0’s e 1’s, 𝑦ଵ, … , 𝑦௡. 

Silva (2017) define como probabilidade de sucesso a seguinte equação, onde 𝑧௡ é a proporção 

de correspondência associada ao enésimo evento adverso e 𝑅 é o parâmetro de interesse: 

𝑝௡,ோ = 1
(ଵା௭೙)

ோ
ൗ . 

 Defina a análise sequencial contínua como qualquer procedimento que rejeita a 

hipótese nula se 𝑌௧ ≥ 𝑏௧ para todo 1 ≤ 𝑡 ≤ 𝑇, quando 𝑌௧ é um processo estocástico indexado 

no tempo 𝑡; em uma sequência não decrescente de inteiros 𝑏௧ com 𝑡 ∈ {1, … , 𝑇} 

representando o número de eventos. Esta análise é direcionada para aplicações em que os 

eventos chegam um a um, nos quais apenas uma única observação pode implicar na rejeição 

da hipótese nula. Diferentemente, a análise sequencial em grupo é qualquer procedimento que 

rejeita a hipótese nula se e somente se 𝑌௧೔
≥ 𝑎௜ para todo 𝑖 ∈ {1, … , 𝐺}; em um conjunto de 

constantes 𝑎ଵ ≤ 𝑎ଶ ≤ ⋯ ≤ 𝑎ீ  e uma sequência de {𝑡௜}௜ୀଵ
ீ  elementos tirados do conjunto 

{1, … , 𝑇} de eventos. E tal análise só rejeita a hipótese nula após a observação de um número 

fixo e predefinido de eventos para cada teste. 

 Em ambas, o parâmetro T é um número inteiro e positivo que representa o tamanho 

máximo da amostra até que se interrompa a vigilância sem rejeitar a hipótese nula. A escolha 
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entre os tipos de análise é feita de acordo com as características de cada aplicação, levando 

em conta fatores logísticos e financeiros para a coleta de dados. 

 Em seu trabalho de 2015, Silva e Kulldorff provam que para qualquer processo 

estocástico, toda análise sequencial em grupo pode ser reescrita em termos de análise contínua 

com desempenho igual, ou melhor, em relação ao tamanho amostral máximo, probabilidade 

de erro do Tipo I e tempo esperado de sinalização. Isso se deve ao fato de que para todo limiar 

de sinalização 𝑎௧೔
 com 𝑖 = 1, … , 𝐺 de um projeto em grupo, pode ser escrito um projeto 

contínuo de mesmo poder, tal como na equação (17), garantindo que medidas estatísticas de 

desempenho como por exemplo, tempo de sinalização, podem ser expressas utilizando apenas 

a notação de análise contínua sem perda de informação. 

𝑏௧ = 𝑎௧೔
 para 𝑡 ∈ (𝑡௜ିଵ, 𝑡௜)                  (17) 

 Sendo 𝑡ଵ o número mínimo de eventos antes da rejeição de 𝐻଴, então: 

Pr[𝑋௧ ≥ 𝑏௧| 𝑅 = 1] > 0. 

Logo, para o limite de sinalização 𝑏௧, e o tamanho máximo da amostra 𝑁, a probabilidade de 

se rejeitar a hipótese nula é dada por: 

𝛽(𝑅) = Prൣ𝑋௧భ
≥ 𝑏௧భ

∪ … ∪ 𝑋் ≥ 𝑏்ห𝑅൧  

= Prൣ𝑋௧భ
≥ 𝑏௧భ

ห𝑅൧ + Prൣ𝑋௧భ
< 𝑏௧భ

∩ 𝑋௧భାଵ ≥ 𝑏௧భାଵห𝑅൧ + ⋯ +

Prൣ∩௧ୀ௧భ
்ିଵ {𝑋௧ < 𝑏௧} ∩ 𝑋் ≥ 𝑏்ห𝑅൧  

=  𝜋௧భ
(𝑅) + ⋯ + 𝜋்(𝑅)              (18) 

Como se pode observar, a expressão (18) é não decrescente, pois para cada 𝑡 ∈ (𝑡ଵ, … , 𝑇), a 

probabilidade de 𝑋௧ ≥ 𝑏௧ aumenta com 𝑅 para todo 𝑏௧ ≤ 𝑡. O nível de significância global é 

calculado quando 𝑅 = 1. Portanto, a probabilidade do erro do Tipo I é dada por 𝛽(𝑅 = 1) e 

passa a ser: 

𝛽(1) =  ∑ 𝜋௧೔
(1)்

௜ୀଵ . 
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2.4.2. Tempo esperado de sinalização 
 
 Medidas de desempenho estatístico, entre elas o tempo esperado de sinalização, 

dependem da forma da função gasto de alpha. Seja 𝜏 o tempo transcorrido até a interrupção 

do monitoramento, assim, o tempo médio de sinalização é a esperança condicional de 𝜏 dado 

que 𝐻଴  é rejeitada, denotada por  Ε[𝜏|𝐻଴ 𝑟𝑒𝑗𝑒𝑖𝑡𝑎𝑑𝑜, 𝑅]. Silva (2017) observa que o tempo 

esperado de sinalização (ETS) será diferente do tempo esperado de vigilância, denotado por 

Ε[𝜏|𝑅], no formato de gasto de alpha, sendo o primeiro descrito na equação (19) e o segundo 

na equação (20) abaixo: 

Ε[𝜏|𝐻଴ 𝑟𝑒𝑗𝑒𝑖𝑡𝑎𝑑𝑜, 𝑅] =  

= 1 × Pr[𝜏 = 1|𝐻଴ 𝑟𝑒𝑗𝑒𝑖𝑡𝑎𝑑𝑜, 𝑅] +   2 × Pr[𝜏 = 2|𝐻଴ 𝑟𝑒𝑗𝑒𝑖𝑡𝑎𝑑𝑜, 𝑅] + ⋯ + 𝑇 ×

Pr[𝜏 = 𝑇|𝐻଴ 𝑟𝑒𝑗𝑒𝑖𝑡𝑎𝑑𝑜, 𝑅]  

= 1 ×
௉௥[𝜏ୀଵ|ோ]

୔୰ [ுబ ௥௘௝௘௜௧௔ௗ௢|ோ]
+ 2 ×

௉௥[𝜏ୀଶ|ோ]

୔୰ [ுబ ௥௘௝௘௜௧௔ௗ௢|ோ]
+ ⋯ + 𝑇 ×

௉௥[𝜏ୀ்|ோ]

୔୰ [ுబ ௥௘௝௘௜௧௔ௗ௢|ோ]
. 

Utilizando (18): 

=
∑ ௧×గ೟(ோ)೅

೟సభ

ఉ(ோ)
.               (19) 

Já o tempo médio de monitoramento (ELS) será da seguinte forma: 

Ε[𝜏|𝑅] = 1 × Pr[𝜏 = 1| 𝑅] +   2 × Pr[𝜏 = 2| 𝑅] + ⋯ + 𝑇 × Pr[𝜏 = 𝑇| 𝑅]  

= 1 × 𝜋ଵ(𝑅) + 2 × 𝜋ଶ(𝑅) + ⋯ + 𝑇 × 𝜋்(𝑅) + 𝑇 × Pr [𝐻଴ 𝑛ã𝑜 𝑟𝑒𝑗𝑒𝑖𝑡𝑎𝑑𝑜|𝑅]  

Utilizando (18): 

= ∑ 𝑡 × 𝜋௧(𝑅) + 𝑇 × [1 − 𝛽(𝑅)]்
௧ୀଵ .            (20) 

 Voltando à questão sobre a escolha do gasto de alpha, em seu trabalho, Silva (2017) 

retifica que a função do tipo potência em (16) produz uma linha para todo 𝜌 = 1, uma curva 

convexa para 𝜌 > 1 e uma curva côncava para 0 < 𝜌 < 1 , e através dos autores Jennison e 

Turnbul (2000) apresenta que boas escolhas para 𝜌 se relacionam com a produção de um 

equilíbrio favorável entre o tempo esperado de vigilância e o poder estatístico de uma 

amostra. Silva desenvolveu os pressupostos citados para o caso binomial (Silva, 2017) e para 
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o caso Poisson (Silva, 2013), não podendo assim ser usado como regra geral para todos os 

outros casos.  

Os estudos de Jennison e Turnbull (2000) mostraram que quando o valor de 𝜌 está em 

torno de 2, ou seja, em forma convexa, o tempo esperado de vigilância será pequeno e poderá 

fornecer um equilíbrio quase-ideal entre a potência e o tempo esperado de vigilância. Cabe 

ressaltar que os valores de 𝜌 não são fixados, e variam de acordo com a performance de 

interesse, e ainda que o estudo relaciona apenas o tempo esperado de vigilância e não se 

preocupa com o tempo esperado de sinalização. 

Silva (2017) apresenta a concavidade como uma propriedade notável das funções de 

gasto de alpha, por estar diretamente relacionada à minimização do tempo esperado de 

sinalização. Porém, admite também que esta propriedade não garante o melhor desempenho 

da função, uma vez que há um trade-off entre gasto de energia e tempo de sinalização, que 

devem obdecer aos parâmetros de ajuste antes de definir a forma utilizada.  

 
Figura 5: Gasto do erro Tipo I para teste sequencial contínuo, com base em dados binomiais, com potência de 
𝟎, 𝟗𝟗; 𝑹 = 𝒓 = 𝟐, 𝜶 = 𝟎, 𝟎𝟏;  𝟎, 𝟎𝟓 e proporção de correspondência constante𝒛𝒏 = 𝒛 de 1 e 4. SPRT, Teste de 
razão de probabilidade sequencial. 
Fonte: Retirado de Silva (2017) 
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 A Figura 5, retirada do trabalho de Silva (2017), apresenta nos quadros A e B: 𝑧 = 1 e 

nos quadros C e D: 𝑧 = 4, para a estatística de Pocock (linha sólida preta) e curva MaxSPRT 

(linha pontilhada preta). Quando 𝑛 é pequeno, em A e B, a curva MaxSPRT é vista acima da 

curva de Pocock se cruzando à frente e mantendo a posição até o final do período de 

vigilância. O inverso é visto para 𝑧 = 4, quando a curva Pocock é vista acima da MaxSPRT e 

se cruzam no longo prazo. A tabela corrobora o resultado evidenciando que o gasto de grande 

probabilidade de Erro do Tipo I no início da vigilância leva a uam rápida detecção de riscos, 

desde que exista equilíbrio para a fase intermediária de análise, que, de acordo com Silva, 

depende de 𝑧 e 𝑅. Ou seja, formas côncavas com alto gasto de alpha no período inicial e 

pequeno tempo esperado de sinalização, não garantem o melhor desempenho do modelo. 

Através do exemplo de Silva (2017), pode-se verificar que a melhor forma combina de 

pequenos a moderados gastos de alpha com uma taxa de gastos lenta no início da vigilância e 

não tem como objetivo verificar se a melhor função é mais ou menos côncava, mas qual a 

concavidade apropriada para os valores de 𝑁, 𝑅, 𝑧 e potência. 

Silva (2017) ainda argumenta que minimizar o tamanho da amostra no término da 

vigilância não é regra. Uma vez que, em tese, após a rejeição da hipótese nula a vigilância 

deve ser interrompida, mas na prática, pode ser interessante manter a coleta e análise de dados 

a fim de que se obtenha mais evidências e evite decisões precipitadas acerca da amostra. Tal 

afirmação tem validade, pois existem diferentes objetivos para que se faça a análise 

sequencial, entre eles estimativa pontual de intervalo, teste de hipóteses, etc. Logo, quando há 

sinalização para rejeição de 𝐻଴, a vigilância pode e deve continuar com o objetivo de 

aassegurar uma estimativa de risco mais precisa, quando os custos para manter a coleta e 

análise de dados por um período maior são insignificantes. 

  

3. RESULTADOS 
 

Na seção 2.2.1.1 foi apresentado o método clássico de análise do ARL para gráficos de 

controle. Porém, ao trabalhar com séries temporais, não é possível assumir que a 

probabilidade de se cometer algum erro será constante para todos os pontos que extrapolam os 

limiares definidos. Uma vez que as causas que levam a choques na série podem ser diversas 

ao longo do tempo, da mesma forma serão afetadas as probabilidades de ocorrência destes 
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eventos. À medida que o tamanho da amostra aumenta, aumenta também o poder. Quando se 

define 𝛼 fixo, sem saber, está se definindo o poder em cada teste. 

Assumindo que 𝑐 corresponde ao valor crítico fora dos limites de controle e que a amostra 

segue uma distribuição Geométrica de parâmetro 𝛼, ao rejeitar 𝐻଴, cada evento pode assumir 

uma probabilidade em determinado ponto do tempo tal que: 

Pr(𝑋௧ > 𝑐) =  1 − 𝛼௧             (21) 

 

3.1. A escolha de 𝝆 

O primeiro resultado apresentado por este trabalho diz sobre a análise da Hipótese Nula 

(𝐻଴). Supondo-se trabalhar com uma amostra de probabilidade Pr(𝑥௧ ≥ 𝑐|𝐻଴) = 𝛼 e 𝑁 

observações, tradicionalmente, calcula-se a probabilidade de que ocorra um extrapolação dos 

limiares até a observação 𝑁, através da equação 22. O valor para 𝛼ீ  não pode ser fixado, uma 

vez que neste caso não se trata de um método de Análise Sequencial. 

Pr({𝐶 = 1}⋃{𝐶 = 2}⋃{𝐶 = 3}⋃ … ⋃{𝐶 = 𝑁})  

𝛼ீ = 𝛼 + (1 − 𝛼)𝛼 + (1 − 𝛼)ଶ𝛼 + ⋯ + (1 − 𝛼)ேିଵ  

𝛼ீ = [1 − (1 − 𝛼)ேିଵ]              (22) 

O ARL in control, denotado por 𝐴𝑅𝐿଴, é calculado como segue: 

𝐴𝑅𝐿଴ =
ଵ×ఈାଶ×(ଵିఈ)ఈାଷ×(ଵିఈ)మఈା⋯ାே×(ଵିఈ)ಿఈ

ఈಸ
= 𝑇          (23) 

Como o que se propõe é trabalhar com 𝛼 variável no tempo, a fim de que seja analisada a 

variação de probabilidade para cada evento fora do controle, o novo cálculo de 𝐴𝑅𝐿଴ passa a 

ser: 

𝐴𝑅𝐿଴ =
ଵ×ఈభାଶ×(ଵିఈభ)ఈమାଷ×(ଵିఈభ)(ଵିఈమ)ఈయା⋯ା∏ (ଵିఈ಺)ఈಿ

ಿషభ
಺సభ

ఈಸ
  

𝐴𝑅𝐿଴ =
∑ ௜.∏ ൫ଵିఈೕషభ൯ఈ೔

೔
ೕసభ

ಿ
಺సభ

ఈಸ
 , onde, 𝛼଴ = 0.           (24) 
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Para tanto, podemos fixar uma função analítica 𝐹(𝑡) onde 𝑡 =
௜

ே
. Como já enfatizado 

anteriormente, uma escolha possível e muito utilizada para esta análise é a função do tipo 

potência, para 𝜌 > 0: 

𝐹(𝑡) = 𝑇 × 𝑡ఘ.              (25)  

Desta forma, apresenta-se uma função que seja igual, ou melhor, ao modelo padrão. A 

partir do 𝑇 fixado, calcula-se 𝑡, e realiza-se o teste com valores estabelecidos de 𝜌. Este 

trabalho foi realizado para a composição do gráfico representado na Figura 6 abaixo, que 

apresenta as curvas 𝐹(𝑡) do modelo proposto com 𝑁 = 100 e 𝛼 = 0,05 para 𝜌ଵ = 0,5 e 𝜌ଶ =

1,5.  

 
Figura 6: Gráfico da Função F(t) para os valores estabelecidos de 𝛒𝟏 = 𝟎, 𝟓 e 𝛒𝟐 = 𝟏, 𝟓. 
Fonte: Elaboração própria. 
 

3.2. Definindo 𝜶 variando no tempo 

A equação matemática que permite o cálculo de 𝛼 em cada intervalo de tempo é 

desenvolvida por meio da derivação das expressões (24) e (25), recursivamente da seguinte 

forma: 

𝐹(1) =
ఈభ

ఈಸ
, assim:  
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𝐹(2) =
ఈభାଶఈమ(ଵିఈభ)

ఈಸ
,  

𝐹(2) =
ி(ଵ)∗ఈಸାଶఈమ(ଵିఈభ)

ఈಸ
, assim: 

𝛼ଶ =
[ி(ଶ)ିி(ଵ)]ఈಸ

ଶ(ଵିఈభ)
. 

 Da mesma forma: 

𝐹(3) =
ఈభାଶఈమ(ଵିఈభ)ାଷఈయ(ଵିఈభ)(ଵିఈమ)

ఈಸ
, portanto: 

𝛼ଷ =
ఈಸ∗ி(ଷ)ିఈభିଶఈమ(ଵିఈభ)

ଷ(ଵିఈభ)(ଵିఈమ)
. 

Analogamente: 

𝐹(4) =
[ఈభାଶఈమ(ଵିఈభ)ାଷఈయ(ଵିఈభ)(ଵିఈమ)ାସఈర(ଵିఈభ)(ଵିఈమ)(ଵିఈయ)

ఈಸ
, portanto: 

𝛼ସ =
ఈಸ∗ி(ସ)ିఈభିଶఈమ(ଵିఈభ)ିଷఈయ(ଵିఈభ)(ଵିఈమ)

ସ(ଵିఈభ)(ଵିఈమ)(ଵିఈయ)
. 

E generalizando chega-se à regra geral para 𝛼௧: 

𝛼௧ =
ி(௧)∗ఈಸି∑ [(௜ିଵ)∗ఈ೔షభ∗∏ (ଵିఈೕ)]೔షమ

ೕసభ
ಿ
೔సభ

௜∗∏ (ଵିఈೕ)೔షభ
ೕసభ

 .                              (26) 

A partir desta definição, sabe-se que 𝛼 pode, portanto, assumir diferentes valores em 

cada teste sequencial, e deve-se assumir que o percentil da normal (𝑘) também será variável 

ao longo do tempo, como visto na função 𝐹(𝑡). A partir deste raciocínio, os limiares de 

sinalização passam a ser definidos como segue: 

𝐿𝑆𝐶௧ =  𝜇 + 𝑘௧𝜎,               (27) 

𝐿𝐼𝐶௧ =  𝜇 − 𝑘௧𝜎,               (28) 

Onde 𝑘௧ = Φିଵ(1 − 𝛼௧), e Φ(. ) é a função de distribuição da normal padrão. 
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3.3. Simulações 

 A fim de obter os valores de 𝜌 da função em (25) que minimizam ETS e ELS, foi 

modelada uma série temporal aleatória 𝑌(𝑡) de parâmetros phi (𝜙) e theta (𝜃) a fim de que 

sejam geradas observações aleatórias que indicam o tempo em que a função retorna um sinal 

de extrapolamento dos limiares de controle (ETS) e o tempo em que a série ficou sob 

monitoramento (ELS). Para isso, foram simulados diferentes cenários possíveis para esta uma 

série aleatória, variando os valores de 𝑁, 𝛼, 𝜌, 𝜙 e 𝜃. Por meio desta simulação, foi possível 

obter 768 diferentes cenários para as observações. 

Foram utilizados valores baixos para as amostras (𝑁 = 50, 100 𝑒 200), uma vez que 

as variáveis que se pretende analisar também são obtidas em grupos menores de observações, 

como por exemplo, taxas mensais de juros ao longo do ano, taxa mensal de inflação ao longo 

de um mandato de governo, índices de anuais de desemprego em uma década, índices mensais 

ao longo do ano, etc. A economia brasileira está em constante variação e a análise mais 

recente de resultados pode ser de grande contribuição para projeções e experiências futuras, 

porém indicadores muito antigos tendem a não ser assertivos, dada a diferença de moeda, 

contexto político, entre outros.  

Os valores de 𝜌 foram definidos a fim de que se tornasse possível mapear três 

possíveis formatos para os limiares de sinalização: planos, convexos e côncavos. Conforme 

desenvolvido por Silva (2017), 𝜌 = 1 tende a produzir curvas planas (retas) para os limiares, 

já 𝜌 < 1 tende a produzir curvas côncavas para os limiares enquanto 𝜌 > 1 produz curvas 

convexas.Vale ressaltar que 𝜌 não assume valores negativos, e por isso é sempre 𝜌 > 0. Para 

estas simulações foram utilizados valores para 0,8 < 𝜌 < 1,5, abrangendo então, todos os 

possíveis formatos. 

Os valores estipulados para 𝜙ଵ, 𝜙ଶ, 𝜃ଵ e 𝜃ଶ respeitam as condições de 

estacionariedade e invertibilidade definidas para processos ARIMA. Estas condições 

estabelecem restrições aos valores das estimativas dos parâmetros dos modelos. A 

estacionariedade é garantida por meio da análise da função de autocorrelação dos processos 

estacionários, que leva ao estabelecimento de conjuntos de condições para os valores de 𝜙, 

além da condição necessária: 𝜙ଵ + 𝜙ଶ + ⋯ + 𝜙௞ < 1. As condições de invertibilidade 

definem que a parte MA dos processos pode ser convertida em AR puro e os pesos aplicados 

aos valores passados de 𝑌(𝑡) são decrescentes, à medida que a defasagem aumenta. 
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Modelo      Condição 

𝑌(𝑡) = 𝛼௜ + 𝜀௧ − 𝜃ଵ𝜀௧ିଵ      |𝜃ଵ| < 1 

𝑌(𝑡) = 𝛼௜ + 𝜀௧ − 𝜃ଵ𝜀௧ିଵ − 𝜃ଶ𝜀௧ିଶ    ൜
𝜃ଵ + 𝜃ଶ < 1 , |𝜃ଶ| < 1
𝜃ଶ − 𝜃ଵ < 1                  

 

𝑌(𝑡) = 𝛼௜ + 𝜙ଵ𝑌(𝑡 − 1) + 𝜀௧     |𝜙ଵ| < 1 

𝑌(𝑡) = 𝛼௜ + 𝜙ଵ𝑌(𝑡 − 1) + 𝜙ଶ𝑌(𝑡 − 2) + 𝜀௧  ൜
𝜙ଵ + 𝜙ଶ < 1 , |𝜙ଶ| < 1
𝜙ଶ − 𝜙ଵ < 1                  

 

𝑦(𝑡) = 𝛼௜ + 𝜙ଵ𝑦(𝑡 − 1) + 𝜀௧ + 𝜃ଵ𝜀௧ିଵ   |𝜃ଵ| < 1 , |𝜙ଵ| < 1 

 

A fim de ilustrar os resultados obtidos, as Figuras 7 e 8 apresentam dois gráficos que 

mostram ETS em função de 𝜌 para o seguinte cenário: 𝜙ଵ = 0,2, 𝜙ଶ = 0,4, 𝜃ଵ = 0,3 e 𝜃ଶ =

0,5. Na Figura 7 são representadas as curvas ETS quando 𝛼 = 0,05 e na Figura 8, para 𝛼 =

0,01. O cenário apresentado foi escolhido aleatoriamente e representa a característica 

observada para os 16 possíveis cenários simulados. 

 
Figura 7: Tempo esperado de sinalização (ETS), quando 𝜶 = 𝟎, 𝟎𝟓 para diferentes valores de 𝝆 e 𝑵, quando 
𝝓𝟏 = 𝟎, 𝟐, 𝝓𝟐 = 𝟎, 𝟒, 𝜽𝟏 = 𝟎, 𝟑 e 𝜽𝟐 = 𝟎, 𝟓. 
Fonte: Elaboração própria. 
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Figura 8: Tempo esperado de sinalização (ETS),  𝜶 = 𝟎, 𝟎𝟏 para diferentes valores de 𝝆 e 𝑵, quando 𝝓𝟏 = 𝟎, 𝟐, 
𝝓𝟐 = 𝟎, 𝟒, 𝜽𝟏 = 𝟎, 𝟑 e 𝜽𝟐 = 𝟎, 𝟓. 
Fonte: Elaboração própria. 

 

Os menores valores encontrados para ETS acontecem quando 𝜌 = 0,8 e 0,9 para 𝑁 =

50, 100 𝑒 200. Logo, a minimização do Tempo Esperado de Sinalização é identificada 

quando 𝜌 está no intervalo 0 < 𝜌 < 1 e a curva tem formato côncavo. Para todos os cenários 

que apresentam poder e ETS iguais a 1, independente do tamanho da amostra observada, os 

valores de 𝜌 são sempre 𝜌 = 0,8 ou 𝜌 = 0,9. O que corrobora a propriedade defendida por 

Silva (2017), que aponta a concavidade como propriedade notável das funções que 

minimizam o Gasto de Alpha. 

 

4. APLICAÇÃO ECONÔMICA 
 
 A economia é constituída basicamente de relações de troca, sejam elas a nível micro 

ou macroeconômico. Relações de nível microeconômico dizem respeito a indivíduos em 

busca da compra e venda de bens e serviços por intermédio de uma moeda. Já as relações de 

nível macroeconômico, envolvem, na maioria das vezes, países que adotam diferentes moedas 

como meio de troca, tornando necessário então, um balizador de valores. De acordo com o 

Banco Central do Brasil, a taxa de câmbio funciona como este balizador e corresponde ao 

preço de uma moeda estrangeira medida na moeda nacional. No Brasil, bem como em boa 

parte do mundo, a moeda estrangeira mais negociada é o dólar dos Estados Unidos. 

 É possível encontrar a taxa de câmbio em três situações distintas: valorizada, 

desvalorizada e em paridade (igualdade). Diz-se da taxa de câmbio valorizada quando é 

necessária uma maior quantidade de moeda estrangeira para adquirir uma moeda nacional; 
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desvalorizada, quando mais unidades de moeda nacional são necessárias para adquirir uma 

estrangeira; e em paridade, quando a medida de troca em é igual entre elas. 

 Koshiyama et. al. (2011), expõe sobre o papel da competitividade da taxa de câmbio 

no processo de desenvolvimento econômico, impactando nos níveis de investimento e 

produtividade por meio de políticas cambiais. Um governo que se preocupa em manter um 

câmbio competitivo está ao mesmo tempo preocupado com a estabilização econômica e o 

nível de exportação, por meio de inovações nos campos tecnológico e industrial. Em 

contrapartida, um câmbio relativamente desvalorizado, possui influência direta no processo de 

acumulação de capital, promovendo o aumento de investimento e poupança. 

 No Brasil, o último plano de estabilização implementado, foi o Plano Real, que 

diferentemente de todas as iniciativas anteriores de estabilização econômica, não envolvia 

congelamento de preços e salários e nenhuma medida arbitrária. Sumariamente, a introdução 

do Plano aconteceu em três etapas. A primeira, no início de 1994, aprovou medidas que 

promoveram extraordinário déficit orçamentário por meio de um ajuste fiscal. Na segunda, 

que aconteceu ainda no primeiro semestre de 1994, houve indexação da economia pela 

chamada Unidade Real de Valor (URV), que apresentou sucesso parcial, uma vez que deixou 

um resíduo inflacionário considerável. A terceira fase, iniciada em julho de 1994, consistiu na 

substituição da antiga moeda pelo Real, ancorado na taxa de câmbio e no processo de abertura 

comercial, a fim de manter a inflação reduzida por meio de baixas taxas de expansão cambial 

(Almeida et.al., 2000). 

 Neste contexto, o governo identificava a necessidade de reformas ambiciosas nos 

segmentos da Previdência, Tributário e fiscal de estados e municípios, porém entendeu-se a 

dificuldade desta implementação em tão pouco tempo, focando assim no ajuste fiscal possível 

para o momento. Aproveitando-se da margem obtida por meio do aumento da tributação do 

setor financeiro e da negociação do Fundo Social de Emergência, que reduzia a rigidez 

orçamentária, atrelado ao efeito da inflação, o primeiro semestre de 1994 gerou superávits 

primários expressivos (Abreu, 2014). 

 Se por um lado o Plano Real pôs fim à alta inflação que estava em vigor no país, ele 

culminou em problemas de outras ordens, dentre eles: deterioração do quadro fiscal, que até 

então tirava proveito da inflação para controlar as contas; e condução da política econômica, 

para que após a estabilização, a inflação se mantivesse baixa. Por este motivo, a taxa de 

câmbio era usada como âncora nominal desde o segundo semestre de 1994. Neste período 



39 
 

surgiram os primeiros sinais de aquecimento da demanda interna, com grande destaque para a 

indústria automobilística, que começou a praticar certos excessos relacionados à 

inflexibilidade de preços e salários no setor. A fim de conter este movimento, balizar a 

formação de preços internos e aumentar o nível de importação, que estava excessivamente 

baixo, o governo reduziu a tarifa de importação de automóveis.  

 Em meados de 1995, sob o “Efeito Tequila” (como a Crise do México ficou 

conhecida) o cenário internacional colocou o Brasil em uma situação restritiva com relação ao 

balanço de pagamento, o que levou a política cambial a sofrer nova alteração, passando por 

uma pequena desvalorização e flutuação nesta terceira fase. Estas pequenas desvalorizações, 

levaram a uma estabilidade que caracterizou a quarta fase cambial deste período. Ao final 

deste processo o nível de importação passou a então a ser visto como excessivamente alto e o 

retorno do protecionismo no setor automobilístico era visto com bons olhos. 

 Em decorrência da Crise do Sudeste Asiático, as principais bolsas de valores 

brasileiras operaram em queda no ano de 1997, o que agregado às incertezas internas, 

culminou em expectativas negativas para o câmbio no país. O Banco Central, por sua vez, 

manteve a política de câmbio flutuante, aderindo ao regime de bandas cambiais, onde a taxa 

de câmbio pode flutuar dentro de um intervalo de variação definido pelo Banco Central. 

 Após os efeitos de uma nova crise financeira internacional, com a Crise Russa de 

1998, as expectativas dos agentes econômicos brasileiros tiveram como referência, uma 

inevitável associação entre a conjuntura russa e a brasileira. O que surtiu efeito especulativo 

contra a moeda nacional e culminou em um acordo do governo brasileiro com o Fundo 

Monetário Internacional em novembro de 1998. Este acordo tinha como objetivo a 

manutenção das políticas vigentes e aumento da credibilidade brasileira no cenário 

internacional.  

 Estes fatores foram fundamentais para que o segundo mandato de Fernando Henrique 

Cardoso na presidência do país tivesse início com uma reestruturação macroeconômica que 

passou a operar mediante a implementação do tripé macroeconômico. Este novo formato de 

política econômica fundamenta-se em três pilares: Banco Central trabalhando em um regime 

de metas para a inflação, taxa de câmbio flutuante e política de metas fiscais. 

 Analisando a história econômica recente do Brasil vemos a importância do 

comportamento da política cambial para o processo inflacionário e de crescimento do país. 
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Nos primeiros anos do governo Lula teve início um longo processo de apreciação da moeda 

brasileira que, de acordo com Barbosa Filho (2015), pode ser divido em três partes: i) 2003 a 

2005 – correção cambial. A apreciação do real (BRL) fez com que a taxa de câmbio real 

chegasse a um patamar próximo do verificado antes do Plano Real. ii) 2006 a 2008 – 

apreciação e crise. Neste período a taxa de câmbio esteve reduzida a um valor próximo do 

verificado durante o Plano Real, e um fator de contribuição para que isto ocorresse foi a alta 

nos preços de commodities. Com a crise financeira de 2008, a taxa de câmbio retornou ao 

patamar de 2005, uma vez que nesta situação, as economias emergentes tiveram suas moedas 

depreciadas. iii) 2009 a 2011 – Apreciação e intervenção. Mais uma alta nos preços das 

commodities e o retorno da taxa de câmbio real para o verificado no final do Plano Real. Com 

o início do governo Dilma, em 2011, foi implementado o IOF derivativos, imposto sobre a 

venda de BRL no mercado de derivativos cambiais, a fim de conter a apreciação do real. 

 A partir de então, diante do cenário de desaceleração econômica mundial, dentre 

outros fatores, a moeda brasileira sofreu o impacto da depreciação, e a taxa de câmbio subiu 

em torno de 21% do final de 2011 ao final de 2013 (Barbosa Filho, 2015). Os efeitos de uma 

depreciação cambial funcionam como um choque de oferta adverso, com impacto recessivo e 

inflacionário. Este contexto levou o governo a adotar medidas de combate à depreciação, tais 

como redução da tributação sobre entrada de capitais e proteção financeira (hedge cambial) no 

mercado de derivativos. No cenário internacional, os EUA sinalizavam a retirada de estímulos 

monetários e lentidão no aumento da taxa de juros. Esta combinação de fatores resultou em 

uma queda de aproximadamente 8% da taxa de câmbio real brasileira. 

 Em linhas gerais, no curto prazo, cabe às autoridades econômicas controlar os ajustes 

da taxa de câmbio real, por meio de intervenções regulatórias no mercado a fim de reduzir a 

volatilidade cambial. Porém, no longo prazo, as condições financeiras internacionais têm 

impacto mais eficaz na definição taxa de câmbio brasileira, uma vez que na prática, as 

intervenções do governo brasileiro têm o papel de conter o ajuste da taxa de câmbio para não 

comprometer o combate à inflação. Fica clara a importância da variação da taxa de câmbio 

para o sucesso das metas de inflação quando observamos os seguintes números evidenciados 

por Barbosa Filho (2015): para dados coletados até 2015, o BC cumpriu a meta de inflação 

em onze anos, obtendo 73% de sucesso. Destes onze anos, em oito houve redução da taxa de 

câmbio real e em seis houve redução da taxa de câmbio nominal. 
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 Esta dependência do controle da inflação pela taxa de câmbio acabou desenvolvendo 

um padrão de atuação do BC, onde a autoridade monetária trabalha com miniciclos de 

apreciação gradual e depreciação súbita do real, em torno da tendência de longo prazo da taxa 

de câmbio real que é determinada pelo cenário econômico internacional.  

 Além do controle inflacionário, a taxa de câmbio também tem influência no 

desenvolvimento econômico quando é analisada sua relação com o saldo em conta-corrente 

do balanço de pagamentos e o crescimento do PIB. Sobre a primeira relação, Barbosa Filho 

(2015) argumenta que quanto maior a taxa de câmbio real, maior é o saldo em conta-corrente 

do balanço de pagamentos, uma vez que as elasticidades renda e preço dependem do valor da 

taxa de câmbio, o que faz com que o saldo em conta-corrente em % do PIB também seja uma 

função da taxa de câmbio real. Sendo assim, um cenário ideal seria aquele onde a taxa de 

câmbio real é elevada e mantém a estabilidade do balanço de pagamentos e alto volume de 

exportação. Já no que diz respeito à segunda, não há uma relação linear entre o crescimento 

do PIB e a taxa de câmbio real, pois o câmbio pode ter efeitos opostos sobre o investimento, e 

consequentemente sobre o crescimento da economia. Por um lado, a elevação da taxa de 

câmbio aumenta o lucro e estimula o investimento; por outro lado, ela também desestimula a 

acumulação de capital, pois eleva o preço relativo do investimento. Sendo assim, o impacto 

final depende de qual efeito acontece em maior intensidade e este fator está diretamente 

relacionado às condições iniciais da economia. 

 Baseado nisto, este trabalho busca fornecer instrumentos para que o controle de 

variáveis com tamanha importância e impacto econômico seja feito de maneira mais eficiente. 

Desta forma, a projeção de medidas e a antecipação de efeitos adversos servirão como 

fomentadores do controle inflacionário e do crescimento econômico, como no caso da taxa de 

juros real. 

 Para tanto, foi coletada uma base de dados no site do IPEA (Instituto de Pesquisa 

Econômica Aplicada) para desenvolvimento metodologia apresentada. A base de dados 

utilizada é a série de número 3697, da cotação média mensal para compra da taxa de câmbio 

do dólar dos Estados Unidos no Brasil a partir do dia 01 de julho de 1999 até o dia 31 de 

dezembro de 2017. O objetivo principal de se ter escolhido o câmbio como foco de análise é a 

intensão de que seja possível perceber os efeitos reais de seu controle na economia do país, 

dada a importância crucial da política cambial no contexto macroeconômico e sua fácil 

interação com outras variáveis. Espera-se que a verificação de alterações no controle das 
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séries possa evitar choques econômicos inesperados e auxiliar no planejamento da política 

econômica. 

 O Banco Central divulga, em sua página na internet, a taxa de referência do mercado, 

que é uma média calculada com base na apuração das operações realizadas naquele mercado, 

e para esta análise, foi escolhida a cotação nominal da moeda para a compra. O recorte 

temporal foi determinado por se tratar do período posterior à estabilização monetária e 

cambial vividas pelo Brasil, o que facilita a compatibilização das séries, eventuais tratamentos 

dos dados, e uma análise mais precisa dos resultados. 

 A Figura 9 apresenta o gráfico que traduz o comportamento da série ao longo do recorte 

temporal: 

 
Figura 9: Série temporal da taxa mensal de câmbio da moeda brasileira de janeiro de 1999 a dezembro de 2017. 
(Série 3697 - Taxa de câmbio - Livre - Dólar americano (compra) - Média de período – mensal) 
Fonte: Elaboração própria através do software R. 

 

A análise do gráfico ACF da série na Figura 10 mostra um caimento rápido e 

exponencial, o que evidencia a presença de autocorrelação nos dados, uma vez que eles 

extrapolam muito o limite de significância superior. 
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Figura 10: Correlograma da série temporal da taxa mensal de câmbio da moeda brasileira de janeiro de 1999 a 
dezembro de 2017. (Série 3697 - Taxa de câmbio - Livre - Dólar americano (compra) - Média de período – 
mensal) 
Fonte: Elaboração própria através do software R. 

 

Para a identificação de que a série segue um processo estacionário ou não, foi 

realizado o teste ADF de raiz unitária. Os testes de raiz unitária verificam se o coeficiente 

estimado é estatisticamente igual a +1, e se for, o processo é não estacionário. Esta é então a 

hipótese nula do modelo: ρ = 1. Para a série em questão, o p-valor do teste de Dickey-Fuller 

Aumentado para a série foi de 63,28%, o que não rejeita a hipótese nula da raiz unitária, 

sendo assim, podemos afirmar que a série é não estacionária. 

Augmented Dickey-Fuller Test 
data:  base.CAMBIO 

Dickey-Fuller = -1.8646 Lag order = 6 p-value = 0.6328 
alternative hypothesis: stationary 

Tabela 1 - ADF Teste para a série temporal da taxa mensal de câmbio da moeda brasileira de janeiro de 1999 a 
dezembro de 2017. 
Fonte: Elaboração própria através do software R. 

 

A fim de obter a estacionariedade da série, toma-se a primeira diferença do modelo 

para que seja refeita toda a análise com os novos valores. O novo gráfico gerado é 

apresentado na Figura 11 e a representação do novo teste ACF e PACF pode ser visto na 

Figura 12: 
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Figura 11: Gráfico da série temporal da taxa mensal de câmbio da moeda brasileira de janeiro de 1999 a 
dezembro de 2017 após a primeira diferença. (Série 3697 - Taxa de câmbio - Livre - Dólar americano (compra) - 
Média de período – mensal) 
Fonte: Elaboração própria através do software R. 
 

 
Figura 12: Correlograma da série temporal da taxa mensal de câmbio da moeda brasileira de janeiro de 1999 a 
dezembro de 2017 após a primeira diferença. 
Fonte: Elaboração própria através do software R. 
 

Após a aplicação da primeira diferença e de refeitos todos os cálculos, é possível 

chegar à estacionariedade do modelo, obtendo um ρ = 0,01. Por meio do teste Phillips-Perron, 

que também defende a hipótese nula de que a série é não estacionária, corrobora-se o 
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resultado. Deste modo, rejeita-se a hipótese nula e se aceita a hipótese alternativa de que a 

série é estacionária.  

Augmented Dickey-Fuller Test 
data:  D.CAMBIO 

Dickey-Fuller = -5.9698 Lag order = 6 p-value = 0.01 
alternative hypothesis: stationary 

Warning message: In adf.test (D.CAMBIO, alternative = c("stationary")): 
p-value smaller than printed p-value 

Tabela 2 - ADF Teste para a série temporal da taxa mensal de câmbio da moeda brasileira de janeiro de 1999 a 
dezembro de 2017após a primeira diferença. 
Fonte: Elaboração própria através do software R. 
 

Phillips-Perron Unit Root Test 
data:  D.CAMBIO 

Dickey-Fuller Z(alpha) = -160.72 Truncation lag parameter = 4 p-value = 0.01 
alternative hypothesis: stationary 

Warning message: In pp.test (D.CAMBIO, alternative = c("stationary")): 
p-value smaller than printed p-value 

Tabela 3 - PP Teste para a série temporal da taxa mensal de câmbio da moeda brasileira de janeiro de 1999 a 
dezembro de 2017 após a primeira diferença. 
Fonte: Elaboração própria através do software R. 

 

A partir desta conclusão torna-se simples classificar o modelo. Com a aplicação da 

primeira diferença a série fica restrita à classificação ARIMA (p,d,q) – Modelo 

autorregressivo integrado de médias móveis e são feitas as seguintes hipóteses para o modelo: 

arima(x = D.CAMBIO, order = c(1, 1, 1)) 
Coefficients 

 ar1 ma1 
 0.3487 -1.0000 

s.e. 0.0650 0.0172 

sigma^2 estimated as 0.009909:  log likelihood = 198.38,  aic = -390.76 

Tabela 4 - Resultados da modelagem ARIMA (1, 1, 1) para a série temporal da taxa mensal de câmbio da moeda 
brasileira de janeiro de 1999 a dezembro de 2017 após a primeira diferença. 
Fonte: Elaboração própria através do software R. 

 

arima(x = D.CAMBIO, order = c(2, 1, 2)) 
Coefficients 

 ar1 ar2 ma1 ma2 
 0.1556 0.0127 -0.7853 -0.2147 

s.e. 0.5273 0.2009 0.5218 0.5215 
sigma^2 estimated as 0.009868:  log likelihood = 198.81,  aic = -387.61 

Tabela 5 - Resultados da modelagem ARIMA (2, 1, 2) para a série temporal da taxa mensal de câmbio da moeda 
brasileira de janeiro de 1999 a dezembro de 2017 após a primeira diferença. 
Fonte: Elaboração própria através do software R. 
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arima(x = D.CAMBIO, order = c(2, 1, 1)) 
Coefficients 

 ar1 ar2 ma1 
 0.3682 -0.0569 -1.0000 

s.e. 0.0690 0.0690 0.0187 

sigma^2 estimated as 0.009875:  log likelihood = 198.72,  aic = -389.44 

Tabela 6 - Resultados da modelagem ARIMA (2, 1, 1) para a série temporal da taxa mensal de câmbio da moeda 
brasileira de janeiro de 1999 a dezembro de 2017 após a primeira diferença. 
Fonte: Elaboração própria através do software R. 
 

 

arima(x = D.CAMBIO, order = c(3, 1, 2)) 
Coefficients 

 ar1 ar2 ar3 ma1 ma2 

 0.7504 -0.2268 0.1075 -1.3822 0.3822 
s.e. 0.2917 0.1314 0.0692 0.2858 0.2854 

sigma^2 estimated as 0.009807:  log likelihood = 199.62,  aic = -387.24 

Tabela 7 - Resultados da modelagem ARIMA (3, 1, 2) para a série temporal da taxa mensal de câmbio da moeda 
brasileira de janeiro de 1999 a dezembro de 2017 após a primeira diferença. 
Fonte: Elaboração própria através do software R. 
 

 

Tendo em vista, o parâmetro AIC para escolha do modelo, o menor valor encontrado foi o 

de -390.76, e a série é então classificada como sendo ARIMA (1,1,1). 

Na Tabela 8 são apresentados os parâmetros calculados para a série, sendo “câmbio” a 

série com presença de autocorrelação e “d.cambio” a série após a primeira diferença: 

 

Parâmetros cambio Parâmetros d.cambio 

𝜇 2.37961 𝜇 0.007851754 

𝜎ଶ 0.38120306 𝜎ଶ 0.01114073 

𝜎 0.617416439 𝜎 0.1055497 

Tabela 8 - Parâmetros da série temporal da taxa mensal de câmbio da moeda brasileira de janeiro de 1999 a 
dezembro de 2017. 
Fonte: Elaboração própria através do software R. 
 

 Desta forma, utilizando 𝑘 = 3, definem-se os limites de controle para a amostra com 

os dados sem tratamento (cambio) e com tratamento (d.cambio) utilizando as equações (8), 

(9) e (10): 
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Limites cambio Limites d.cambio 

LC 2.3796 LC 0.0079 

LSC 4.2319 LSC 0.324501 

LIC 0.5274 LIC -0.3088 

Tabela 9 - Limites de controle para a série temporal da taxa mensal de câmbio da moeda brasileira de janeiro de 
1999 a dezembro de 2017. 
Fonte: Elaboração própria através do software R. 
 

 A partir dos valores obtidos, os gráficos de controle para a série são gerados. Na 

Figura 13 é apresentado o gráfico da série original sob controle e na Figura 14 está 

representado o gráfico com o controle da série após o tratamento dos dados. Ambas as formas 

apresentam limiares de controle constantes no tempo, em concordância com a literatura 

tradicional. 

 Como apresentado no capítulo 3, para que se tenha uma análise mais real dos dados, 

não é possível assumir que a probabilidade de se cometer algum erro será constante ao longo 

de todo o controle do processo e para todos os pontos que extrapolam os limiares definidos. 

Para que se consiga captar o efeito dos choques sofridos pela série ao longo do tempo, que 

afetam a probabilidade de ocorrência de erros, a Figura 15 apresenta o gráfico de controle da 

série sob tratamento, com os limiares variando no tempo. Para este modelo não foi possível 

encontrar solução matemática para 𝜌 < 1, devido a uma limitação matemática frente ao 𝐴𝑅𝐿଴ 

obtido nesta aplicação. Sendo assim, foi utilizado 𝜌 = 1,1 para o cálculo dos limiares de 

controle do gráfico. 

 
Figura 13: Gráfico de Controle da série temporal da taxa mensal de câmbio da moeda brasileira de janeiro de 
1999 a dezembro de 2017. (Série 3697 - Taxa de câmbio - Livre - Dólar americano (compra) - Média de período 
– mensal) 
Fonte: Elaboração própria a partir do Software R.  
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Figura 14: Gráfico de Controle série temporal da taxa mensal de câmbio da moeda brasileira de janeiro de 1999 a 
dezembro de 2017 após a primeira diferença. (Série 3697 - Taxa de câmbio - Livre - Dólar americano (compra) - 
Média de período – mensal) 
Fonte: Elaboração própria a partir do Software R. 
 

 
Figura 15: Gráfico de Controle série temporal da taxa mensal de câmbio da moeda brasileira de janeiro de 1999 a 
dezembro de 2017 após a primeira diferença com 𝜶 variando no tempo. (Série 3697 - Taxa de câmbio - Livre - 
Dólar americano (compra) - Média de período – mensal) 
Fonte: Elaboração própria a partir do Software R. 
 

Na Figura 13, o gráfico que mostra o modelo sem tratamento não apresenta nenhum 

ponto fora dos limiares, levando à interpretação de que a série e encontra sob controle 

estatístico. Uma análise superficial poderia ser feita em termos de que a série realmente está 

sob controle uma vez que o período observado realmente indica estabilidade econômica e 

monetária do país, em comparação com períodos anteriores. Porém após o adequado 

tratamento dos dados, na Figura 14, são verificados no novo gráfico gerado, quatro pontos 

extrapolando o limite superior e um ponto extrapolando o limite inferior de controle, o que 
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possivelmente pode ter relação com o melhor ajuste do modelo, cujas distribuições são mais 

próximas da realidade.  

Na Figura 15, os limiares variáveis do gráfico permitem perceber os mesmos pontos 

de extrapolamento anteriormente vistos no gráfico da Figura 14. O primeiro ponto está 

possivelmente relacionado ao regime de metas, que manteve o câmbio flutuante, ainda em 

adaptação.  Já o segundo extrapolamento do limiar superior, acredita-se estar atrelado aos 

efeitos da crise energética vivida entre os anos 2001 e 2002, que levou ao racionamento de 

energia, além do contexto de incerteza e instabilidade política vividos no momento.  

Esta incerteza veio do fim da coalização entre partidos da base do governo, e tiveram 

impacto direto na expectativa do resultado das eleições de 2002, que colocava em xeque a 

continuidade da política econômica em andamento. Fator que corrobora o segundo 

extrapolamento, quando, apesar do superávit primário dos anos anteriores, a crescente dívida 

pública afetou diretamente a inflação, fazendo com que o dólar atingisse a marca de R$3,90 

em outubro de 2002 (Mattei e Scaramuzzi, 2016). 

O terceiro ponto de extrapolamento, ao contrário dos outros, acontece no limiar 

inferior, e associa-se esta queda a um efeito conhecido como overshooting, que acontece 

quando a taxa de câmbio sofre depreciação em tempos de crise e após determinado período 

retorna aos níveis em que se encontrava anteriormente ao choque. Sendo assim, de acordo 

com Marçal e Holland (2011), a taxa de câmbio passou por um overshooting entre 2000 e 

2002 e a partir de 2003 passou por uma forte apreciação, retornando aos níveis de 1994-1999. 

Alguns economistas consideraram esta valorização extrema do real no final de 2003 como 

especulativa, relacionada à expectativa do mercado para o próximo ano. 

Os outros dois pontos de extrapolamento evidenciados no gráfico não representam 

movimentos de grande expressão econômica e possivelmente estão relacionados a reações 

impetuosas do mercado a algum fato específico. Os pontos acima do limiar, que ocorrem em 

meados de 2009 e 2016, vão na contramão dos momentos econômicos vividos pelo país nos 

dois anos. 

No ano de 2009, a contração econômica vivenciada nos EUA em decorrência da crise 

imobiliária de 2008 fez com que o dólar operasse em queda e constante desvalorização frente 

ao real. A partir de 2010, Dilma Rousseff em seu primeiro mandato como presidente do 

Brasil, optou por instituir uma nova matriz macroeconômica, por meio de uma política mais 

intervencionista. A responsabilidade fiscal foi substituída pela expansão fiscal de crédito 

público. Dentre as medidas tomadas, a principal foi relacionada à política monetária, que 

reduziu a taxa de juros com o objetivo de estimular o crescimento do PIB. Porém, ao contrário 
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do esperado, observou-se baixo crescimento, descontrole inflacionário, redução da taxa de 

investimento e desvalorização cambial. Houve uma acentuada desaceleração em 2011 e 2012, 

que devido à composição da expansão fiscal, limitou seu efeito anticíclico, prevalecendo as 

isenções em detrimento dos gastos públicos. Em 2012, os investimentos públicos 

corresponderam a apenas 1,1% do PIB, e a partir de então, estiveram em declínio (Paula e 

Pires, 2017).  

Em suma, entre 2010 e 2014, as medidas realizadas pelo governo: “Nova Matriz 

Econômica + isenções fiscais”, não foram suficientes para impulsionar a oferta e demanda 

agregada de bens. Sendo assim, a alternativa foi adotar medidas ad hoc para estimular o 

crescimento. Porém, a política anticíclica veio atrasada e descoordenada, além de ter sido mal 

comunicada aos agentes. Em 2013 foram mantidos alguns incentivos fiscais, porém, foi 

sinalizado um pequeno ajuste fiscal somado à elevação da Selic por parte do Banco Central, 

fechando o ano em 10%. Por consequência, em 2013 e 2014 viu-se uma tendência de 

deterioração fiscal, e a fim de compensar a política monetária restritiva, o governo manteve a 

expansão dos gastos públicos, levando o resultado fiscal primário para uma queda de 1,7% do 

PIB em 2013 para -0,6% do PIB em 2014. 

Paula e Pires (2017) sinalizam uma reversão na trajetória da economia brasileira a 

partir do final de 2014, que fez com que em 2015, no segundo mandato da presidenta Dilma, 

o governo, sob o comando do então Ministro da Fazenda Joaquim Levy, alterasse a condução 

da política econômica para um modelo mais ortodoxo. Foi implementado um ajuste fiscal, 

voltado, principalmente, para a redução dos gastos públicos, via contingenciamento, além de 

uma meta de superávit primário de 1,2% do PIB. Houve ainda reajuste dos preços 

monitorados de energia e petróleo, aliado à política monetária restritiva vigente desde 2013, e 

acrescido do aumento da taxa da Selic tendo em vista o aumento da inflação. 

Deve-se ressaltar, como lembrado por Paula e Pires (2017), que em 2015 e 2016, a 

economia brasileira sofreu diversos choques, tais como a deterioração dos termos de troca, 

crise hídrica, desvalorização da moeda, etc. Estes fatores contribuíram para a redução do 

crescimento econômico, além de fatores como o aumento do desemprego, contração do 

mercado de crédito, redução dos investimentos públicos, e outros efeitos secundários, que 

aprofundaram a recessão experimentada. Sob o comando de um novo ministro da Fazenda, 

em 2016, o governo anunciou uma série de medidas, que incluíam um limite para o 

crescimento dos gastos públicos, recriação da CPMF, simplificação do sistema tributário e 

reforma da previdência. Porém a crise política que se instaurou no país e culminou com o 
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impeachment da presidenta Dilma Roussef, impossibilitou a adoção de qualquer agenda de 

política econômica. 

Do ponto de vista de Prates, Fritz e de Paula (2019), o governo Temer, instalado após 

o impeachment, representou a implementação de uma plataforma de orientação ortodoxa e 

liberal, sob pressão da “frente única burguesa”. Foi mantido o compromisso com o tripé 

macroeconômico, e medidas de características menos intervencionistas foram apresentadas, 

como: corte dos investimentos públicos e gastos sociais, retomada das privatizações, 

flexibilização das relações de trabalho e desmontagem dos instrumentos de política industrial. 

A política cambial passou para um regime de flutuação limpa, também com a característica de 

menos intervenção do Banco Central. Entretanto, a mudança de maior destaque aconteceu na 

política fiscal, onde foi imposto um teto sobre os gastos públicos, que estabeleceu reajuste 

máximo das despesas públicas tendo como base o IPCA do ano anterior, fator que 

impossibilita a adoção de política fiscal contracíclica em períodos de desaceleração. Esta 

medida, porém, não apresentou impacto no curto prazo. No que tange à política monetária, a 

manutenção de altas taxas de juros por um longo período eclodiu em um aumento do custo de 

capital, desestimulando os investimentos e impactando diretamente na valorização da taxa de 

câmbio ao atrair capitais externos. Fatores internacionais como as eleições norte americanas e 

a decisão de saída do Reino Unido na União Europeia também tiveram sua parcela de impacto 

na conjuntura cambial do Brasil, impactando na performance da moeda brasileira no cenário 

internacional. 

 

5. CONCLUSÃO 
 

O presente estudo teve o objetivo de contribuir para o aprimoramento das técnicas de 

monitoramento e controle de dados, por meio do aperfeiçoamento dos procedimentos 

existentes, tornando-os cada vez mais assertivos e fiéis à realidade. 

Por meio do estudo de Análise Sequencial e extensão de alguns conceitos para a 

metodologia de Controle Estatístico de Qualidade através de Gráficos de Controle, foi 

possível desenvolver uma função analítica que permite que 𝛼 varie ao longo do tempo, 

captando assim os choques sofridos pela série no contexto de cada observação. A abordagem 

que capta estas possíveis variações é de grande importância, uma vez que quando se define 𝛼 

fixo, sem saber, está se definindo o poder de cada teste.  
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A partir da formulação de 𝛼 variável, foi desenvolvido o conceito do gasto do tempo 

médio de sinalização, tornando possível minimizar o tempo médio até que uma mudança de 

estrutura na série seja identificada, ou seja, até que os limiares de sinalização sejam 

extrapolados. Os cenários gerados para uma série temporal aleatória permitiram escolher o 

valor ótimo de 𝜌 para a minimização do Tempo Esperado de Sinalização (ETS). Cabe 

ressaltar que o valor ótimo encontrado não pode ser tomado como referência para qualquer 

função, pois a variabilidade do poder de cada teste resulta na possível variação do valor ótimo 

de 𝜌 para cada tipo de função. Os resultados encontrados nesta modelagem sugerem que 

valores de 𝜌 < 1 tendem a apresentar menor ETS enquanto a série está sob monitoramento. 

A série de câmbio utilizada como aplicação neste trabalho confirma a hipótese de que a 

incorporação da variabilidade na probabilidade de se cometer erros ao controlar uma série 

produz resultados iguais ou superiores ao modelo tradicional. Apesar dos pontos de 

extrapolamento identificados no gráfico de limiares curvos (Figura 15) coincidirem com 

aqueles vistos no gráfico de limiares planos da série após tratamento (Figura 14), fica clara a 

maior confiabilidade do último modelo.  

Observações que estavam próximas aos limiares na Figura 14, poderiam diante de 

qualquer pequena alteração no tamanho da amostra, extrapolar estes limites e 

equivocadamente indicarem a ausência de controle do processo. Já na Figura 15, estes pontos 

se encontram mais distantes dos limiares, garantindo a segurança de que qualquer impacto na 

amostra não teria como consequência a ocorrência do Erro do Tipo I, rejeição da hipótese 

nula, de que a série está sob controle, quando ela é verdadeira. O estudo do comportamento 

dos dados ao longo deste processo é uma ferramenta importante e muito útil para a previsão 

das observações futuras. Isto é possível por meio do estudo da reação da variável aos 

acontecimentos históricos, políticos, sociais e econômicos da época. A semelhança do cenário 

atual a esses fatos permite balizar sobre o comportamento da variável no futuro. 

Como sugestão para trabalhos futuros, fica a possibilidade de se trabalhar na mesma 

direção com gráficos de controle para processos multivariados, a fim de que analisando o 

comportamento de duas ou mais variáveis seja possível garantir um grau de assertividade 

ainda maior, mapeando efeitos e impactos diversos. Economicamente, os processos 

multivariados serão de grande valia, uma vez que movimentos econômicos raramente são 

definidos por uma só variável. 
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