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Resumo

Com o desenvolvimento de novas tecnologias de sequenciamento de DNA, um
grande volume de informacoes deve ser devidamente processada e analisada. Por
isso, novos estudos buscam apresentar novas técnicas para as tarefas basicas da area
conhecida como bioinforméatica. Uma importante tarefa é a anotacao genémica fun-
cional, que necessita para seu éxito, identificar corretamente as chamadas regioes
promotoras, que exercem importantes fungoes regulatérias de transcricao genética.
Apesar de diversas metodologias terem sido propostas na literatura para a identi-
ficacdo destas regioes, este ainda nao é um problema bem resolvido. Alguns tra-
balhos foram realizados utilizando diferentes arquiteturas de redes neurais artifici-
ais. Em 2017 foi apresentada para o mundo uma arquitetura baseada em capsulas,
bastante diferente das tradicionais, que se mostrou bastante eficiente em processar
imagens de digitos. Entretanto, ainda faltam aplicacoes e validagoes deste modelo
em outras areas. Na area de bioinformatica ainda nao ha registros do uso de redes
em capsulas, assim, este trabalho realiza uma experimentacao deste novo modelo
para o problema de classificacao de regioes promotoras em DNA. Utilizando duas
bases de dados de organismos procariontes e cinco de eucariontes, foram testadas
uma arquitetura convolucional retirada da literatura e uma arquitetura em capsulas
desenvolvida neste trabalho. Os modelos foram testados e suas capacidades predi-
tivas descritas, segundo diferentes tipos de métricas. Os resultados mostram que as
redes em capsulas obtiveram bons resultados nos testes e sao comparaveis com a
rede convolucional da literatura atual.

Palavras-chave: Reconhecimento de Padroes, Bioinformatica, Redes em Capsulas,
Classificacao de TSS, Processamento de DNA.
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Capitulo 1
Introducao

Com o avancgo da biotecnologia nos ltimos anos, diversos novos sequenciadores
foram desenvolvidos. Assim, a tarefa de sequenciamento de genomas se tornou
mais eficiente e barata. A Figura 1 apresenta a cronologia do sequenciamento do
genoma humano desde o inicio do século XXI, além das estimativas de crescimento
até 2025. E possivel ver que, com o passar dos anos, ha um elevado crescimento no
numero de genomas sequenciados (escala da esquerda), bem como na capacidade de
producao de dados de bases de pares gerados pelos projetos de sequenciamento de
DNA (escala da direita). Os pontos mostram alguns dos mais expressivos projetos
de sequenciamento do genoma humano. Estes dados sao referentes a porgoes do
genoma, mas é esperado que genomas inteiros sejam sequenciados no futuro [31].

Com o grande aumento do volume de dados gerados pelas tecnologias de sequen-
ciamento, torna-se necessario o desenvolvimento de novas formas de processamento
e analise automaticas. Desta forma, o desenvolvimento de novos métodos destinados
a executar eficientemente estas tarefas é cada vez mais relevante. O que tem moti-
vado muitos pesquisadores da area de bioinformatica, ou biocomputacao, a estudar
novas solugoes para estes problemas.

Os arquivos de saida dos sequenciadores sao constituidos por longas cadeias
de caracteres formadas pelo alfabeto {A,C,G, T}, utilizados para representar os
quatro tipos de bases nitrogenadas: adenina (A), citosina (C), guanina (G) e timina
(T). Estes grandes arquivos contém apenas dados brutos, é necessario que métodos
especificos sejam aplicados sobre eles para a extracao de informagoes relevantes.

Nas cadeias de DNA existem regioes relacionadas a importantes processos biologicos
desempenhados na células dos organismos. E de extrema importancia identificar
quais sao e onde estao localizadas estas regioes para que andlises gendémicas possam

ser feitas. Em bioinformatica, a tarefa de encontrar e categorizar estas regioes, que

'Fonte: https://www.ncbi.nlm.nih.gov/pmc/articles/PMC4494865/
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Figura 1: Crescimento do sequenciamento do genoma humano no século XXI.1

representam estruturas funcionais do DNA, é chamada de anotacao funcional. A

anotacao funcional genomica é realizada em trés niveis diferentes:

1. Anotacao em nivel de nucleotideos.
2. Anotagao em nivel de proteinas.

3. Anotagao em nivel de processos.

O tipo mais fundamental de anotacao é feito no nivel dos nucleotideos, onde
¢ montado um mapa com a localizacao das estruturas funcionais bésicas de um
organismo, tais como os genes, os marcadores genéticos e os elementos repetitivos,
por exemplo. Para este nivel de anotagao, podem ser utilizados algoritmos baseados
em homologia ou algoritmos ab initio.

Nos algoritmos baseados em homologias, a sequéncia que se deseja anotar é
chamada de query. Ela deve ser comparada com cada uma das outras sequéncias ja
anotadas presentes em um banco de dados, sdo as sequéncias target. As similaridades
entre elas sao calculadas e o custo computacional se dd em razao dos tamanhos do
par de sequéncias comparadas. Assim, sendo ||query|| o tamanho da sequéncia query
e ||target|| o tamanho de uma sequéncia target presente na base de dados, o custo
¢ dado pela ordem O(||query|| x ||target||). Considerando que uma sequéncia de

DNA pode ter centenas de nucleotideos e uma base de dados pode conter milhares



de sequeéncias, estes algoritmos sao uma alternativa com um custo computacional
muito elevado. Entretanto, sao muito utilizados. O BLAST [2] é a ferramenta
de bioinformatica mais citada na literatura da drea e é um algoritmo baseado em
similaridade. Apds encontrar as similaridades entre uma sequéncia query e uma
target, as regioes ja anotadas da target servem como base para anotar as regioes
semelhantes presentes na sequéncia query.

Os algoritmos ab initio sao projetados para utilizar sensores de sinais nas ca-
deias de nucleotideos. Estes sensores buscam identificar regioes conservadas no
DNA, cédons (sequéncia composta por trés nucleotideos, relacionada a producao de
aminodcidos especificos) de inicio e término, terminadores de transcrigdo, jungoes
exon-intron e as regioes promotoras do processo de transcricao. Ao identificar as
localizagoes destas regioes génicas, é possivel criar mapas funcionais das sequéncias
processadas.

No desenvolvimento de algoritmos ab initio, as técnicas de aprendizado de maquina
tém sido exploradas para criar os sensores de sinais. Suas utilizagoes se tornaram
populares, pois sao eficientes e possuem baixos custos associados, se comparados
com os tradicionais experimentos laboratoriais para o mesmo fim [38]. Isto tem im-
pulsionado a pesquisa de novas técnicas de predicao e classificacao que objetivam a
identificagao de sequéncias funcionais nos dados das cadeias de DNA sequenciadas.

Uma regiao funcional de grande importancia na genémica é denominada de regiao
promotora, a qual controla o inicio do processo de transcricao. O ponto inicial deste
processo, contido na regiao promotora, é conhecido como TSS (Transcription Start
Site) ou TIS (Transcription Initiation Site) [14]. Esta regiao pode ser expressa de
diversas formas e sua correta identificacao é uma das primeiras etapas para a tarefa
de anotagao funcional [3].

E possivel definir o reconhecimento de regides promotoras como um tarefa de
classificagao bindria, onde, segundo a andlise de um conjunto de carateristicas de
uma dada sequéncia de DNA deve-se rotuld-la como uma regiao promotora ou uma
regiao nao-promotora. A literatura conta atualmente com estudos de diferentes
abordagens para esta tarefa, entretanto, este ainda nao é um problema bem resol-
vido, sendo possivel e pertinente novos esfor¢os para este fim [3].

Como estas regioes podem ser expressas de formas variadas dentro do genoma,
sua identificacao por meio de métodos tradicionais de bioinformatica, baseados em
similaridades como o BLAST [2] pode nao ser tao eficiente [14]. Assim, diversos
modelos de reconhecimento de padroes sao aplicados neste problema para identifi-
car estruturas subjacentes as sequéncias. Alguns trabalhos aplicaram redes neurais

multicamadas [24], outros aplicaram redes mais complexas e eficientes como as redes



neurais convolucionais [34]. Entretanto, nenhum trabalho na literatura atual utili-
zou as redes baseadas em cédpsulas de Sabour et al. [26] para qualquer problema de
processamento de cadeias de DNA.

Neste trabalho, uma metodologia foi desenvolvida para avaliar a capacidade
de classificacio do modelo CapsNet [26], baseado em cépsulas, ao trabalhar com
sequéncias de DNA, mais especificamente, com o problema de classificacbes de
regioes promotoras. Os resultados sao analisados segundo métricas tradicionais de
problemas de classificacao binaria. As bases de dados avalidas sao as mesmas do
trabalho Umarov and Solovyev [34]. Elas s@o de organismos eucariontes e procari-
ontes, com caracteristicas de conformacao génicas diversas. O modelo convolucional
baseado no trabalho de [34] foi implementado e serviu de base de comparagoes para
o modelo de cédpsulas desenvolvido.

Este trabalho apresenta a primeira aplicacao de uma arquitetura baseada em
capsulas no processamento de cadeias de DNA. Seus resultados estao proximos aos
do trabalho de Umarov and Solovyev [34], que utiliza uma arquitetura convolucional

ja bem consolidada na literatura.



Capitulo 2

Fundamentacao Tedrica

2.1 Redes Neurais Artificiais

As redes neurais artificias (artificial neural networks - ANNs) sdo poderosos mo-
delos de aprendizado de maquina bio-inspirados na dinamica do cérebro. Sua uni-
dade de computacao é chamada neurénio, uma analogia a célula do sistema nervoso.
No modelo biolégico, o neuronio recebe estimulos de outros neuronios, através de
uma estrutura ramificada chamada dendritos. Este sinal é entao processado dentro
da célula e, caso sua excitacao supere um determinado limiar, o potencial de acao é
atingido e o sinal é retransmitido a outros neurénios por meio das ramificagoes ter-
minais. Esta comunicagao entre os neurdnios é conhecida como “disparo neuronal”
[15].

Conexoes neuronais possuem uma forca de ligagao associada. Se um neuronio
envia um sinal a outro, e a conexao entre eles é forte, entao é bem provavel que o
receptor alcance o potencial de agao e passe o sinal adiante, tornado-se, por sua vez,
um transmissor. Caso a ligacao entre os dois seja fraca, é possivel que o potencial
de agdo nao seja atingido o sinal ndo seja retransmitido [25].

O modelo de neuronios artificiais, conhecido como perceptron, é constituido de
entradas, abstracoes das sinapses, que possuem pesos associados, representando a
forca das ligacoes de entrada. Os valores das entradas sao multiplicadas por seus
respectivos pesos e todos os produtos sao entao somados. A ativacdo do neurdnio
é dada pela aplicacao de uma funcao matematica aplicada a soma dos produtos
computados, normalmente uma fungao nao-linear, como a sigmoide [25].

A Figura 2 é uma representacao grafica do modelo de um neurdnio artificial. O

vetor & = {xy,x9,23} é a sua entrada e os pesos associados sao dados pelo vetor
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w = {wy, ws,ws}. O X denota a soma dos produtos e o(x) a fungao de ativacdo
aplicada a soma, normalmente uma funcao nao-linear. A saida computada é dada

pelo escalar y.

X W
@
DS y

o

OO0

Figura 2: Modelo béasico de um neurénio artificial.

Os neurdnios possuem variacoes e sao organizados em diferentes camadas, for-
mando a arquitetura da rede neural. Uma das mais classicas entre elas é a rede
feedforward, que pode ser entendida como um grafo direcionado aciclico, onde as
saidas dos nds de uma camada sao passados os nés da camada subsequente. Ele
é constituida essencialmente de trés tipos de camadas: a camada de entrada, a
camada oculta e a camada de saida. Assim, o fluxo do grafo segue da camada
de entrada para a de saida, através de uma ou mais camadas ocultas. Cada né
das camadas ocultas e de saida recebem um valor de vies, que é adicionado as suas
entradas. Nesta arquitetura, cada camada é totalmente conexa com as camadas
vizinhas, e cada aresta é unidirecional.

A Figura 3 mostra uma pequena e simples rede feedforward com apenas uma
camada oculta. Da esquerda para a direita, a primeira camada (em verde), formada
pelos nos al e a2 é a camada de entrada, que recebe os valores de entrada da rede.
Os n6s bl e b2 constituem a segunda camada (em amarelo), que é a camada oculta.
A camada de saida (em vermelho) é formada pelo né cl. Os nds de viés estao em

azul, enquanto os pesos estao representados pelos circulos em cinza.
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O Nos de entrada
Nos ocultos

Nos de viés

N6 de saida

Pesos

O O OO

Figura 3: Exemplo de uma arquitetura simples da rede feedforward.

No exemplo da Figura 3, o célculo dos valores dos nés da camada oculta (b; e
by), tomando como entrada os valores dos nds a; e as e o como fungao de ativagao,

ocorre da seguinte maneira:

wy W
g ay az| - + bw1 bU}Q = b1 bg (21)
Wz Wy
Os calculos nas camadas sao entao organizadas seguindo a mesma légica, assim,
o vetor de saida da camada oculta é passado como entrada da proxima camada, no
caso a de saida. A seguinte equagao mostra o processamento da saida do exemplo

anterior:

o [bl b2:|- ZZ +[bw3] = [cl} (2.2)

Durante o aprendizado da rede, os calculos dos valores dos nés sao processados
como mostrados nos exemplos anteriores, seguindo da camada de entrada para a de
saida. Esta etapa é conhecida como forward propagation (algo como “propagagao
para a frente”, em portugués), dai o nome desta arquitetura.

A rede neural mais simples é conhecida como perceptron, que é uma funcao linear

da entrada. Esta rede (N Nperceptron) POde ser representada da seguinte forma:

NNperceptron ([L’) =W +wv

2.3
xr € ]R/din’ W c RdinXdout, v E ]Rdout ( )

Onde d;, como o nimero de neuronios de entrada da rede perceptron e d,.; o
nimero de neuronios em sua saida. W é a matriz de pesos, = é a entrada e v

representa os nos de viés.
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Os nés escondidos sao embutidos na rede, permitindo que esta adquira a capa-
cidade de nao-linearidade. Desta forma, é gerada uma rede Multi Layer Perceptron
com uma camada escondida (MLP1), que pode ser representada conforme a seguinte

equacao:

NNMLpl(LE) = O'(.CL'Wl + 'Ul)WQ + Vo

2.4
r € R% W, € R4 4 ¢ R®, W, € R4*% g, € R® (24)

Sendo W e v; a matriz de pesos e o vetor de viés da primeira transformacao linear
da entrada. A funcao de ativacao nao-linear é dada por . W5 e vy se relacionam
com a segunda transformacao linear da rede.

A transformacgao xW; + v; mapeia a entrada x com d;, dimensoes para d; di-
mensoes, e o é aplicada a cada uma destas d; dimensoes. A matriz W5 e o vetor v,
mapeiam o resultados das d; dimensoes para ds dimensoes de saida da rede.

As camadas escondidas podem ser adicionadas, seguindo a mesma logica. Assim,

uma rede neural com duas camadas escondidas (MLP2), por exemplo, resultaria em:

NNMLPQ(.Z') = 0'2(0'1([L‘W1 + 'Ul)WQ + UQ)W3 + U3 (25)

Ao final do processo de forward propagation, o valor calculado pela rede presente
no no de saida serd comparado com o verdadeiro valor associado aquela entrada. A
diferenca entre eles define o erro total da rede. Caso a rede tenha convergido e o
erro seja pequeno, o treinamento da rede cessa, pois é provavel que se tenha chegado
proximo ao 6timo global, ou a mesmo a um 6timo local aceitavel. Caso o erro ainda
seja grande, o treinamento continua tentando atingir a convergéncia e reduzir o erro
total. A abordagem mais comum para se treinar redes neurais € utilizar o algoritmo
do gradiente descendente [21] ou alguma variacao dele.

O modelo de neuronio artificial apresentado nao é o tnico. Existem modelos
especiais com dinamicas diferentes, como é o caso dos neurdnios recorrentes das
RNNs (Recurrent Neural Networks) [12]. Independente do tipo, eles normalmente
sao agrupados em camadas, as quais sao organizadas de formas especificas, definindo

as diversas arquiteturas das redes neurais [33].

2.1.1 Hiperparametros

A maioria das arquiteturas de redes neurais possuem algumas estruturas basicas
em comum, conhecidas como hiperparametros [33]. Eles sao de grande importancia
para o desempenho das redes, pois todos os cédlculos dependem de seus valores. A

configuragao destes valores permite que uma mesma arquitetura consiga resultados
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melhores ou piores, assim um ajuste fino se faz necessario para que se obtenha bons
resultados.

Alguns hiperparametros tem os seus valores atribuidos na definicao da rede e nao
se alteram ao longo do processo de treinamento, outros sao inicializados e mudam
conforme a rede busca uma organizacao otimizada. A seguir, serao apresentados
alguns hiperparametros mais comumente utilizados, de acordo com as defini¢oes
dadas por Taylor [33].

Camada de entrada

O numero de nés na camada de entrada é um dos hiperparametros a serem defi-
nidos logo no inicio da defini¢ao da rede. Cada né da camada de entrada representa
uma dimensao do conjunto de atributos das instancias do problema. Estes nés sao
uma variacao do neuronio apresentado, em que nao ha arestas de entrada, apenas de
saida. Os dados de entrada devem ser representados como um vetor de ntimeros re-
ais, caso nao sejam, como no caso de dados categéricos, eles devem ser devidamente

convertidos antes de serem repassados a entrada da rede.

Camada de saida

O nimero de nés presentes na camada de saida também deve ser definido como
um hiperparametro. Da mesma forma que na camada de entrada, é representado
como um vetor numérico real. Cada nd possui as arestas de entrada, mas nao as
de saida. A escolha do nimero de nds de saida deve ser feita de acordo com o
nimero de classes do problema. Em classificagoes binarias, apenas um né de saida é
necessario, e em geral ele terd um valor que representa a probabilidade da instancia
pertencer a classe positiva. Em problemas multiclasses haverao mais nés, como no
problema de classificar digitos de 0 a 9 escritos a mao, em que serao necessarios dez

nos de saida, um para cada digito.

Camada oculta

Outro hiperparametro importante a ser definido é o niimero de camadas ocultas
presente na rede, bem como o nimero de nés em cada uma delas. Os nds ocultos
sao como os descritos anteriormente. Existem diversas teorias de como se definir a
quantidades de nds em cada camada, mas geralmente o método de tentativa e erro é
o mais utilizado. Entretanto, alguns estudos sugerem que utilizar o mesmo nimero

de nds em cada camada oculta é a melhor escolha.
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Pesos

Os pesos que multiplicam as entradas dos nés foram descritos anteriormente. Sao
fundamentais para o processo de treinamento da rede. Geralmente sao inicializados
de forma aleatéria, com valores presentes no intervalo entre —1 e 1, e normalmente
alteram seus valores ao longo do treinamento conforme os métodos de otimizagao os
corrigem. Eles também podem ser reutilizados de outras redes ja treinadas, como é o
caso da técnica de “transferéncia de aprendizado”, em que ha o treinamento prévio
da rede sobre uma outra base de dados e os pesos ja otimizados sao utilizados
na inicializacao do treinamento que sera aplicado junto base de dados desejada,
facilitando a convergéncia e eficacia. Esta técnica é muito utilizada para se trabalhar

com bases de dados com um nimero de exemplos insuficiente.

Nos de viés

Um outro tipo especial de né é o de viés, que ¢é adicionado a entrada dos nés
das camadas ocultas e da camada de saida. Tipicamente tem o valor constante de
1 ou —1 e sua aresta também possui um valor de peso associado. Este tipo né serve
para ajustar a funcao de ativacao, movendo-a para a direita ou esquerda. A Figura
4 mostra o impacto deste viés aplicado na funcao de ativagao sigmoide, uma das
mais comumente utilizadas. Ajustar a curva da funcdo de ativagao influencia no

aprendizado da rede .

0.8 |-

0.6 |~

0.4 |-

Figura 4: Comportamento da funcao sigmoide com a aplicagao do viés. B é o valor
constante do né de viés.
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Epocas e iteragoes

Uma “época” (do inglés epochs), indica uma passagem completa pela base de
dados de treinamento utilizada, ou seja, a rede neural foi exposta a cada um dos
registros de treinamento uma unica vez. A “iteracao” denota apenas um passo de
atualizagao dos parametros da rede neural, assim, em uma época podem ocorrer uma
ou mais iteragoes. O numero de iteracoes em uma época depende do tamanho do
“mini-lote” (traduzido do inglés mini-batch). Por exemplo, se a base de treinamento
tem 1000 registros e o mini-lote fora definido com tamanho igual a 100, entao em

uma época ocorrerao 10 iteragoes.

Funcoes de perda

Durante o processo de treinamento, os valores dos parametros sao constante-
mente modificados pelo método de otimizacao adotado, como o gradiente descen-
dente. Tais mudancas visam minimizar o valor da funcao de erro da rede neural.

Considerando y como o vetor que contém os valores verdadeiros da saida e § o
vetor com os valores preditos pela rede neural, a funcao de perda L(7,y) atribui um

valor escalar para as diferencas entre os valores destes dois vetores.

Dropout

O dropout[30] é um hiperparametro de regularizagao que evita o sobre-ajustamento
do modelo aos dados de treinamento, melhorando sua capacidade de generalizagao.
Um subconjunto de neurénios sao aleatoriamente selecionados e retirados da rede,

bem como suas respectivas ligagoes.

(a) Rede padrao. (b) Rede apds aplicagdo do dropout.

Figura 5: Exemplo de aplicacao da técnica de dropout.
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A Figura 5 apresenta um exemplo da aplicacao da técnica de dropout. A es-
querda estd uma rede completa, enquanto a direita, alguns nés foram selecionados

e retirados da rede.

Taxa de aprendizagem

Determina o tamanho dos passos que o algoritmo de otimizacao (como o gra-
diente descendente, por exemplo) toma ao tentar minimizar a fungao de erro. Na
pratica, nem sempre o minimo global é alcancado e o algoritmo se acomoda em um
minimo local préximo ao minimo global. O valor da taxa de aprendizagem pode
se manter inalterado ao longo do processo de treinamento, ou ser programado para
decrescer, como quando o a taxa de erro da rede diminuir.

A taxa de aprendizagem também influencia na velocidade de convergéncia da
rede. Valores altos, geralmente podem acelerar o tempo de processamento. Entre-
tanto, isto pode ocasionar em divergencia do aprendizado, e desta forma, a rede nao
consegue se aproximar do minimo global. Se o valor da taxa for muito pequeno, a
rede pode demorar muito para convergir. E necessdrio encontrar boas estratégias
de inicializagao e programacao do decaimento da taxa de aprendizagem para que a
rede neural convirja apropriadamente.

A Figura 6 exemplifica trés tipos de calibragem da taxa de aprendizagem. A
curva vermelha apresenta uma taxa baixa, logo a rede neural demora a convergir. Se
a taxa é muito alta, ilustrada pela curva amarela, o treinamento é acelerado, porém
atrapalha a minimizagao da funcao de perda. Uma boa taxa de aprendizagem,
mostrada pela curva verde, nao converge tao rapido, mas mantém uma significativa

minimizacao da fungao de perda ao longo das épocas.

!

Taxas de aprendizagem
[l Baixa
[ Al
[ Boa

Perda

\j

Epoca

Figura 6: Ilustragao de trés calibragens diferentes do valor da taxa de aprendizagem.
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2.1.2 Tipos de funcoes de ativacao

A soma das entradas de um né é aplicada uma funcao de ativacao, que serve
para transformar esta soma no valor de saida deste né. Existem diversos tipos de
fungoes que podem ser utilizadas, cada uma com suas vantagens e desvantagens.
Cada camada de uma rede neural pode utilizar uma fungao especifica, independente
das outras camadas, assim em uma mesma rede podem haver vérias de fungoes de
ativagoes diferentes [33].

A Tabela 1 apresenta algumas das equacoes funcoes de ativacao mais comumente

utilizadas, enquanto a Figura 7 mostra os graficos destas fungoes.

’ Funcao de ativacgao \ Equacao ‘

Sigmoide 0() = e
Tangente hiperbdlica | o(z) = 22;2:2
Linear olx)=x

ReLU o(z) = maz(0,x)

(c) Linear. (d) Unidade linear rectificada
(ReLU).

Figura 7: Algumas fungoes de ativagao cldssicas: (a) funcao logistica sigmoide, (b)
fungao tangente hiperbdlica e (c) fungao linear. (d) fungao unidade linear retificada,
sua utilizacao é muito popular nos modelos recentes.

As funcgoes logistica sigmoide e tangente hiperbdlica sao muito populares, pois

limitam o intervalo dos valores de saida dos nds. A sigmoide possui saidas entre
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0 e 1, enquanto a funcao tangente hiperbdlica possui imagem entre —1 e 1. A
fungao ReLU limita inferiormente os valores abaixo de zero. Além disso, estas trés
funcoes permitem a resolugao de problemas complexos, pois conferem a rede uma

nao-linearidade no mapeamento dos atributos das instancias as suas classes [33].

2.1.3 Transformacao da camada de saida

Em muitos casos, principalmente em problemas de classificacao, os valores da
camada de saida sao transformados para modelar a distribuicao de probabilidade
de cada uma das possiveis classes. O uso da funcao softmax é comum para este
proposito, ja que ele permite gerar um vetor de k valores reais nao-negativos que

tém soma igual a um, sendo &k o nimero de classes do problema [16].

T =T1y..., T}

softmax(z;) = :mi (2.6)

-
Zj:l e
O resultado da transformacao sofmax é conhecido como modelo de regressao

logistica multinomial, ou classificador de méxima-entropia [16].

2.1.4 Representacao da entrada de dados

A entrada de dados de uma rede neural deve ser dada de forma numérica. As-
sim, os dados categoricos devem ser transformados antes de servirem de entrada
para rede. Para tanto, sao utilizados vetores para representar cada um dos possiveis
valores dos atributos. Estas técnicas sao muito utilizadas em problemas de proces-
samento de linguagem natural, para codificar as palavras, por exemplo. Os vetores

podem ser do tipo esparso ou denso [16].

Modelo esparso

Nas técnicas de representacao de dados em vetores esparsos, também conhecida
com one-hot encoding, cada dimensao do vetor possui um valor binario que repre-
senta a presenca de um determinado atributo. Combinagoes entre estes atributos
sao representadas também em uma dimensao especifica. Logo, a dimensionalidade
do vetor depende do ntimero de atributos distintos a serem mapeados, inclusive as
combinacoes entre eles [16].

A Tabela 2 mostra um exemplo de conversao de dados categdricos (tabela a
esquerda) em suas correspondentes representagoes em vetores esparsos. Assim, ao

invés do registro nimero 0 ser “Vermelho” ele passa a ser o vetor {1,0,0}.
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# | Cor # | Vermelho | Verde | Amarelo
0 | Vermelho 0|1 0 0
1 | Verde 110 1 0
2 | Amarelo 2 10 0 1
3 | Verde 310 1 0

Tabela 2: Sao mostrados quatro registros de uma base de dados de cores. Na tabela
a esquerda estao os registros das cores em formato categérico. A tabela da direita
mostra estes dados convertidos para o formato de representacao esparsa.

Este modelo de representacao pode levar a producao de vetores com altas di-
mensionalidades, atrapalhando no processo de aprendizagem [35]. Outro problema
deste tipo de representacao é relativo a independéncia entre os atributos, assim,
frases como “A casa é bela”, “A casa é ruim” e “A casa é grande” nao possuem
nenhuma relagao entre si, apesar de todas estarem se referindo a qualidades de uma

casa, pois cada uma serd representada em apenas uma dimensao [16].

Modelo denso

Neste modelo, cada um dos k atributos sao mapeados a um vetor real de tamanho
fixo correspondente. Assim, um atributo f;,7 < k, gera um vetor v(f;). Estes
vetores sao entao combinados por concatenacao, soma ou uma combinacao de ambos,
gerando novos atributos mais complexos [16].

Os valores dos vetores sao inicializados segundo um método, como por distri-
buicao uniforme ou normal, por exemplo. Durante o processo de treinamento da
rede neural estes valores sao atualizados, de forma que a representacao do vetor
contribua cada vez mais com a capacidade preditiva do modelo [16].

Este vetores conseguem, durante o processo de treinamento, organizar seus va-
lores de forma que haja relagao significante entre as suas representagoes [16]. No
contexto de processamento de linguagens naturais, por exemplo, um vetor que re-
presente a palavra “rdpido” tera uma configuracao de valores que o aproxima, em
alguma dimensao do espaco multidimensional, do vetor que representa a palavra
“veloz”. Em outra dimensao deste espaco, este vetor também estard relacionado a
representacao da palavra “lento”. Assim, a organizacao dos valores reais destes veto-
res possibilitam aprender relagoes de sinonimos e antonimos no contexto linguistico,

por exemplo.
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2.2 Redes neurais convolucionais

Este tipo de rede neural evoluiu bastante na comunidade de visao computacional,
onde elevou o estado da arte em tarefas de detecgao de objetos em imagens [16]. As
arquiteturas convolucionais com agrupamento (pooling) [22] foram projetadas para
identificar em grandes estruturas, como uma imagem, a presenca de alguns aspectos
que sirvam como preditores locais, independente de sua localizacao, e formar vetores
de caracteristicas de tamanho fixo ao combina-los.

As arquiteturas de redes convolucionais com pooling evoluiram desde o trabalho
de [22] e passaram a ser aplicadas em problemas de dominios diferentes da visao
computacional. Seu uso no processamento de linguagem natural teve inicio com
trabalhos de rotulagem de regras semanticas [9] e classificacao de sentimentos [18] e
de tipos de questoes [19].

Os atributos de entrada podem estar dispostos em mais de um eixo. Imagens
normalmente possuem os eixos de largura e altura. Sinais de audio e cadeias de DNA
sao expressas em séries temporais. Para representar diferentes visoes dos dados é
usual utilizar como eixo os canais, tal como os canais RGB para imagens ou os canais
direito e esquerdo para dudio [11].

O conjunto de valores de entrada de uma rede convolucional pode ser chamado de
mapa de atributos de entrada. Uma matriz de valores denominada filtro, percorre,
como uma janela deslizante, o mapa de atributos e, em cada passo, seleciona o
subconjunto de valores ao qual ele esta sobrepondo no mapa. A convolugao é uma
transformacao linear feita ao se somar todos os produtos da multiplicacao ponto-
a-ponto entre os valores de filtro e o subconjunto de valores do mapa de atributos
de entrada. Este resultado define apenas uma unidade de saida. Pode-se dizer que
a funcao de convolucao é esparsa, pois utiliza apenas alguns valores do mapa de
entrada em cada operacao para gerar uma unidade de saida [11].

A janela deslizante movimenta-se através do mapa de entrada e, em cada passo,
seleciona um subconjunto de valores diferente para realizar a operacao convolucional
com o filtro, formando as diversas unidades que constituem a saida da camada
de convolugao. Um mesmo conjunto de valores de pesos é utilizado pelo filtro ao
longo do seu percurso pelo mapa de entrada. Assim, estes valores de pesos sao
reaproveitados em multiplas localizagdes da entrada [11].

Uma camada convolucional ao processar um volume com trés dimensoes, recebe
uma entrada de tamanho W; x Hy; x D;. Os seguintes parametros sao necessarios

para definir as dimensodes do filtro e a movimentagao do mesmo:

e K. é o numero de filtros a ser utilizados. Determina a profundidade do volume
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de saida.
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® (Wittro, Nfittro): € necessario definir o tamanho do filtro ao longo dos eixos do

mapa de entrada. A tupla (wgiure, R riwro) configura o tamanho do filtro ao

longo dos eixos x e y, respectivamente, ou seja, sua largura e altura.

® (Wstride; Nstride):  Stride é um parametros que regula quantas posi¢oes serao

saltadas ao se percorrer um eixo. E necessario definir uma tupla com o valor

de stride para cada dimensao, neste caso Wsiride, Rsiride regulam o deslocamento

nos eixos x e y, respectivamente.

Um total de wyiro X Rfiro X D1 X K pesos e K nés de viés sao criados nesta

camada. O volume de saida gerado terd as dimensoes Wy x Hy X Do, tal que:

W_ .
° WQ: 1—Wfiltro +1

Wstride

Hi—hy;
° ]{2 1 filtro + 1

hstT'Lde

.DQIK

A Figura 8 ilustra em vermelho um filtro de dimensoes w ;o X R fittro = 2% 2. O

mapa de entrada é mostrado nas matrizes azuis, de dimensoes Wy x H; x Dy = 3 X

3 X 1. Wsprige = 1 determina o deslocamento ao longo do eixo x, enquanto hgyige = 1

é o salto de posicoes no eixo y. A saida é representada pelas matrizes verdes, que

. _ ———
possuem dimensoes Wy X Hy X Dy = (—L—Ltre

Wstride hstride

1) x (e L1y K = 2x2%1.

A dimensao D, é igual a 1, pois o exemplo utiliza apenas um tnico filtro, logo K =1

1 0 1 0 1 0 1 0
Filtro
0 1 0 1 0 1 0 1
Eaeneam [ R e R e ] Fm—mmr————r-- -
! ! 1 1 1 1 1 1 1 1
! ! 1 1 1 1 1 1 1 1
2; 0p 1 2 0; 1, P2 0 1] y2 ) 0 Loy
! ! 1 1 1 1 1 1 1 1
-—--= Fo— - - - R
] 1 1 L}
Entrada 70 1 S b 7 1o 9 7 1o 9 V7 1 9
1 1 1 1
-——— L -———-a [
1 1 1 1 1 1 1 1 1 1
1 1 1 1 ' i 1 1 1 '
9 05 7 b9 05 7 9 5 70 9 50 7
1 1 1 1 ' 1 1 1 1 '
SR U SRR, SR S SRR, _———a s
T T N e
1 1 1 1 1 1 1
g 1 1 3 9 1 3 1 9 1 1 3 1 9 1
’ 1 1 1 1 1 1 1 1
Saida -=-== [ -—--- F--—-
1 1 1 ! 1
1 1 1 1 1
1 1 1 13 1 1 13 8
1 ' 1 '

oo o

Figura 8: Da esquerda para a direita sao mostrados os passos da janela deslizante.
As bordas continuas destacam os subconjunto de valores relacionados a operacao
convolucional daquele passo. Os nimeros subscritos no mapa de entrada sao os

valores dos filtros que multiplicam aquela posicao do mapa de entrada.
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E comum inserir periodicamente uma camada de pooling entre sucessivas cama-
das convolucionais. Elas realizam uma subamostragem de cada uma das sub-regioes
da entrada, agregando as informacoes relativas aos valores destas. Desta forma,
ocorre uma redugao da dimensionalidade, bem como do nimero de operagoes ne-
cessarias, contribuindo para a prevencao do sobreajustamento (overfitting) da rede
aos exemplos da base de dados de entrada [32].

O filtro de pooling destaca a significancia de cada uma das sub-regioes da en-
trada. Assim como no filtro convolucional, uma janela deslizante seleciona os valores
aos quais ela sobrepoe no mapa de entrada em um determinado instante e aplica o
método de subamostragem. Os critérios de subamostragem mais comumente utili-
zados sdo o de selegao do valor méximo ou do calculo da média dos valores [32].

Na Figura 9 é mostrada a saida de dois métodos de pooling: o da selecao do valor
maximo e do calculo da média. Os filtros possuem dimensoes de 2 x 2. As diferentes
cores presentes no mapa de entrada representam cada uma das sobreposicoes da
janela do filtro de pooling. Como o stride é de 2 x 2, em cada passo a janela se
desloca duas posigoes ao caminhar sobre os eixos. Cada posigao da janela do filtro
gera um valor na matriz de saida, de acordo com o método de subamostragem. As
cores na saida indicam de qual sobreposicao do filtro no mapa de entrada aquele

valor é proveniente.

Entrada Saida
A
6 7
3 6 1 7
Valor maximo
9 8
6 5 3 1
X
1 2 6 5
5 3
Meédia
9 4 1 8
4 5
-y >

Figura 9: Neste exemplo, o filtro de pooling com dimensoes 2 x 2 é aplicado com um
stride 2 x 2. A matriz de saida de cima mostra o caso do método de pooling utilizado
ser o do valor maximo, enquanto a matriz de saida de baixo mostra o método da
média.

Nas arquiteturas convolucionais tradicionais, as camadas mais proximas da ca-

mada de entrada aprendem a detectar algumas das caracteristicas mais simples,
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como, por exemplo, arestas e gradientes de cores presentes em imagens. A partir da
combinacao destas caracteristicas simples sao formados descritores complexos, que
detectam formas, como um nariz ou uma boca, por exemplo. As predigoes sao feitas
pelas camadas densas que estao sobre a arquitetura convolucional e processam as
caracteristicas de alto nivel [22]. Como estes modelos de aprendizado de maquina
utilizam vérias camadas, elas sao ditas profundas. Sao as deep neural networks
presentes na literatura de depp learning.

Um exemplo de arquitetura convolucional é mostrado na Figura 10. A entrada
recebe uma matriz que representa uma imagem do digito “7”. Vérios filtros con-
volucionais extraem suas caracteristicas mais simples. Em seguida, a operagao de
pooling reduz o volume das caracteristicas, destacando apenas as ativagoes mais
altas. Novamente uma sequéncia de convolucao e pooling é aplicada, para gerar
caracteristicas de mais alto nivel. Duas camadas totalmente conectadas aprendem a
utilizar as caracteristicas extraidas para predizer qual a classe Pqs5¢, mais adequada

a entrada fornecida.

Saida com as
probabilidades
das classes

Densamente Densamente
conectadas  conectadas

Convolugao Pooling Convolugao Pooling

Figura 10: E apresentada uma arquitetura convolucional para processar um mapa
de entrada com a imagem do digito “7”. As camadas sao dispostas na seguinte or-
dem: conwvolugao, pooling, convolugao, pooling, densamente conectadas, densamente
conectadas e por fim a camada de saida com as probabilidades da figura pertencer
a cada uma das 10 possivel classes de digitos numéricos

2.3 Redes neurais em capsulas

Sabour et al. [26] apontou alguns problemas com as arquiteturas de deep lear-
ning tradicionais. Segundo este trabalho, ocorre perda significativa de informagoes
relevantes na organizacao das arquiteturas de miltiplas camadas sequenciais. Isto
se deve, principalmente, pela agregacao de pesos em um unico valor escalar. Outra
falha, segundo os autores, é o uso das camadas de pooling, que reduzem a dimensio-
nalidade do problema descartando informacoes de suas entradas, mas que deveriam

ser propagadas pela rede.
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Diversos modelos preditivos de deep learning sao muito dependentes das carac-
teristicas espaciais dos objetos presentes nos exemplos que sao utilizados durante a
fase de treinamento. A invariancia a translagao e a rotacao destas redes, por exem-
plo, faz com que objetos que aparecem muito distantes das posigoes originais em que
estao nos exemplos da base de treinamento nao sejam devidamente reconhecidos.

A Cloud Vision API' do Google é uma ferramenta que utiliza modelos de deep
learning para identificar e rotular objetos presentes em imagens.

Para ilustrar o problema descrito acima, foi utilizada uma imagem contendo uma
vaca com seu bezerro em um pasto. Inicialmente, a imagem original foi submetida
a ferramenta e foram detectadas varias referéncias a objetos relacionados a pasto e
gado, como mostrado na Figura 11. Em um segundo momento, a mesma imagem foi
rotacionada e submetida novamente. Entretanto, os objetos detectados nao mostram
mais as referéncias corretas. Como pode ser visto na Figura 12, as categorias de

objetos reconhecidos sao relacionadas, em sua maioria, as plantas.

Cattle Like Mammal 97%
Pasture 94%
Grazing 88%
Grassland 88%
Dairy Cow 83%
Grass 80%
Meadow 73%
Calf 73%
(a) Imagem original. (b) Resultados da detecgao de ob-
jetos.

Figura 11: Exemplo de deteccao de objetos em uma imagem utilizando o Cloud
Vision API do Google.

'https://cloud.google.com/vision/
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Tree 87%
Grass 87%
Plant 87%
Leaf 77%
Water 76%
Grass Family 73%
(a) Imagem rotacionada. (b) Resultados da detecgao de ob-
jetos.

Figura 12: Deteccao de objetos na mesma imagem da Figura 11, apds esta ter sido
rotacionada.

Uma forma de corrigir esta falha é através de técnicas de aumento de dados
(data augmentation), onde a entrada é subdividida em varias partes e estas sao
transladadas e rotacionadas, proporcionado exemplos mais diversificados. Assim,
neuronios alocados em outras regioes aprendem a reconhecer estas entidades de
interesse. Entretanto, é necessario um aumento no nimero de exemplos de entrada,
além disso, esta técnica corrige o problema apenas parcialmente, pois seu sucesso
depende se os novos exemplos de treinamento irao apresentar todas as possiveis
caracteristicas posicionais possiveis destes objetos.

As camadas de pooling destacam a ocorréncia dos objetos em certas sub-regioes
e o uso de camadas sucessivas deste tipo aumenta o “campo de visao”. As camadas
convolucionais também levam a um aumento deste campo. No entanto, a utilizagcao
destas estratégias ainda nao corrige devidamente o problema, pois a area que este
campo de visao abrange depende, no final das contas, das configuracoes de tamanho
e stride dos filtros, bem como do nimero de camadas sucessivas alocadas ao longo
da arquitetura da rede.

A estratégia de pooling, ao selecionar certas ativacoes e descartar as demais, leva
a perda de informacoes que sao potencialmente relevantes. Quanto mais camadas
deste tipo na arquitetura, mais informacoes sao descartadas. Além disso, ao destacar
os elementos, suas relagoes sao ignoradas.

Na Figura 13 é mostrada a imagem de um rosto humano que foi submetida a
Cloud Vision APL E possivel notar que ela destaca regioes onde estao presentes
objetos de interesse, como nariz, olho e boca. E mostrado também a predicao de

humor relativa a esta imagem.
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Joy Very Unlikely
Sorrow | N | Unlikely

Anger Very Unlikely
Surprise Very Unlikely
Exposed Very Unlikely
Blurred Very Unlikely
Headwear Very Unlikely

Roll: -3°  Tilt: 2° Pan: 3°

Confidence 94%
(a) Imagem original de um rosto (b) Resultados obtidos para a
humano. imagem do rosto.

Figura 13: Deteccao de regioes da face e predicao de humor em um rosto humano.

A imagem da Figura 13 foi modificada, de tal forma que houve um inversao entre
as posicoes do olho a esquerda e a boca, logo, esta imagem deixa de representar
efetivamente um rosto humano. Este imagem é mostrada na Figura 14. Contudo, a
ferramenta ainda busca os mesmos objetos de interesse e classifica a imagem como
pertencente a um rosto humano. As predigoes de humor também sao feitas e sao
muito semelhantes as da Figura 13. Este é um indicio de que o modelo de deep
learning nao reconhece as hierarquias posicionais entre os objetos que compoe o

rosto humano, como apontado por Sabour et al. [26].

Joy Very Unlikely
Sorrow H B Unlikely
Anger Very Unlikely
Surprise Very Unlikely
Exposed Very Unlikely
Blurred Very Unlikely
Headwear Very Unlikely
Roll: -2°  Tilt: -1° Pan: -5°
Confidence 92%
(a) Imagem modificada do rosto (b) Resultados obtidos para a
presente na Figura 13. imagem do rosto modificado.

Figura 14: A imagem modificada ainda é classificada como rosto humano e a predigao
de humor é semelhante a da Figura 13.

A identificacao de elementos de interesse nas redes neurais tradicionais é feita
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através das ativacoes neuronais. Tais ativacoes sao derivadas das somas ponderadas
dos valores de suas arestas incidentes e o resultado desta soma é um unico valor
escalar, o permite apenas informar a confianca da ocorréncia de um elemento na
regiao coberta pelo neuronio.

As redes em cépsulas utilizam vetores, que permitem descrever mais do que so-
mente a confianca de ocorréncia dos elementos. Eles carregam consigo informacgoes
de “pose” (posigao, tamanho, orientagao, etc.) das entidades identificadas. Elemen-
tos diferentes com informacoes de pose equivalentes sao propensos a serem parte de
um mesmo objeto, desta forma, as redes em capsulas conseguem identificar melhor
as relacoes de todo e parte. Assim, as redes em capsulas propoe eliminar o con-
ceito de invariancia com o de equivaléncia, ou seja, se a entrada sofre transformacao

espacial, a rede se adapta de acordo [28].

2.3.1 Capsulas

O principal bloco da arquitetura CapsNet de Sabour et al. [26] é a cdpsula, que
¢ um grupo de neuronios aninhados dentro de uma camada. Este agrupamento
representa um vetor que define pardmetros de instanciagdo (por exemplo, cor e
textura) e de pose (como posi¢do, orientacdo e escala) para as diferentes partes
de um objeto [28]. Ao utilizar uma fungao achatamento (squashing), o vetor de
instanciagao tem seu comprimento ajustado para um intervalo entre 0 e 1, sem
alterar as proporcoes de seus parametros, assim, ele pode representar a probabilidade
de uma entidade [26].

Apesar de ser uma arquitura multi-camadas, a CapsNet foi projetada para ex-
pandir em largura e nao em altura. Cada capsula de uma camada anterior seleciona
uma outra capsula na proxima camada como pai e envia sua ativa¢do para ela [28],
assim, a estrutura da arquitetura pode ser entendida como uma arvore de derivagao
(parse tree(7]).

Em uma arquitetura em capsulas, precisamos especificar apenas o nimero de
capsulas e a dimensionalidade P dos vetores de instanciacao que irao modelar os

parametros das entidades identificadas pela rede [28].

Formulacao da Rede em Capsulas

Os dados da camada de entrada sao passados os filtros de uma camada con-
volucional, que responsaveis por extrair caracteristicas bésicas destes dados. A
proxima camada é chamada Cépsulas Primérias (Primary Capsule - PC), contendo

N capsulas. Cada uma das i (1 <i < N) cdpsulas da camada PC, possui um vetor
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de atividade u; € RP?¢ associado, que é utilizado para codificar Ppc informacoes de
instanciagao. Blocos chamados Cépsulas Componentes (Component Capsules) sao
definidos meio do agrupamento de subconjuntos de cépsulas da camada PC [28].

A camada Cépsulas de Classe (Class-Capsule - CC) é formada por M (sendo M
o numero de classes presentes no problema) cdpsulas com vetores de instanciagao
Pec-dimensionais. Cada umas das j (1 < j < M) cédpsulas da CC recebe as saidas
das N céapsulas da PC.

Cada vetor u; é multiplicado pela matriz de pesos W;; € RF¢c (que é ajustada
pelo algoritmo backpropagation durante o treinamento), gerando o vetor de predigao
15);, representando a quantidade de ativacao enviada da cdpsula i da PC para a

cépsula j da CC [28]. Assim, temos que:

aj\i == Wijui, (27)

sendo b;; o logaritmo da probabilidade da cépsula 7 estar acoplada a cépsula j,
o coeficiente de acoplamento c¢;; ¢ calculado utilizando a funcao softmaz da seguinte

forma:

o= _cmp(by)
U Y eap(bi)

. N -
O coeficiente de acoplamento c¢;;, tal que ) ;" ¢;; = 1, representa a conformacao

(2.8)

entre a capsula i e a capsula j. No inicio do processo de roteamento, eles sao inicia-
lizados com o valor 0. De acordo com a concordancia entre as predi¢oes das capsulas
da PC e das capsulas da CC, estes coeficientes sao reajustados pelo algoritmo de
roteamento por concordancia (routing by agreement).

A entrada s; de uma cépsula pai j é definida pela soma ponderada de todas as
predigoes da camada PC para uma capsula j da CC. Seu valor ¢é calculado como se

segue:

sj= Y Cijll. (2.9)

A saida de uma cépsula j da camada CC é transformada pela fungao de achata-

mento e gera o vetor de saida v;, como mostrado na equagao a seguir:

S
ST T s Tl

(2.10)

O tamanho do vetor v; representa a probabilidade da presenca do objeto da
classe j na entrada da rede. A concordancia preditiva entre o vetor v; e o vetor

t); € utilizada em cada iteragao do algoritmo de roteamento por concordancia para
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atualizar o valor do coeficiente de acoplamento c¢;;.
A concordancia a;; é acrescentada ao valor da probabilidade b;;. E dado pelo

produto escalar:

Q5 = Uz‘j'aﬂi- (211)

Todos os procedimentos realizados durante o processo de roteamento por con-
cordancia entre uma camada de capsulas [ e a camada de cédpsulas pai [ + 1 é
mostrado no Algoritmo (1). Além do indice da camada atual, o procedimento re-
cebe como entrada o nimero de iteracoes r a ser executada pelo algoritmo e os
vetores de predicao ;; da camada [. Este algoritmo atualiza os todos os valores de

probabilidade b;;, os coeficientes de acoplamento ¢;; e os vetores preditivos v;.

Algorithm 1: Algoritmo de Roteamento por concordancia que calcula os co-
eficientes de concordancia entre os vetores das capsulas de uma camada [ e as
capsulas pais da camada [ + 1. Calcula também cada um vetores de predicao
da saida das capsulas da camada [ + 1.

1 procedimento ROTEAMENTO (u;,,1);

Entrada: Vetor de predicao j|i; nimero r de iteragoes de roteamento;

posicao da camada de capsulas [ atual
Saida : Vetor de predigao v;; da capsula j na camada pai [ + 1

2 Para toda capsula ¢ na camada [ e para toda capsula j na camada [ + 1:

bij < 0;
3 Para i + 0 até r Faga
4 Para toda capsula ¢ na camada l: ¢;; < softmax(b;);
5 Para toda capsula j na camada [ + 1: s; < >, ¢l
6 Para toda capsula j na camada [ + 1: v; <= achatamento(s;);
7 Para toda capsula 7 na camada [ e para toda capsula j na camada [ + 1:
bij < bij + aij;

8 Fim

Arquitetura da CapsNet

No trabalho de Sabour et al. [26], foi descrita uma arquitetura que utiliza
capsulas, a CapsNet, para o problema de identificagao de digitos escritos a mao.
Os exemplos utilizados na entrada da rede sao matrizes Mogyosx1, onde cada ele-
mentos possui valores inteiros compreendidos no intervalo de 0 a 255. Estas matrizes
representam imagens com apenas um canal de cor (sdo “preto-e-brancas”). Ao todo,

ha 10 classes de imagens diferentes, relativas aos digitos de 0 a 9.
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Uma camada convolucional com ativacao ReLLU recebe os dados da camada de
entrada e extrai algumas caracteristicas mais basicas das imagens. Ao todo sao
utilizados 256 filtros de tamanho 9 x 9 x 1 com stride de 1 x 1. A saida é um volume
de 20 x 20 x 256, que é passado como entrada da proxima camada, a de Capsulas
Primarias ( Primary Capsules, ou PrimaryCaps - PC)[26].

Na PC sao aplicados 256 filtros convolucionais de dimensoes 9x 9 x 256 com stride
de 2 x 2, resultando em um volume de 6 x 6 x 256. Estes 256 filtros sao organizados
grupos de 8, formando os vetores u; 8-dimensionais das capsulas da camada PC.
Estes volumes de cépsulas sao rearranjados (operacao reshape), formando 32 canais
de volume 6 x 6 x 8, que sao as Capsulas Componentes, como mostrado na Figura
15 [26].

PrimaryCaps
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Figura 15: Na PrimaryCaps sao aplicadas operacoes convolucionais sobre o volume
de entrada. A saida é entao rearranjada para formar 32 Cédpsulas Componentes de
36 vetores 8-dimensionais.

As direcoes dos vetores determinam os parametros de instanciacao de partes
encontradas de uma classe de objeto. Diversos tipos de parametros podem ser iden-
tificados, como a posi¢ao, a rotacao, a cor, o tamanho, deformacao, textura e outros
mais. Sobre cada um dos vetores da PC ¢ aplicada uma funcao de ativagao nao-linear
chamada achatamento (squash), assim, seu comprimento passa a representar a sua
probabilidade. Esta func¢ao é analoga a sigméide, pois normaliza o comprimento dos
vetores entre o intervalo de 0 a 1.

Os vetores normalizados pela funcao squash da PC sao rearranjados em um
arranjo de vetores 8-dimensionais com 6 X 6 x 32 = 1152 posicoes. Cada vetor
u;, tal que 1 < ¢ < 1152, representa os parametros de instanciacao de uma parte
identificada de um objeto, e seu comprimento, sua probabilidade preditiva [26].

A camada de Cépsulas de Classe (Class Capsules - CC) é chamada de DigitCaps
no trabalho de Sabour et al. [26], pois representam cada um das M = 10 classes

possiveis de digitos, do 0 ao 9.
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Para cada uma das 1 < j < M Cépsulas de Classe da CC ha um volume de
dimensoes 1152 x 8 x 16 associado, que armazena os pesos. Assim, cada um os
vetores u; 8-dimensionais de saida da PC é multiplicado pela matriz de pesos W;;,
de dimensoes 8 x 16, resultando nos vetores 16-dimensionais ;; [26].

Utilizando os vetores u; da PC e as matrizes de pesos W;;, sao gerados os vetores
de predigao ;. Estes vetores sao multiplicados pelos valores escalares dos coefici-
entes de acoplamento ¢;;. Cada cépsula j da CC recebe como entrada o somatoério
destes vetores de predicao ajustados pelos coeficientes. A funcao de achatamento
(squash) é aplicada ao resultado do somatério, gerando o vetor v; de comprimento

normalizado entre 0 e 1. Este processo ¢é ilustrado na Figura 16.

Capsula; da CC

LA ) E—
u Wi U C1j
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Figura 16: Esquema do processamento da saida de uma capsula j na camada de
Capsulas de Classe.

A Figura 17 ilustra o processamento da camada de Capsulas de Classe. Na parte
superior, estao os 1152 vetores 8-dimensionais da camada PC. Para representar a
operacao de multiplicagao dos vetores u; pela matriz de pesos W; da cépsula j da
CC, sao utilizados um circulo verde com um “X”.

Ao centro da Figura 17, estao os vetores preditivos 16-dimensionais ;. Cada
capsula j da CC possui um conjunto de 1152 vetores preditivos associados, que sao
multiplicados pelos coeficientes de acoplamento c¢;;, como apresentado na Figura 16.
Na imagem, estes coeficientes sao ilustrados pelas arestas vermelhas, tal que arestas
mais grossas ilustram coeficientes maiores, enquanto as mais finas sao relativas a
baixos valores de ¢;;. Os coeficientes atuam como um filtro de popularidade, pois,
se varios vetores de grande comprimento apontam em uma mesma direcao, eles
ganham um peso de acoplamento maior, enquanto vetores de pequeno comprimento
apontados em diregoes diversas recebem pesos menores.

Ao somar todos os vetores preditivos, ajustados pelos coeficientes, é aplicada a
fungao nao-linear de achatamento que ird gerar o vetor predivo v; da capsula j da
CC. Eles sao mostrados na parte inferior da Figura 17. Sua orientacao representa
os parametros de instanciacao do objeto daquela classe j e o seu comprimento, a

probabilidade desta classe de objeto estar associada a entrada da rede.
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Figura 17: Na camada de Céapsulas de Classe, hda uma capsula j para cada uma
das possiveis classes do problema. Elas recebem as ativagoes dos vetores da camada
de Capsulas Primaria e as processam junto as matrizes de pesos e coeficientes de
acoplamento para gerar os vetores de predigao v; das classes do problema.

Utilizando a funcao softmaz, cada um dos elementos u; envia a maior parte
de sua ativagdo para apenas um dos elementos y;[26]. Apesar da popularidade
dos elementos g e g9, no exemplo da Figura 17, o primeiro recebe um peso de
acoplamento ainda maior, pois a maior parte da ativacao de ug flui para ele.

A regulagao dos pesos de acoplamentos é feita pelo algoritmo de roteamento
dinamico por concordancia, que garante que as capsulas da camada anterior enviem
suas ativacoes para a capsula mais apropriada da camada sucessora. Inicialmente
a mesma quantidade de ativacao é enviada para as j cdpsulas, apds verificar o
comprimento final do vetor de saida gerado pela funcao de ativacao de achatamento,
a aplicacao da funcao softmar aumenta a ativacao nas capsulas que geraram os
maiores vetores e diminui as ativacoes nas outras cépsulas. Estas ativagoes sao
reforgadas através dos valores dos pesos de acoplamentos [26].

A parte da arquitetura que engloba da camada de entrada até a camada de
Cépsulas de Classe é chamada de encoder. Nela, ocorre a extragao das informagoes
presentes na entrada que sao necessdrias para gerar os vetores v;, que representam
os parametros de instanciagdo dos digitos (lembrando que o problema original é o
reconhecimento de digitos).

Utilizando os vetores de instanciagao 16-dimensionais v;, uma outra parte da
arquitetura, chamada de decoder, tentard reconstruir a entrada da rede. O valor
calculado da funcao de distancia Euclidiana entre a entrada e a reconstrucao é

utilizado para guiar o treinamento da rede em cépsulas e auxiliar na aprendizado
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dos melhores parametros de instanciacao [26].

O decoder é implementado como trés camadas totalmente conectadas, como 512
neuronios na primeira camada, 1024 na segunda e 784 na ultima, como mostrado
na Figura 18. O ndmero de neuronios da tltima camada é o mesmo numero de
pixels presentes na entrada da rede, pois é ela que prové como saida a reconstrugao
da imagem. As duas primeiras camadas utilizam funcao de ativa ReLu, enquanto a
ultima aplica a fungao sigméide.

Apesar de utilizar os vetores de saida v; da camada de Cépsulas de Classe, apenas
o vetor de instanciacao relativo a classe correta é realmente utilizado pelo decoder,

na Figura 18, o vetor correto € ilustrado pela linha mais escura da DigitCaps.

Camadas totalmente conectadas

DigitCaps ReLu ReLu Sigmoide
~
10 <
~ C 7 ) : . ‘.
Y 512 1024 784
16

Figura 18: Arquitetura do decoder.



Capitulo 3

Classificacao de Regioes

Promotoras

Este capitulo discute brevemente sobre as regioes promotoras, algumas das possiveis
representagoes computacionais das sequéncias de DNA e, por fim, lista alguns dos
trabalhos da literatura que desenvolveram modelos preditivos para o problema de
classificacao de regioes promotoras que influenciaram o desenvolvimento da meto-

dologia experimental e algumas das técnicas aplicadas neste estudo.

3.1 Regioes promotoras

O DNA (Deozyribonucleic acid), ou ADN (Acido desozirribonucleico), ¢ um
longo polimero formado monémeros chamados de nucleotideos. Esta cadeia tem a
forma de uma fita, onde a ordem especifica da sequéncia linear formada pelo nu-
cleotideos determina regioes de importante papel na dinamica biolégica. Os quatro
nucleotideos que formam o DNA sao a adenina, a citosina, a guanina e a timina,
representadas pelas letras A, C, G e T, respectivamente. A adenina e a timina sao
mutuamente complementares, assim como a citosina e a guanina. Os nucleotideos
complementares se acoplam por meio de uma ligagdo de hidrogénio [29].

O DNA se organiza em uma estrutura retorcida de hélice dupla, formada por duas
fitas de DNA complementares acopladas. Em cada posicao desta estrutura ha um
par de bases nitrogenadas que ¢é definido pela ligacao de nucleotideos complementares
[29]. Em genomica, medidas de tamanho de sequéncias costumam ser dadas em
funcao do numero de pares de bases (bp).

Presentes em uma fita de DNA, estao sequéncias de nucleotideos que sao confi-

guradas como genes. Um gene é uma unidade fisica funcional que prové instrugoes

30
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para o producao de proteinas. As proteinas sao grandes moléculas responsaveis por
determinar as estruturas, fungoes e regulacoes das células que compoe os tecidos e
érgaos dos organismos vivos [29].

Para que ocorra o processo de transcricao genética, um conjunto de proteinas,
chamadas fatores de transcricao, acoplam-se a regioes especificas conhecidas como
promotores, onde recrutam uma molécula de RNA (Ribonucleic acid) polimerase
que ird se ligar da posi¢ao inicial de transcricao do DNA, o TSS (Transcripition
Start Site) até a regido terminadora da transcricdo do DNA [29].

O RNA inicia um processo de sintese, onde cada um dos seus nucleotideos sin-
tetizados sao os complementares da fita de DNA acoplada, que serve como molde
de referéncia. Assim, o RNA se torna um mRNA (Messenger RNA), que durante o
processo de transcricao ird determinar a sintese proteica.

A regiao do promotor fica na mesma fita de DNA que sera transcrita pelo RNA.
Esté localizado logo anterior ao T'SS e pode ter de 100 bp a 1000 bp. E responsavel
por indicar pontos de ancoragem dos fatores de transcricao e regular o inicio do
processo de transcricao em que o RNA sintetiza uma copia complementar do DNA
[29].

Na genodmica, quando se analisa uma sequéncia de nucleotideos do DNA, ao se
adotar um ponto referencial toda a regiao antecessora deste ponto é chamada de
regiao upstream e a regiao posterior a este mesmo ponto é a regiao downstream. O
inicio de uma sequéncia ou subsequéncia qualquer é indicada como ponto 5, e o
término, como ponto 3'. Estas nomenclaturas sao utilizadas para formar esquemas
de representacao das cadeias de DNA.

A Figura 19 mostra um esquema visual de uma cadeia de DNA hipotética. A
regiao promotora, em cinza claro, estd logo antes do TSS, que neste caso é uma
adenina. O gene, que abrange o TSS e a porgao em verde, segue até a regiao
do terminador, em amarelo. Adotando o T'SS como ponto de referéncia, todos os
nucleotideos que o antecedem, no sentido 5" a 3, sdo a regiao upstream, e a regiao

apos este ponto é a regiao downstream.

Promotor 1SS Gene Terminador

4 A N\ ¢ r A Y A N\
5 (XA TS -~ @O@D® -~ A -~ OEC®) -3
N N /
Y Y

Regido upstream Regido downstream

Figura 19: Representacao posicional da regiao promotora em uma sequéncia de

DNA.
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3.2 Representacao Computacional do DNA

Trabalhos que desenvolvem modelos preditivos que processam cadeias de DNA,
precisam definir representacoes para que estas sequéncias sejam fornecidas como
entrada destes modelos computacionais. Esta escolha pode influenciar na capa-
cidade de predigao destes modelos [14]. A seguir, serdo mostradas algumas das
representacoes utilizadas na literatura da area.

Considere uma sequéncia de DNA d € D composta de l; € L nucleotideos. Uma

simples forma de representa-la pode ser definida como:

d= R1R2R3...Rld (31)

Onde R; é o i-ésimo nucleotideo de uma sequéncia de DNA. Assim, R; €
{A,C,G, T}, tal que 1 <i <.

Esta forma de representacao é bastante utilizada por métodos baseados em si-
milaridade de alinhamentos como o BLAST [37]. Em cada posigao ¢ utilizado um
caractere relativo a um dos acidos nucleicos.

Modelos de aprendizado de maquina, como as redes neurais, nao aceitam dados
categdricos, assim como os caracteres, em suas entradas. Assim, cada elemento da
cadeia deve ter seu valor transformado a um correspondente numeérico.

Utilizando o modelo esparso de representacao, cada um dos caracteres que compoe
a representacao de uma cadeia de nucleotideos poderia ser transformado segundo
o modelo presente na Tabela 3. Em cada linha ha o vetor v(R;) relativo a um
nucleotideo R;. A adenina, caractere R; = A, serd transformada para o vetor
v(R;) = {1,0,0,0}, por exemplo. Como existem quatro diferentes tipos de caracte-

res a serem transformados, temos que |v(R;)| = 4.

R; v(R;)

A |1/0[0]0
CJ0o11]0]0
G |[0l0]1]0
T 0]0]0]1

Tabela 3: Exemplo de uma transformacao dos caracteres que representam os nu-
cleotideos de uma sequéncia utilizando o modelo de vetores esparsos.

Os nucleotideos podem ser representados por vetores densos, com dimensao igual
a Dempedding, que sao treinados com a rede. Uma nova camada, chamada Embedding

layer, deve ser inserida na rede, logo apds a camada de entrada. Esta nesta camada
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que sao definidos os valores dos vetores durante a fase de treinamento da rede.
Como as redes aceitam apenas dados numéricos como entrada, cada caractere
R; da sequéncia deve ser transformado em um valor inteiro correspondente através

de uma fungao de conversao f. Desta forma, temos que |v(f(R;))| = Dembedding-

3.3 Modelos Preditivos da Literatura

Ohler et al. [24] desenvolveram um modelo baseado em redes neurais para o reco-
nhecimento de regioes promotoras. Foi utilizada uma base de dados com 247 exem-
plos de regioes promotoras e 951 exemplos de sequéncias nao-promotoras, sendo que
cada amostra foi formada por uma sequéncia com 250 bp upstream e 49 downstream.
O DNA utilizado é o da espécia de mosca conhecida como Drosophila melanogaster.
Um conjunto de 14 propriedades estruturais de cadeias de DNA foi utilizado para
uma modelagem Gaussiana, juntamente com um modelo probabilistico baseado em
Hidden Markov Models para extrair informagoes ordinais das sequéncias. Esta abor-
dagem hibrida, utilizando as propriedades estruturais, possibilitou uma diminuicao
de 30% dos falsos negativos.

Utilizando uma estratégia wrapper juntamente com um modelo SVM, Gan et al.
[14] realizaram um estudo sobre a selegao de atributos para o problema de predigao
de regides promotoras. Para tanto, foram consideradas 13 propriedades estruturais
e 11682 sequéncias de nucleotideos de regioes promotoras experimentalmente valida-
das da base de dados DBTSS para construir a base de dados de exemplos positivos
utilizada. Cada sequéncia utilizada conteve 200 bp upstream e 50 bp downstream.
A base de dados de exemplos negativos foi formada a partir de um embaralhamento
dos nucleotideos das sequéncias da base de dados positiva.

Chen et al. [4] propuseram um modelo de predigao chamado iTIS-PseTNC que
combina propriedades estruturais juntamente com informagoes sobre a composi¢ao
de nucleotideos. O objetivo deste trabalho foi a predicao de TISs (Transcription
Initiation Sites) ou TSSs (Transcription Start Sites). A base de exemplos positi-
vos foi criada a partir do TISdb!, uma base de dados de TIS experimentalmente
validadas. Ao todo, foram selecionadas 1159 amostras com 198 bp upstream e 200
bp downstream para gerar as instancias. O mesmo numero de amostras com o
mesmo tamanho foi selecionada do cromossomo humano para gerar a base de exem-
plos negativos. Estas amostras sao de exemplos nao-TIS e foram apresentadas em
Saeys et al. [27]. A extracdo de caracteristicas das sequéncias foi feita utilizando

uma ferramenta online proposta por Chen et al. [5], configurada para considerar

http://tisdb.human.cornell.edu
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3 propriedades estruturais de trinucleotideos, juntamente com sua composicao de
trinucleotideos.

Em Carvalho et al. [3] foi feito um estudo acerca do impacto dos tamanhos da
sequéncias de DNA e do numero de instancias utilizadas para gerar modelos de
classificagdo como o k-NN (k-nearest neighbor), SVM e Random Forests. Todos
estes modelos utilizaram 13 propriedades estruturais para gerar os descritores das
sequéncias. Ao todo, foram testados 16 conjuntos de dados com sequéncias que va-
riam de 12 a 301 nucleotideos para determinar a melhor composicao para o tamanho
das instancias. Foi avaliado que o tamanho ideal é de 30 nucleotideos upstream e 10
nucleotideos downstream, totalizando em uma sequeéncias de 41 nucleotideos. Em
relacdo ao nimero de instancias utilizadas pelos modelos, foram testadas bases de
dados contendo 14.000, 80.000, 100.000 e 120.000 sequéncias. Por fim, verificou-
se que a melhor performance preditiva foi alcancada com a utilizacao de 80.000
instancias.

No trabalho de Umarov and Solovyev [34], alguns modelos de redes neurais
convolucionais foram testados em bases de dados de organismos eucariontes, com
200 nucleotideos upstream e 50 nucleotideos downstream. Sao utilizadas também
bases de bactérias procariontes, com 60 nucleotideos upstream e 20 nucleotideos
downstream. Os resultados obtidos pela aplicacao dos modelos de CNNs foram
avaliados segundo a sensibilidade, especificidade e coeficiente de Matthews. Os
testes de performances deste artigo servem de base comparativa para o presente
trabalho.

A Figura 20 ilustra a arquitetura tipica de rede convolucional empregada por
Umarov and Solovyev [34]. Inicialmente, os caracteres dos quatro tipos de nu-
cleotideos sao codificados utilizando o modelos de representagdo esparsa (one-hot
encoding) e os vetores 4-dimensionais resultantes sdo passados para a camada de
entrada. A camada de convolucao extrai caracteristicas da entrada, enquanto a
camada de pooling destaca as informacoes mais relevantes, segundo os valores de
ativacao obtidos. As camadas totalmente conectadas aprendem os pesos e definam
a ativacao dos dois nos de saida, um que representam a classe dos promotores, e o

outro dos nao-promotores.
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Figura 20: Exemplo de uma arquitetura convolucional que processa as cadeias de
nucleotideos presente no trabalho de Umarov and Solovyev [34].

A Tabela 4 mostra quais foram as bases de dados dos organismos utilizados por
Umarov and Solovyev [34] e as as configuracoes de camadas das
arquiteturas convolucionais empregadas para cada uma das bases. Uma tupla
(numFilters, sizeFilters, sizePool) descreve uma sequéncia de camadas convolugao-
pooling da rede. Temos que numF'ilters é o numero de filtros convolucionais utili-
zados naquela sequéncia. O tamanho dos filtros é informado por sizeFilters, lem-
brando que como a representacao esparsa gera vetores de tamanho 4, as dimensoes
dos filtros da primeira sequéncia serao de 4 x sizeF'ilters. O tamanho da janela
de pooling é dado por sizePool, que tem dimensoes 1 x sizePoll. A camada total-
mente conectada possui 128 neuronios, enquanto a camada de saida é formada por
2 neuronios. Os strides dos filtros nao foram informados no trabalho, bem como os
valores das taxas de aprendizado. O numero de exemplos presentes no mini-batch é
de 16.

Base de dados Arquitetura CNN
Arabidopsis_non_tata 200,21, 2
Arabidopsis_tata 200,21,4
Bacillus 100, 15, 2|250, 17, 2
Ecoli 100, 7, 0150, 21, 12
Human _non_tata 300, 21, 231
Mouse_non_tata 100, 15, 2|250, 21, 2
Mouse_tata 200,21,6

Tabela 4: Configuracao das CNNs utilizadas por Umarov and Solovyev [34].

Assim, de acordo com a Tabela 4, a arquitetura utilizada na base de dados Ecoli,
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dada por 100, 7,0[150, 21, 12, representa duas sequéncias de camadas convolugao-
pooling. A primeira sequéncia possui 100 filtros convolucionais de tamanho 4 x 7
e nao utiliza pooling. A segunda sequéncia desta arquitetura possui 150 filtros de

dimensoes 1 x 21 e utiliza filtros de pooling de dimensoes 1 x 12.



Capitulo 4

Metodologia

Neste capitulo sera apresentada a metodologia utilizada para preparar os da-
dos e executar os testes com a arquitetura convolucional baseada no trabalho de
Umarov and Solovyev [34] e com a arquitetura de cépsulas CapsNet. Sao mos-
tradas informacoes sobre as bases de dados utilizadas, as métricas calculadas e as

configuracao dos experimentos executados.

4.1 Bases de dados utilizadas

Os aquivos contendo as sequéncias utilizadas neste trabalho foram obtidas de
um repositério' disponibilizado por Umarov and Solovyev [34]. As sequéncias sdo
provenientes de quatro grupos distintos de organismos: bactéria, planta, rato e
humano. Todos os arquivos estao no formato fasta, que sao documentos de texto
semi-estruturados muito utilizados em bioinformatica para representar sequéncias
de nucleotideos ou de pepitideos.

Todas as sequéncias utilizadas neste trabalho sao de DNA. Desta forma, sao
escritas utilizando o alfabeto {A,C,G,T, N}, relativo as bases nitrogenadas que
compoe as fitas de DNA. O significado da representacao de cada um dos caracteres

do alfabeto é descrito a seguir:
e A: base nitrogenada adenina.
e (C: base nitrogenada citosina.
e G: base nitrogenada guanina.

e T: base nitrogenada timina.

!Disponivel em: https://github.com/solovictor/CNNPromoterData

37
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e N: qualquer uma das outras bases nitrogenadas 2.

As sequéncias de regides promotoras das bactérias sao das espécies Escherichia
coli 070, retiradas da base de dados manualmente curada RegulonDBJ[13], e Bacil-
lus subtilis, advindas do DBTBS[17]. Ambas possuem sequéncias com o tamanho
de 81nt (nucleotideos), sendo que a regidao upstream tem o tamanho de 60nt e a
regiao downstream possui um tamanho de 20nt. As sequéncias nao-promotoras des-
tes organismos procariontes sao formadas pelos complementos (nao-codificantes) de
fragmentos aleatorios de sequéncias codificadoras.

Os dados dos eucariontes foram retirados da base de dados EPD[10]. Todas
possuem tamanho de 251nt, sendo 200nt a regiao upstream e 50nt o tamanho da
regiao downstream. Os exemplos negativos sao fragmentos aleatérios retirados das
regiao intrageénica.

A Tabela 5 mostra em suas linhas as bases de dados utilizadas. Estao discrimina-
das as quantidades de exemplos de regioes promotoras e de regioes nao-promotoras
presentes em cada base de dados em suas duas ultimas colunas. A tnica base de
dados presente nos testes de Umarov and Solovyev [34] que nao foi utilizada neste
trabalho foi a Human_tata, pois nao esta disponivel no repositorio divulgado em seu
artigo 3.

Em biologia molecular, uma regiao nao-codificadora presente na regiao promo-

tora principal que é caracterizada pela repeticao das bases nitrogenadas A e T é

113 9 279

conhecida como TATA box. Os sufixos ““_tata’’ e ““_non_tata”’, presentes em al-

guns nomes das bases de dados da Tabela 5 servem para denotar a presenca ou

auséncia destas regioes nas sequéncias promotoras.

Base de dados Nao-Promotores | Promotores
Arabidopsis_non_tata 11459 5905
Arabidopsis_tata 2879 1497
Bacillus 1000 373
Ecoli 3000 839
Human_non_tata 27731 19811
Mouse_non_tata 24822 16283
Mouse_tata 3530 1255

Tabela 5: Numero de sequéncias de cada classe presentes em cada base de dados.

2Nao h4 definicao do tipo da base nitrogenada devido as imprecisoes do método de sequencia-
mento utilizado.
3https://github.com/solovictor/CNNPromoterData
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Na Figura 21 possivel notar como todas as bases de dados sao desbalancea-
das, sempre havendo mais exemplos de regides nao-promotoras do que de regioes
promotoras. Isto geralmente é um problema, visto que os modelos de classificagao
treinados com bases desbalanceadas podem ser enviesados, tendendo a classificar no-

vos exemplos como pertencendo as classes majoritarias, ou seja, com mais exemplos

disponiveis.
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Figura 21: Para cada base de dados é mostrada a proporcao entre o nimero de
exemplos de regides nao-promotoras (0) e de regides promotoras (1).

O grafico da Figura 22 mostra um comparativo da magnitude dos nimeros de
instancias, por classe, de cada uma das bases de dados. E possivel notar que as
bases de dados de organismos procariontes (“Bacillus” e “Ecoli”) sao as menores

bases.
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Figura 22: Para cada base de dados é mostrada a proporcao entre o nimero de
exemplos de regides ndo-promotoras (em azul) e de regides promotoras (em laranja).

4.2 Avaliacao dos modelos

A seguir, é apresentada a metodologia de avaliagao dos modelos por validagao

cruzada e, em seguida, quais as métricas calculadas durante as avaliagoes.

4.2.1 Validacao cruzada

Um modelo de rede neural que otimizou seus pesos através do treinamento com a
mesma base de dados em que sera testado estara enviesado, pois tendera a sofrer do
sobreajustamento (overfitting) a estes dados, levando-o a uma generaliza¢ao pobre
quando lidar com novas instancias [36]. Para evitar este problema de aprendizado
supervisionado ¢ comum separar as instancias em duas partigoes disjuntas.

A particao de treinamento é usada para otimizar os pesos dos modelo. Durante o
processo de treinamento, as instancias desta particao também sao divididas em uma
parte para treino e outra para validagao, usada para o calculo da funcao objetivo
que guia os métodos de otimizacao dos pesos da rede.

A partigao de teste é utilizada para validar o poder de generalizagao do modelo

treinado. Entretanto, as métricas adquiridas em apenas uma particao de teste pode
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descrever pouco a capacidade do modelo. Para conseguir medigoes mais precisas um
método de avaliagao chamado validacao cruzada é bastante utilizado.

Neste método, as instancias da base de dados sao divididas em k particoes dis-
juntas. Sucedem-se k iteracoes, onde uma particao é selecionado para ser a base de
teste e o restante constituird a base de treinamento. Ao final, todas as particoes
serao usadas exatamente uma vez como base de teste. Em cada iteragao, uma dada
métrica M;, tal que 1 < i < k é calculada com base na avaliacao daquela base de
teste pelo modelo treinado. O valor final da métrica é a média aritmética de todas as
métricas M; calculadas nas iteragdes. A Figura 23 apresenta uma validagao cruzada

com k = 5 particoes.

Teste Treino

Iteragdo 1 M;
N0 0000000000000000000,, '
leragio 3 OOGOOOCOIIIIOO0000C0— i, » M =135 M,
EEIE00000000000000000000,,

Iteracao 5

Todas as instancias da base de dados

Figura 23: Validagao cruzada com cinco particoes disjuntas. Em cada iteragao, as
instancias sao representadas pelos circulos, as cores diferenciam as classes a que cada
uma pertence. A particao de teste é destacada em cada iteracao pelo fundo negro.

Neste trabalho, a validagao cruzada foi feita com cinco particoes. As bases
de testes sao formadas por 20% das instancias enquanto as bases de treinamento
utilizam os 80% restantes. A partir da base de treinamento, sao selecionadas 10%
de suas instancias para servirem de base de validacao, para guiar a otimizagao dos
pesos da rede.

Apos testar cada uma das particoes, a média de cada uma das métricas levantadas
¢ calculada. Este valor médio é utilizado para comparar os diferentes tipos de

métricas de cada modelo.

4.2.2 Meétricas de avaliacao

Ha4 dois valores de classe possiveis para as instancias: “0” para uma sequéncia que

representa uma regiao nao-promotora (exemplo negativo) e “1” para uma sequéncia
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de regido promotora (exemplo positivo). A base de teste possui os verdadeiros
valores de classe de cada uma de suas instancias. Apds o modelo treinado atribuir
os valores de classe a cada uma das instancias, ocorre a comparacao destes com os
valores reais da base de teste. De acordo esta comparacao, os resultados podem ser

denominados como:

e Verdadeiro positivo (VP): a instancia é da classe positiva e o modelo a classi-

ficou como pertencente a classe positiva.

e Verdadeiro negativo (VN): a instancia é da classe negativa e o modelo a clas-

sificou como pertencente a classe negativa.

e Falso positivo (FP): a instancia é da classe negativa e o modelo a classificou

como pertencente a classe positiva.

e Falso negativo (FN): a instancia é da classe positiva ¢ o modelo a classificou

como pertencente a classe negativa.

Uma forma de representar as classificacoes das possiveis saidas do modelo, quanto
a comparagcao destas com os rotulos das classes presentes na base de teste, é através
da matriz de confusao, ou tabela de contingéncia. A partir dela, é realizada a
contagem dos tipos de saida do modelo de classificagdo. A Tabela 6 representa uma
matriz de confusao para duas problemas de classificagao binaria. Sao comparados os
valores verdadeiros presentes na base de teste com os valores observados nas saidas
do modelo. A classe positiva se refere as sequéncias promotoras e a classe negativa

as sequéncias nao-promotoras.

Valor verdadeiro

Positivo | Negativo
Positivo VP FP
Negativo FN VN

Valor observado

Tabela 6: Configuragao da matriz de confusao

A contagem dos tipos de possiveis saidas presentes na matriz de confusao permite
o calculo de vérias das métricas utilizadas na avaliacao de modelos de classificagao.

Algumas delas foram utilizadas neste trabalho e serao apresentadas a seguir.

Sensibilidade - Sn

Mede a capacidade do modelo de classificar corretamente as sequéncias que re-

almente sao regioes promotoras, ou seja, a proporcao de verdadeiros positivos. A
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Equagao (4.1) define esta métrica.

VP

S = VP EN

(4.1)

Especificidade - Sp

Especificidade é a capacidade do modelo de classificar corretamente as sequéncias
que sao regides nao-promotoras, isto é, a proporgao de verdadeiros negativos. A

métrica é descrita pela Equacgao (4.2).

VN

SP= VN TP

(4.2)

Acuracia - Ace

A acuracia é uma métrica que reflete o nimero de classificagoes corretas feitas

pelo modelo avaliado, independente da classe. Ela é apresentada na Equagao (4.3).

VP+ VN

Ace —
“TVPLVNLFN{tFP

(4.3)

Medida F1 - F1

Medida F1 (F-score ou F-measure) é uma média harmoénica entre a precisao -
expressa pelo nimero de exemplos positivos corretamente classificados e o niimero
total de exemplos classificados como positivos - e a revocagao - o nimero de exemplos
classificados como positivos dividido pelo ntimero total de exemplos positivos reais.
A precisao (Prec) é mostrada na Equagao (4.4), enquanto a revocagao (Revoc) esta

na Equacao (4.5). A métrica F1 pode ser vista na Equacao (4.3).

VP

Prec = m (44)
VP

Revoc = ‘/P—F—M (45)

Prec x Revoc

Fl1=2X ——m—————
Prec + Revoc

(4.6)

Coeficiente de correlagao de Matthews - Mcc

E uma métrica introduzida por Matthews [23] para modelos de classificagbes
binarias. Sua utilizacao é recomendada para avaliar modelos que utilizam bases de

dados desbalanceadas. Pode retornar valores entre —1 e 1, sendo que um coeficiente
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1 denota uma classificacao perfeita; 0 é o mesmo de uma classificacao aleatéria uni-
forme e —1 indica uma classificagao totalmente contraria aos valores reais presentes
na base de teste. Esta métrica sintetiza bem o impacto de cada um dos tipos de
saida presentes na matriz de confusao, ao contrario de outras métricas, que nao uti-
lizam todos estes valores [6]. E equivalente ao coeficiente estatistico ¢. Seu calculo

¢ mostrado na Equacao (4.7).

VP xVN+FPxFN
Mece = (4.7)
V(VP+FP)x (VP+FN)x (VN + FP)x (VN + FN)

4.3 Implementacoes dos modelos de classificacao

Todos os modelos implementados neste trabalho utilizaram a linguagem de pro-
gramagao Python e a biblioteca de redes neurais Keras [8], juntamente com o Ten-
sorflow [1]. A aceleragdo dos cédlculos dos treinamentos foi realizada através do
utilizagdo de GPU. Os modelos implementados utilizaram o otimizador Adam [20] e
a funcao de perda binary cross-entropy. A biblioteca Keras prové a implementacao
do otimizador e da funcao de perda, e os valores de configuracao padrao destas
implementagoes permaneceram inalteradas.

Todos os testes realizados utilizaram um tamanho de mini lote (batch-size) de 16.
A taxa de aprendizagem inicial (IrIni) dos modelos foi de 0.001 com um decaimento
(IrDecay) de 0.9. Sendo epoch o valor que representa a época atual durante a fase
de treinamento, a politica de decaimento gera os valores de taxa de aprendizado

atual [r em cada época, segundo a equacao definida a seguir:

Ir = lrini x lr Decay®*" (4.8)

Os processos de treinamento foram configurados para serem executados no maximo
por 300 épocas, entretanto é definido um limite de épocas patience que limita a
execugao. Caso nao haja melhora no valor da funcao de perda calculado sobre a
base de validacao durante um nimero de épocas igual ao valor de patience, a fase

de treinamento cessa e se inicia a fase de teste da rede treinada até aquele momento.

4.3.1 Modelo CNN

As implementacoes dos modelos de redes convolucionais utilizados neste trabalho
seguiram as especificagoes apresentadas no trabalho de [34]. Os nimeros de camadas

e as suas configuracoes foram apresentadas na Tabela 4 e uma ilustracao da ideia
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basica das arquiteturas utilizadas foi mostrada na Figura 20.

Considerando a sequéncia de nucleotideos = 1, ..., x,, tal que z; € {A,C, G, T}

e 1 < i < n, a técnica de representacao esparsa foi aplicada, transformando cada

dimensao x; em um vetor esparso 4-dimensional correspondente. Assim, matrizes

de dimensoes 4 x 81 representam uma entrada relativa aos organismos procariontes

e matrizes de dimensoes 4 x 251 modelam uma sequéncia de DNA dos organismos

eucariontes. Estas matrizes sao passadas para a camada de entrada dos modelos

convolucionais.

A arquitetura implementada para o processamento da base de dados Arabidop-

sis_non_tata ¢ mostrada na Tabela 7.

Camada Configuragao

Entrada Dimensoes: (4 x 251)

Convolugao 200 filtros com dimensodes (4 x 21); Stride=1; ReLu
MaxPooling filtros com dimensdes (1 x 2), Stride=2

Totalmente Conectada

128 neuronios; ReLu

Totalmente Conectada (Saida)

1 neuronio; Sigmoide

Tabela 7: Definicao da arquitetura convolucional implementada para processar a
base de dados Arabidopsis_non_tata.

O processamento da base de dados Arabidopsis_tata utilizou a arquitetura mos-

trada na Tabela 8.

Camada Configuragao

Entrada Dimensoes: (4 x 251)

Convolugao 200 filtros com dimensoes (4 x 21); Stride=1; ReLu
MaxPooling filtros com dimensodes (1 x 4), Stride=2

Totalmente Conectada

128 neuronios; ReLu

Totalmente Conectada (Saida)

1 neuronio; Sigmoide

Tabela 8: Definicao da arquitetura convolucional implementada para processar a

base de dados Arabidopsis_tata.

Para processar a base de dados do organismo procarionte Bacillus foi utilizada

a arquitetura presente na Tabela 9.
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Camada Configuragao

Entrada Dimensoes: (4 x 81)

Convolugao 100 filtros com dimensdes (4 x 15); Stride=1; ReLu
MaxPooling filtros com dimensodes (1 x 2), Stride=2
Convolugao 250 filtros com dimensées (1 x 17); Stride=1; ReLu
MaxPooling filtros com dimensoes (1 x 2), Stride=2

Totalmente Conectada

128 neuronios; ReLu

Totalmente Conectada (Saida)

1 neuronio; Sigmdide

Tabela 9: Definicao da arquitetura convolucional implementada para processar a

base de dados Bacillus.

O outro organismo procarionte, da base de dados Ecoli, foi processado com a

arquitetura da Tabela 10.

Camada Configuracgao

Entrada Dimensoes: (4 x 81)

Convolucao 100 filtros com dimensoes (4 x 7); Stride=1; ReLu
Convolugao 150 filtros com dimensoes (1 x 21); Stride=1; ReLu
MaxPooling filtros com dimensoes (1 x 12), Stride=2

Totalmente Conectada

128 neuronios; ReLu

Totalmente Conectada (Saida)

1 neuronio; Sigmoide

Tabela 10: Definicao da arquitetura convolucional implementada para processar a

base de dados Ecoli.

A base de dados Human_non_tata, utilizou a arquitetura da Tabela 11.

Camada Configuracgao

Entrada Dimensoes: (4 x 251)

Convolucao 300 filtros com dimensées (4 x 21); Stride=1; ReLu
MaxPooling filtros com dimensoes (1 x 231), Stride=2
Totalmente Conectada 128 neuronios; ReLu

Totalmente Conectada (Saida) 1 neurdnio; Sigmoide

Tabela 11: Definicao da arquitetura convolucional implementada para processar a

base de dados Human_non_tata.

Dados de uma espécie de rato estao na base de dados Mouse_non_tata.

Sua

arquitetura é apresentada na Tabela 12.
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Camada Configuracao

Entrada Dimensoes: (4 x 251)

Convolugao 200 filtros com dimensoes (4 x 21); Stride=1; ReLu
MaxPooling filtros com dimensodes (1 x 6), Stride=2

Totalmente Conectada

128 neurdnios; ReLu

Totalmente Conectada (Saida)

1 neuronio; Sigmoide

Tabela 12: Definicao da arquitetura convolucional implementada para processar a

base de dados Mouse_tata.

Mouse_non_tata foi processada pela arquitetura presente na Tabela 13.

Camada Configuracao

Entrada Dimensoes: (4 x 251)

Convolugao 100 filtros com dimensdes (4 x 15); Stride=1; ReLu
MaxPooling filtros com dimensodes (1 x 2), Stride=2
Convolugao 250 filtros com dimensoes (4 x 21); Stride=1; ReLu
MaxPooling filtros com dimensoes (1 x 2), Stride=2

Totalmente Conectada

128 neuronios; ReLu

Totalmente Conectada (Saida)

1 neuronio; Sigmdide

Tabela 13: Definicao da arquitetura convolucional implementada para processar a

base de dados Mouse_non_tata.

4.4 Processamento de DNA com CapsNet

Considere uma sequéncia de nucleotideos = 1, ..., x,, tal que z; € {A,C, G, T}

e 1 < i < n. Utilizando a técnica de representacao densa, descrita na Secao 2.1.4,

cada uma das dimensoes x; pode ser transformada em um vetor de nimeros reais

v(x;) correspondente, o que permite sua utiliza¢gdo como entrada de uma rede neu-

ral. A rede possui uma camada chamada Embbeding, que gera o vetores densos para

representar os nucleotideos. Os valores dos vetores também sao resultantes do trei-

namento da rede. O primeiro parametro desta camada é o tamanho do vocabulario,

que ¢ igual a quatro. O segundo parametro é a dimensao dos vetores densos, foi

utilizado um valor igual a nove. E por fim o tamanho maximo da entrada, que

¢é igual ao tamanho da sequéncia utilizada, que no caso é 81 para os organismos

procariontes e 251 para os eucariontes.
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A rede em capsulas CapsNet utilizada neste trabalho foi adaptada da imple-
mentacao disponibilizada em um repositério aberto 4.

A parametrizagao da rede foi semelhante a feita no trabalho de Sabour et al.
[26], algumas modifica¢oes na arquitetura foram feitas, principalmente, para que ela
operasse com dados sequenciais de texto ao invés pixels de imagens.

Um filtro 1-dimensional de tamanho k£ = 9 permite processar a convolugao de
uma janela da sequéncia, representada pelo subconjunto [v(z;), v(Zit1), ..., V(Titr—1)]-
Apesar da entrada ser formada pela concatenacao de vetores de codificacoes dos
nucleotideos, considera-se, assim como no processamento de linguagem natural,
que a convolucao opera em entradas 1-dimensional, pois sao entradas em forma
de sequéncias, diferentemente das imagens, em que a convolucao opera em filtros
bidimensionais [16]. Assim, a janela deslizante se move a esquerda para a direita
apenas. Ao todo, foram utilizados 256 filtros na primeira camada convolucional com
stride 1.

A camada que recebe as caracteristicas extraidas pela camada convolucional é a
PrimaryCaps, que utiliza filtros convolucionais de tamanho k& = 9 e stride igual a 2.
Os demais parametros instanciados foi o tamanho do vetor, que foi de 8 dimensoes
e o numero de canais gerados, igual a 32. A camada DigitCaps possui um nimero
de capsulas igual ao nimero de classes, ou seja, igual a 2. A dimensao dos vetores
desta camada é de 16. As trés camadas do decoder sao totalmente conectadas e
tém um numero de neurdnios igual a 512, 1024 e 2, respectivamente. O ntmero de
iteracoes configurado para o algoritmo de roteamento é de 3.

A arquitetura em capsulas foi utilizada para processar todas as bases de dados
testadas. A Tabela 14 mostra arquitetura da parte do encoder, a sigla PC é refe-
rente a camada PrimaryCaps e CC, a camada Capsules Class (ou DigitCaps, na

arquitetura original).

‘https://github.com/XifengGuo/CapsNet-Keras
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Etapa Definicao

Entrada Dimensoes: (1 x 251) ou (1 x 81)
Embedding Dimensao do vetor denso: 9
Convolugao 256 filtros com dimensoes (1 x 9); Stride=1; ReLu

PC - Convolugao

256 filtros com dimensdes (1 x 9); Stride=2; ReLu

PC - Reshape Vetores 8-dimensionais organizados em 32 canais
PC - Squash Achatamento dos vetores 8-dimensionais

CC - Pesos Multiplicacao pela matriz de pesos®

CC - Pesos Soma ponderada em cada capsula da CC

PC - Squash Achatamento dos vetores 16-dimensionais
Totalmente 1 neuronio; Sigmdide

Tabela 14: Definicao da arquitetura do encoder da rede em céapsulas.

reconstruir a entrada original (uma sequéncia de 81 ou 251 nucleotideos).

Camada

Configuragao

Entrada

Dimensoes: (1 x 16)

Totalmente Conectada

512 neuronios; ReLu

Totalmente Conectada

1024 neuronios; ReLu

Totalmente Conectada (Saida)

(81 ou 251) neurodnios; Sigmdbide

Tabela 15: Definicao da arquitetura do decoder da rede em capsulas.
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A Tabela 15 apresenta a arquitetura da parte do decoder. Ela recebe o vetor de

instanciagao 16-dimensional referente a classe correta da saida do encoder e tenta



Capitulo 5

Resultados dos experimentos

Para a realizacao dos experimentos, foram utilizadas sete bases de dados dife-
rentes. Dois modelos foram implementados, o CNN, com uma arquitetura convolu-
cional baseada no trabalho de Umarov and Solovyev [34], e o CapsNet, que utiliza
um modelo de redes em cédpsulas, como em Sabour et al. [26]. Os resultados dos

experimentos realizados com estas arquiteturas sao mostrados adiante.

5.0.1 Comparacao do modelo CNN com a literatura

Assim como no trabalho de Umarov and Solovyev [34], as métricas de Sensi-
bilidade (Sn), Especificidade (Sp) e Coeficiente de Correlagao de Matthews (Mcc)
foram obtidas através da aplicagao da técnica de validacao cruzada com 5 particoes.

A Tabela 16 apresenta os resultados médios obtidos pelo modelo CNN imple-
mentado neste trabalho com os valores apresentados por Umarov and Solovyev [34],
utilizando as mesmas bases de dados. As colunas “M1” estao relacionadas aos va-
lores do modelo CNN de Umarov and Solovyev [34], enquanto as colunas “M2”
mostram os valores do modelo CNN implementado. Em negrito estao destacados os

maiores valores de cada métrica para cada uma das bases de dados.

20
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Base de dados Sn Sp Mcc

M1 | M2 | M1 | M2 | M1 | M2
Arabidopsis_non_tata | 0,94 | 0,91 | 0,94 | 0,96 | 0,86 | 0,88
Arabidopsis_tata 0,95 | 0,97 | 0,97 | 0,98 | 0,91 | 0,95
Bacillus 0,91 | 0,88 | 0,95 | 0,95 | 0,86 | 0,83
Ecoli 0,90 | 0,87 | 0,96 | 0,97 | 0,84 | 0,86
Human _non_tata 0,90 | 0,90 | 0,98 | 0,98 | 0,89 | 0,90
Mouse_non_tata 0,88 | 0,88 1 0,94 | 0,95 | 0,83 | 0,84
Mouse_tata 0,97 | 0,94 | 0,97 | 0,98 | 0,93 | 0,92

Tabela 16: Comparacao dos resultados obtidos, em cada base de dados, pelo modelo
convolucional da literatura e pelo modelo convolucional implementado.

Apesar da implementagao do modelo CNN nao ser completamente igual ao uti-
lizado em Umarov and Solovyev [34], pois nem todos os detalhes de configuragoes
foram expostos em seu trabalho, os resultados estao proximos como é mostrado nas
seguintes analises.

A sensibilidade é comparada, na Figura 24, entre o modelo CNN [34], represen-
tado por “M1”, e o modelo CNN deste trabalho, o “M2”. As barras do modelo
“M2” apresentam o desvio padrao calculado. Como no trabalho de Umarov and
Solovyev [34] apresenta apenas as médias obtidas na validagao cruzada, somente o
valor médio apresentado no artigo esta presente para descrever o seu modelo CNN.
E possivel notar que os valores de sensibilidade de ambos os modelos estao bem

préximos.
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Comparacao da Sensibilidade
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Figura 24: Comparagao dos valores de Sensibilidade entre os modelos convolucionais.

A Figura 25 apresenta a comparagao entre os valores médios do modelo de CNN e
as médias do modelo CapsNet, juntamente com seus desvios padroes, para a métrica
especificidade. A maioria das especificidades do modelo CapsNet sao proximas das
reportadas por Umarov and Solovyev [34]. Entretanto, o valor obtido na base de

dados Human_non_tata fol maior no modelo CNN.

Comparacao da Especificidade
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Figura 25: Comparacao da métrica Especificidade entre os modelos CNN e CapsNet.

E mostrada na Figura 26 um comparativo dos valores médio obtidos pelo modelo
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de CNN e as médias e desvios padroes do modelo CapsNet, em relagao ao cédlculo da
métrica Coeficiente de Correlacao de Matthews. Esta métrica pode ser considerada
como a mais completa para avaliar os modelos. Assim, nota-se que os valores da
métrica para as bases de dados Arabidopsis_non_tata e Arabidopsis_tata sao ligeira-
mente superiores para o modelo CapsNet, enquanto o modelo CNN supera bastante

na avaliagao da base de dados Human_non_tata.

Comparacao do Coeficiente de Matthews
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Figura 26: Comparacao entre o modelo CNN e o CapsNet, em relacao ao Coeficiente
de Correlacao Matthews.

Analisando os gréaficos das Figuras 24, 25 e 26, percebe-se que em relagao a base
de dados Human_non_tata os resultados da CapsNet sao bastante inferiores, com-
parados aos da CNNJ[34], apesar de nao serem necessariamente ruins. Os demais
resultados sao comparaveis com a base de comparagao do modelo de CNN. Inclu-
sive, as bases Arabidopsis_tata e Arabidopsis_non_tata apresentam valores médios
superiores. Uma comparagao mais precisa torna-se inviavel, ja que no trabalho de
Umarov and Solovyev [34] nao foram apresentados os valores obtidos em cada ava-
liacao das particoes pela validacao cruzada, nem tanto os desvios padroes relativos

as médias apresentadas.

5.0.2 Comparacao com o modelo CNN implementado

Para aprofundar as comparacoes entre estes modelos, arquiteturas CNNs foram
implementadas utilizando os dados apresentados em Umarov and Solovyev [34].

Todas as configuragoes foram fiéis as descritas no artigo, contudo, nem todos os
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parametros foram informados. Estes sao os mesmos utilizados na CapsNet, quando
aplicavel, para fins de comparacao.

A partir das implementacgoes das arquiteturas CNNs, outras métricas foram cal-
culadas, permitindo uma melhor comparacao entre os modelos. Ao todo, foram

analisadas as seguintes métricas:

e Sensibilidade - Sn

Especificidade - Sp

Acuricia - Acc

Precisao - Prec

F-score - F1

e Coeficiente de Correlacao Matthews - Mcc

A seguir serao apresentados diversos graficos bozplot, um para cada base de
dados testada. Ao longo do eixo “z” estao dispostas as métricas calculadas. As
caixas vermelhas representam os resultados do modelo CapsNet, enquanto as caixas
azuis sao relativas ao modelo CNN implementado.

A Figura 27 mostra as métricas calculadas para o modelo CapsNet e o modelo
CNN implementado neste trabalho em relagao a base de dados Arabidopsis_non_tata.
H& uma diferenga aparentemente significativa em relagao as métricas Sn, Sp e Prec.

A métrica Mcc aparenta ser ligeiramente superior no modelo CapsNet.

Arabidopsis_non_tata
1.00 T —

— CapsNet
0.98 | — ConvNet [

0.96 | - EI |

W O o

S Q aM

0.86 - - E
I I I I I I

Sn Sp Acc Prec F1 Mcc

Figura 27: Métricas calculadas para a base de dados Arabidopsis_non_tata.
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As métricas calculadas sobre a base de dados Arabidopsis_tata sao mostradas
na Figura 28. As médias para a métrica Mcc sao bem préximas, entretanto, pela
analise da variancia do modelo CNN, este mostra uma variancia que engloba limites

inferiores aos da CapsNet.
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Figura 28: Métricas calculadas para a base de dados Arabidopsis_tata.

Em relagao as métricas mostradas na Figura 29, o modelo CapsNet mostra-se
menos suscetivel a variancia. Contudo, as médias do modelo CNN mostram uma

superioridade.
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Bacillus
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Figura 29: Métricas calculadas para a base de dados Bacillus.

Os resultados mostrados na Figura 30, mostram uma maior variancia em relacao
as métricas F'1 e MC'C do modelo CapsNet. Entretanto, suas médias estao proximas
do modelo CNN.

Ecoli
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— &] —— ConvNet
0.95 ? =
0.90 A i——II;I
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Figura 30: Métricas calculadas para a base de dados Ecoli.

A Figura 31 apresenta os valores das métricas calculadas para a base de dados
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Human_non_tata. Nesta comparacao, é muito evidente a diferenca entre os modelos
CapsNet e CNN. O modelo de capsulas nao obteve bons resultados nesta avaliacao.
Talvez este baixo desempenho esteja relacionado a alta taxa de falsos positivos
gerados nas predi¢oes do modelo CapsNet para esta base de dados.

Em relagao a todos os testes realizados neste trabalho, foi na base de dados Hu-

man_non_tata que ocorreu a maior diferenga entre as métricas avaliadas dos modelos

testados.
Human non tata
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Figura 31: Métricas calculadas para a base de dados Human_non_tata.

As métricas Sn, Sp e Prec calculadas sobre a base de dados Mouse_non_tata
sao bastante diferentes entre os modelos avaliados. Os valores da métrica Mcc de
ambos sao proximos, apesar do modelo CNN ter uma média superior e uma menor
variancia. A Figura 32 mostra os resultados obtidos na avaliagao desta base de
dados.
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Figura 32: Métricas calculadas para a base de dados Mouse_non_tata.

A avaliagao da base de dados Mouse_tata é mostrada na Figura 33. As médias
das métricas F'1 e Mcc do modelo CapsNet sao ligeiramente superiores as do modelo

CNN, apesar de suas variancias serem maiores.
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Figura 33: Métricas calculadas para a base de dados Mouse_tata.

Os resultados das métricas calculadas sugerem que a arquitetura em capsulas e
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a convolucional tém capacidades preditivas bem préximas, sendo que em algumas
bases de dados uma se destaca ligeiramente mais do que a outra. Em apenas uma
base de dados (Human_non_tata) o modelo convolucional superou bastante o modelo
em capsulas. Em geral, ambos os modelos conseguiram bons resultados em seus

testes.



Capitulo 6

Discussao Final e Trabalhos
Futuros

6.1 Discussao Final

Neste trabalho, foi feita uma revisao bibliografica sobre o tema de predicao de
regioes promotoras em cadeias de DNA. Para tanto, foi estudado temas relativos
a mineracao de dados e reconhecimento de padroes, genomica estrutural e bioin-
formatica. Varios dos topico relativos a estes temas sao apresentados ao longo do
texto e influenciaram na metodologia desenvolvida.

Foi apresentado um modelo recente de deep learning chamado CapsNet, proposto
por [26]. Ele ainda nao foi extensivamente avaliado na literatura atual, sendo este,
provavelmente, o primeiro trabalho a avaliar sua aplicacao sobre o problema de
classificacao de regioes promotoras. Também é o primeiro a utilizar cadeias de DNA
como dados de entrada deste modelo.

Diversas métricas foram calculadas para avaliar o desempenho do modelo Caps-
Net em bases de dados de diferentes organismos eucariontes e procariontes. Da
mesma forma, foram calculadas para o modelo de rede convolucionais apresentado
em Umarov and Solovyev [34]. A comparagdo entre os valores obtidos para am-
bos os modelos foi realizada. Em uma analise mais geral, os resultados do modelo
convolucional implementado foram superiores aos obtidos pelo modelo de cépsulas,
sendo que este ultimo aparentemente possui uma taxa maior de falsos positivos em
algumas das bases de dados avaliadas. As diferencas entre os resultados dos modelos
testados foram pequenas, exceto no teste com a base de dados de DNA humano.

Uma avalia¢ao mais apurada do modelo de CNNs de Umarov and Solovyev [34]

60
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foi realizada neste trabalho, para que as comparagoes com o modelo de capsulas

pudesse ser realizado.

6.2 Trabalhos Futuros

As redes em capsulas sao um modelo novo que deve ser estudado mais profunda-
mente. Novos trabalhos vém realizando sua aplicacao em diversos problemas. Para
o processamento de cadeias de DNA, é possivel utilizar outros descritores que nao a
prépria sequéncia de nucleotideos, como os valores de propriedades estruturais, por
exemplo.

Outras configuragoes de redes em capsulas também podem ser testadas, para
que estas possam processar mais adequadamente dados sequenciais, tais como séries
temporais, pois a formulagao original a CapsNet foi feita visando o processamento

de imagens.
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